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RESUMO

Um grande problema do Reconhecimento de Entidades Nomeadas é a extração de informação

precisa de textos ajudando o ser humano em seus processos cotidianos. Um desses processos

de extração de informação são as revisões de textos que ocorrem em alguns domínios como

educacional e policial. Essas revisões levam tempo para serem feitas e são propensas a erros. Este

trabalho de conclusão tem por objetivo decidir sobre uma revisão final utilizando as melhores

classificações das revisões paralelas de um mesmo texto feitas por um ou mais revisores. Uma

importante etapa é a criação de uma métrica que auxilie na escolha das classificações e gere

um valor de concordância que pode ser analisado. É feito também um estudo bibliográfico de

métricas existentes que possam auxiliar na criação da nova métrica.

Keywords: NER. NLP. Revisões Paralelas. Revisão de Textos. Coeficiente de Concordância.



ABSTRACT

A major problem of recognizing named entities is the extraction of accurate information from

texts that help humans in their daily processes. One such process of information extraction is the

revisions of texts that occur in some domains, such as educational and police. These reviews take

time to be done and are prone to errors. This term paper aims to decide about a final revision

using the best ratings of parallel revisions of the same text made by one or more reviewers. An

important step is to create a metric that assists in choosing the ratings and generates an agreement

value that can be analyzed. A bibliographic study of existing metrics that may assist in the

creation of the new metric is also made.

Keywords: NER. NLP. Parallel Revision. Text Revision. Coefficient of Agreement.
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1 INTRODUÇÃO

Há muito se tenta através da tecnologia melhorar a vida das pessoas e automatizar

os processos que elas desempenham. Como se pode perceber atualmente, esse objetivo em

geral vem sendo conquistado nas diversas áreas de aplicação da tecnologia tais como indústria,

educação, saúde entre outros.

Apesar dos avanços ainda há a problemática em representar o entendimento humano

em programas. Como bem nos indaga Turing (2009), “Podem realmente as máquinas pensar?”.

Em um contexto de inteligência artificial, seu teste chamado Jogo da Imitação também conhecido

como Teste de Turing, no qual um interrogador (que pode ser um robô) se comunica com uma

pessoa A e B e após isso precisa descobrir com certa dificuldade quem é quem.

Muitos processos e trocas de informações são realizadas atualmente na Internet,

ou em distintos âmbitos como jurídico, empresarial ou mesmo educacional. A escassez de

informação já não é mais um problema, muito pelo contrário. Muitas dessas informações são

descentralizadas e as vezes separadas não fazem sentido. Visualizando este problema os sistemas

de Named Entity Recognition (NER) ou Reconhecimento de Entidades Nomeadas (REN) podem

ajudar a poupar o tempo das pessoas, visto que um programa pode realizar o reconhecimento de

um texto e classificá-lo quanto ao seu conteúdo e também entidades, não sendo necessária a ação

humana por completo para analisar determinado texto ou documento.

Os sistemas de REN surgem, nesse contexto, para utilizar técnicas de aprendizagem

de máquina de modo a permitir que aplicações possam realizar inferências sobre textos ou

pedaços de textos quanto às suas entidades. Segundo Ratinov e Roth (2009), essas aplicações são

caracterizadas por tomar decisões complexas e interdependentes que exigem grandes quantidades

de conhecimento prévio.

Sabendo disso, este trabalho é voltado à criação de uma métrica de concordância de

classificações de entidades entre diferentes versões de um mesmo texto revisado em paralelo

por diferentes revisores. Esta métrica auxiliará na decisão sobre uma revisão final, unindo as

melhores classificações das revisões paralelas de um mesmo texto. Assim, uma revisão r é um

conjunto de classificações c j ∈ r de entidades em um contexto de REN, onde j é um revisor que

deu uma classificação c em r.

Este problema surgiu da necessidade de habilitar revisões de texto paralelas por dois

ou mais usuários. O que pode ocorrer é de dois usuários revisarem o mesmo documento, por

exemplo. É necessário então, a criação de uma maneira de gerar uma revisão final, escolhendo
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as classificações mais adequadas. Visando a problemática apresentada esse trabalho foca na

agregação de uma revisão final após utilizar uma métrica para problemas de REN que ajude a

perceber a concordância entre revisores com o melhor desempenho possível. A validação da

métrica proposta utilizará textos revisados utilizando o framework HNERD que será melhor

explicado na seção 2.3.4.

1.1 Objetivos

Nesta seção são apresentados os objetivos deste trabalho.

1.1.1 Objetivo Geral

O objetivo geral deste trabalho é estabelecer uma métrica que avalie o nível de

concordância em classificações paralelas de entidades nomeadas. Após isso, decidir sobre uma

revisão final mais adequada em um contexto de entidades nomeadas por diferentes revisores.

Onde, entretanto, podem haver diferentes classificações de entidades nomeadas em um mesmo

texto e será necessário selecionar as melhores classificações realizadas. Isso permite que se dois

ou mais usuários classificarem entidades manualmente em um mesmo documento em paralelo, a

métrica proposta dará suporte à agregação de uma revisão final que une as revisões paralelas dos

revisores.

1.1.2 Objetivos específicos

• Definir uma métrica de classificação de texto baseada em concordância.

• Avaliar a métrica proposta neste trabalho.

• Agregar uma revisão final unindo as revisões paralelas baseando-se na métrica criada.

1.2 Organização

O restante deste trabalho está organizado da seguinte forma: o Capítulo 2 apresenta

a fundamentação teórica. Mostrando os principais conceitos técnicos e teóricos necessários para

a realização do trabalho. o Capítulo 3 mostra os principais trabalhos relacionados ao tema. É

mostrado como as propostas dos trabalhos se assemelham com a proposta deste trabalho. O

Capítulo 4 mostra a descrição dos procedimentos metodológicos que serão realizados no trabalho,

contendo todos os passos. O Capítulo 5 mostra os resultados preliminares do trabalho. Por fim,



15

o Capítulo 6 mostra a conclusão deste trabalhos possíveis atividades futuras.
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2 FUNDAMENTAÇÃO TEÓRICA

Neste capítulo são apresentados os conceitos necessários para o entendimento deste

trabalho. A Seção 2.1 mostra os principais conceitos de PLN - Processamento de Linguagem

Natural. A Seção 2.2 introduz os conceitos de reconhecimento de entidades nomeadas ou REN.

Na Seção 2.3 é feita uma revisão bibliográfica sobre as ferramentas de REN. A Seção 2.4 mostra

as métricas utilizadas na avaliação de modelos que dão base para este trabalho. Na Seção 2.6

são mostrados alguns esquemas de votação que serão levados em consideração para a criação da

métrica. Na Seção 2.5 é mostrado o funcionamento do coeficiente de concordância Kappa e um

exemplo prático de como ele funciona.

2.1 Natural Language Processing - NLP

Natural Language Processing ou Processamento de Linguagem Natural (PLN) é a

abordagem informatizada para analisar o texto, que é baseada em um conjunto de teorias e um

conjunto de tecnologias. PLN é uma gama de teorias e técnicas computacionais para analisar e

representar textos que ocorrem naturalmente em um ou mais níveis de análise linguística com a

finalidade de obter processamento de linguagem semelhante ao humano para uma série de tarefas

ou aplicações (LIDDY, 2001).

O objetivo do PLN é realizar o processamento de linguagem de maneira semelhante

a um humano. Segundo Liddy (2001), um Sistema PLN deve ser capaz de:

• Parafrasear uma entrada de texto.

• Traduzir um texto de uma linguagem para outra.

• Responder questões sobre conteúdos de um texto.

Para que seja possível realizar tal processamento com precisão e sensibilidade

dessas informações, Howard e Cambria (2013) explica que os modelos computacionais também

precisarão ser capazes de projetar semântica e sintática no tempo, comparar de forma paralela e

dinâmica, de acordo com diferentes contextos e com relação a diferentes atores e suas intenções.

2.1.1 Aplicações de Processamento de Linguagem Natural

Processamento de Linguagem Natural fornece vazão para várias aplicações de forma

teórica e prática. As aplicações mais frequentes que utilizam PLN são, segundo Liddy (2001), as

seguintes:
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• Recuperação de Informação – Consiste em encontrar a informação desejada em um

conjunto de informações ou banco de dados.

• Extração de informações - EI - a (EI) concentra-se no reconhecimento, marcação e extra-

ção em uma representação estruturada de certos tipos de elementos-chave da informação,

por exemplo: pessoas, empresas, locais, organizações, de grandes coleções de texto.

• Resposta à perguntas - em contraste com a Recuperação de Informações, reposta a

perguntas fornece ao usuário apenas o texto da resposta em si ou as passagens que

fornecem respostas.

• Sumarização – podem potencializar uma implementação que reduz um texto maior em

uma representação narrativa abreviada mais curta, e ricamente construída, do documento

original. Em suma, sumarização é a capacidade de criar resumos a partir de textos maiores.

• Tradução Automática - vários níveis de PLN tem sido utilizados em sistemas de Tradução

Automática, variando da abordagem “baseada em palavras”, a aplicativos que incluem

níveis mais altos de análise.

• Diálogo de Sistemas - Os sistemas de diálogo, atualmente utilizam os níveis fonético e

léxico da linguagem. Acredita-se que a utilização de todos os níveis de processamento de

linguagem explicados acima ofereça o potencial para sistemas de diálogo.

Dentre todas as possíveis aplicações de PLN definidas acima, a que mais se assemelha

a este trabalho é a Extração de Informação, devido a extração e reconhecimento de entidades que

são melhor explicadas na seção seguinte.

2.2 NER - Named Entity Recognition

Named Entity Recognition ou Reconhecimento de Entidades Nomeadas (REN)

tem relação com o processamento de textos de modo a identificar ocorrências de palavras ou

expressões pertencentes a categorias particulares de Named Entity NE - Entidades Nomeadas

(EN). De acordo com Simon (2017) as apresentações de análise de linguagem normalmente

iniciam procurando palavras em um dicionário e identificando-as como substantivos, verbos,

adjetivos, etc. Mas a maioria dos textos inclui muitos nomes e, caso um sistema não consiga

encontrá-los no dicionário, não os identifica tornando difícil produzir uma análise linguística

do texto. Assim, o REN é de fundamental importância em muitas tarefas de PNL, tais como

Recuperação de Informação (RI) ou Extração de Informação (EI).
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2.2.1 Anotações

As anotações fazem parte de uma maneira como as Named Entities (Entidades No-

meadas) trabalham. Algumas aplicações de entidades nomeadas dependem do uso de anotações,

que simplificando, são metadados adicionados a um texto ou trecho que ajudam ao melhor

entendimento explicando o que cada entidade é.

Documentos anotados com informação de Entidades Nomeadas podem ser buscados

com mais acurácia que um texto bruto. Por exemplo, uma anotação de Entidade Nomeada permite

pesquisar todos os textos que mencionar a empresa “Philip Morris”, ignorando documentos sobre

uma pessoa possivelmente não relacionada mas que possua o mesmo nome (MIKHEEV et al.,

1999).

Em uma coleção de documentos anotados com informações de Entidades Nomeadas,

pode-se encontrar mais facilmente documentos sobre a linguagem de programação Python sem

obter informações sobre cobras, por exemplo. Pode-se visualizar um exemplo de anotações na

Figura 1.

Figura 1 – Exemplo de um trecho com entidades anotadas

Fonte: (SPACY, 2019)

2.2.2 Part-of-Speech (POS) Tagging

Part-of-Speech tagging ou Partes do Discurso, em um contexto de REN, tem o

objetivo de rotular cada palavra com uma única tag que indique sua regra sintática, por exemplo:

plural, substantivo, advérbio, verbo, etc. Tags de Partes-do-Discurso de forma isolada não

são a solução para qualquer problema particular de PLN, no entanto, representam uma tarefa

que é pré-requisito para simplificar uma grande variedade de problemas diferentes (SACHIN

MALHOTRA, 2018).
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2.2.3 Chunking

Também conhecido por análise superficial, o chunking tem como objetivo rotular os

segmentos de uma sentença com componentes sintáticos, como frases nominais ou frases verbais

(NP - Noun Phrases ou VP - Verb Phrases). De acordo com Collobert et al. (2011), cada palavra

recebe apenas uma tag única, muitas vezes codificada como tag de início (por exemplo, B-NP)

ou tag de parte interna (por exemplo, I-NP).

2.2.4 Tokenização

Tokenização é o processo de segmentar o texto em palavras e sentenças. Em compu-

tação, um texto é uma sequência de símbolos, caracteres, palavras ou frases. Antes de qualquer

processamento seja feito em um texto, ele precisa ser segmentado em unidades linguísticas tais

como palavras, pontuações, números, etc. Esse processo é chamado de tokenização.

A identificação de unidades que não precisem ser decompostas por um processamento

posterior é uma etapa extremamente importante. A tokenização geralmente é considerada uma

tarefa relativamente simples em PLN, contudo, erros cometidos nesta fase se propagam em fases

posteriores e causam problemas (CRAIGTRIM, 2013).

Em suma a tokenização se divide em 3 etapas:

• Etapa 1: Segmentar texto em palavras.

• Etapa 2: Lidar com abreviações.

• Etapa 3: Lidar com palavras hifenizadas.

2.2.5 Lematização

A lematização é uma técnica utilizada para substituir o sufixo de uma palavra, que

aparece em texto livre, com um sufixo de palavra diferente para obter a forma de palavra

normalizada e então transformar palavras derivadas em seu radical. Por exemplo, os sufixos

das palavras “working”, “works”, “worked”, mudariam para obter a palavra normalizada work,

nesse caso, ambos, a palavra normalizada e o radical da palavra são iguais.

A lematização é uma importante etapa de pré-processamento para muitas aplicações

de mineração de texto. Também é usado no processamento de linguagem natural e em muitos

outros campos que lidam com linguística em geral. Também fornece uma maneira produtiva de

gerar palavras-chave genéricas para mecanismos de pesquisa ou rótulos para mapas conceituais
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(PLISSON et al., 2004).

2.2.6 Dependency Parsing

Um Dependency Parsing ou Análise de Dependência analisa a estrutura gramatical

de uma sentença, estabelecendo relações entre palavras “principais” e palavras que modificam

essas palavras principais (THE STANFORD NATURAL LANGUAGE PROCESSING GROUP,

2019a).

A análise de dependência fornece essas informações. Por exemplo, a análise de

dependência pode dizer quais são os sujeitos e objetos de um verbo, bem como quais palavras

estão modificando (descrevendo) o assunto. Isso pode ajudá-lo a encontrar respostas precisas

para perguntas específicas. É possível ver o resultado da análise de uma sentença simples na

Figura 2.

Figura 2 – Exemplo de uma análise de dependência simples

Fonte: (SPACY, 2019)

2.3 Ferramentas de PLN

As ferramentas de REN, auxiliam a criação de sistemas de REN no sentido de terem

um bom fundamento no que diz respeito a bibliotecas disponíveis, modelos preconcebidos,

técnicas utilizadas, etc. Sabendo que cada ferramenta pode se comportar melhor dependendo do

problema, serão mostradas ferramentas amplamente utilizadas para problemas de REN.

2.3.1 Gate

Gate também é um software com capacidade de solucionar quase todos os problemas

de processamento de texto (GATE, 2019). Ele possui uma comunidade formada por diferentes
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tipos de pessoas: desenvolvedores, alunos, professores e cientistas.

2.3.2 Stanford NER Parser

Stanford NER é uma ferramenta escrita em JAVA e disponível ao público que é capaz

de identificar entidades nomeadas de sete categorias: locais, pessoas, organizações, moeda, data,

porcentagem data e tempo. Ela possui um parser de linguagem natural, que é um programa que

trata sobre a estrutura gramatical das frases, como por exemplo, quais os grupos de palavras

semelhantes que aparecem juntas e quais palavras são o sujeito ou o predicado do verbo da

frase (THE STANFORD NATURAL LANGUAGE PROCESSING GROUP, 2019b). O Stanford

Parser é um parser probabilístico que utiliza o conhecimento adquirido através da análise de

texto para perceber a organização gramatical das frases.

2.3.3 NLKT

NLTK - Natural Language Toolkit é uma plataforma desenvolvida em Python que

trabalha processamento de linguagem natural (NLKT, 2019). Oferece um conjunto de bibliotecas

de processamento de texto. É uma ferramenta que facilita o pré-processamento de texto devido

às suas funções predefinidas. O NLTK possui dois pacotes que facilitam no desenvolvimento de

algoritmos de mineração de texto: Stem e WordNET. NLTK é uma ferramenta robusta e completa

o que é um ponto positivo, caso o desenvolvedor possua experiência com ela. Mas também

pode ser um ponto negativo caso o desenvolvedor seja iniciante e precise aprender a utilizar a

ferramenta do zero, tendo uma curva de aprendizado maior.

2.3.4 Human NERD

O Human NERD - Named Entity Recognition with Deep Learning é um framework

que auxilia na criação de conjuntos de dados para o uso em REN, partindo do pressuposto que o

poder computacional vem crescendo e os modelos de aprendizado de máquina se tornando mais

profundos ou complexos, entretanto o tamanho dos conjuntos de dados para treino e avaliação

para domínios de REN não tem crescido na mesma proporção (SILVA et al., 2019).

O Human NERD inclui humanos nesse processo de anotação de entidades. Segundo

Silva et al. (2019), os métodos tradicionais não fornecem a capacidade de criar e incremental-

mente manter um modelo de aprendizado profundo baseado em anotações interativas. Enquanto
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que outros modelos não esperam uma grande quantidade de entidades, o Human NERD permite

que o usuário crie ou atualize entidades existentes.

O framework permite a interação de dois tipos de usuário: o revisor, que tem a

capacidade de validar cada anotação de entidade individual de saída, gerada por um modelo

pré-computado executado sobre esses documentos; o revisor também pode rotular manualmente

novas entidades. O cientista de dados pode alimentar o framework com mais textos não rotulados,

reconstruir o modelo de REN para aprender a partir de documentos anotados após as respostas

dos usuários e estimar o ganho e a perda em relação ao modelo de REN e aos esforços humanos.

Este trabalho se baseia nas saídas geradas pelas revisões paralelas feitas pelos

revisores como conjunto de dados para análise e desenvolvimento da métrica e do processo de

agregação da revisão final. Estas saídas são conjuntos de classificações anotadas por revisores

paralelamente.

2.3.5 spaCy

spaCy é uma biblioteca de código aberto que fornece ferramentas de processamento

de linguagem natural para linguagem de programação Python. O spaCy utiliza um conjunto

bem estabelecido de modelos de reconhecimento de entidades que são baseados em métodos de

aprendizagem estatístico para identificar entidades nomeadas em textos. Os detalhes técnicos

e modelos estatísticos estão fora do escopo deste artigo, mas o código está disponível em:

https://github.com/explosion/ Acesso em: 05 dez. 2019.

Uma pesquisa realizada por Jiang et al. (2016) mostra que a ferramenta de REN

spaCy executa o segundo melhor desempenho entre 4 ferramentas a respeito de sua acurácia, e

que é o mais rápido em velocidade de processamento.

O spaCy também apoia vários fundamentos no que diz respeito a sistemas de REN,

tais como Anotações, Partes do Discurso, Chunking, Tokenização, Lematização e Análise de

dependência. Além de outras técnicas que também auxiliam no desenvolvimento e treinamento de

modelos como combinação baseada em regras, Vocabulários, Pipelines, Serialização e modelos

amplamente treinados e prontos para utilização.
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2.4 Métricas

As métricas de avaliação do modelo de REN para os problemas descritos nos

trabalhos relacionados utilizam uma média harmônica entre precision e recall também conhecido

como F-measure. Essa métrica também pode ser conhecida como micro-averaged f-measure -

MAF (NADEAU, 2007). É válido ressaltar que as métricas abaixo são utilizadas para a avaliação

de modelos e não para a avaliação de revisões paralelas, que é o objetivo principal deste trabalho.

Precision =
True Positives

True Positives+False Positives
(2.1)

Onde em 2.1, um True Positive é um resultado em que o modelo prevê corretamente

a classe positiva. Um False Positive é um resultado em que o modelo prevê incorretamente a

classe positiva (DEVELOPERS GOOGLE, 2019). Ou seja, não existe e o modelo diz que existe

por exemplo.

Recall =
True Positives

True Positives+False Negatives
(2.2)

Onde em 2.2, um False Negative é um resultado em que o modelo prediz incorreta-

mente a classe negativa (DEVELOPERS GOOGLE, 2019). Ou seja, existe e o modelo diz que

não existe.

Fβ =
(β 2 +1)∗Precision∗Recall)
(β 2 ∗Precision+Recall)

(2.3)

Onde na Equação 2.3, Precision é a porcentagem de seus resultados os quais são

relevantes e Recall se refere a porcentagem do total de resultados relevantes que foram classifi-

cados corretamente (SHRUTI SAXENA, 2018). β é o harmonizador da F-Measure. Ou seja,

quando β = 1 obtem-se a média harmônica entre precision e recall. Para este caso específico, a

métrica é chamada de F1 Score.

Para dar mais peso ao precision, o valor de β deve estar no intervalo entre 0 e 1. Para

dar mais peso ao recall, o valor de β deve ser maior que 1 (MARCELO FERNANDES, 2019). A

métrica F-Measure combina precision e recall. Quanto maior o valor de Fβ , melhor o resultado.

O F-Measure pode ser uma medida melhor de se usar caso seja preciso buscar um

equilíbrio entre precision e recall, (KOO PING SHUNG, 2019). Neste caso, o cálculo final da
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F-Measure leva em conta a soma das métricas de cada classe. De acordo com Rushdi Shams

(2019), a F-Measure para um problema de duas classes por exemplo seria resolvido com a

seguinte fórmula: Fprecision =
(T P1+T P2)

(T P1+T P2+FP1+FP2) e Frecall =
(T P1+T P2)

(T P1+T P2+FN1+FN2) , onde TP são

os True Positives (Verdadeiros Positivos) e o FP e FN são os Falsos Positivos e Falsos Negativos.

2.5 Coeficiente Kappa

A estatística kappa de Cohen mede a confiabilidade entre avaliadores às vezes

chamada de acordo interobservador. A confiabilidade ou precisão entre avaliadores acontece

quando seus avaliadores atribuem a mesma pontuação ao mesmo item de dados (COHEN, 1960).

Historicamente a porcentagem de concordância era usado para determinar confiabili-

dade inter-avaliadores. Contudo, o acaso que pode ocorrer devido o palpite dos avaliadores é

uma possibilidade, assim como é possível acertar uma questão de múltipla escolha mesmo sem

saber a questão. A estatística do Kappa leva em consideração esse elemento do acaso.

K =
po− pe

1− pe
(2.4)

O Kappa varia de 0 a 1. Landis e Koch (1977) definem alguns níveis de força de

concordância os quais podem ser visualizados no Quadro 1.

Na Equação 2.4 tem-se que po é a concordância relativa entre os avaliadores e pe é a

probabilidade hipotética de chance de concordância ou seja, a probabilidade de um avaliador

aleatoriamente avaliar cada categoria. po é conhecido como a diagonal de concordância somado

aos dados totais. pe é o elemento do acaso, é conhecido como chance randômica de um avaliador

avaliar determinada categoria. É semelhante a quando se faz uma prova chutando uma alternativa

e acertando ela.

Quadro 1 – Medidas de concordância para da-
dos categóricos

Estatística Kappa Força de concordância
<0.00 Pobre

0.00 a 0.20 Fraco
0.21 a 0.40 Bom
0.41 a 0.60 Moderado
0.61 a 0.80 Substancial
0.81 a 1.00 Quase Perfeito

Fonte: Elaborado pelo próprio Autor.
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2.5.1 Exemplo de aplicação

Suponha que há aplicações para uma vaga de emprego, e que dois avaliadores irão

responder sim ou não para estas aplicações como ilustrado na Figura 3.

Figura 3 – Exemplo da aplicação
do Kappa

Fonte: Elaborado pelo próprio Autor.

Neste exemplo, po é igual a diagonal de concordância somado a diagonal de discor-

dância. No caso, po =
a+d

a+b+c+d ou po =
35
50 = 0.7. Aqui pe é a probabilidade de concordância

aleatória, neste exemplo o avaliador A disse sim para 25 pessoas e não para 25 pessoas, ou seja,

ele disse sim 50% do tempo. O avaliador B disse sim para 30 pessoas e não para 20 pessoas, ou

seja, ele disse sim 60% do tempo.

Então tem-se que Psim é a Probabilidade de sim do avaliador A x Probabilidade de

sim do avaliador B. Então, PsimA = 25
50 , PsimB = 30

50 , logo Psim = 0.5× 0.6 = 0.3. Então, Pnao é

Probabilidade de não do avaliador A x Probabilidade de não do avaliador B. Então, PnaoA = 25
50 ,

PnaoB = 20
50 , logo Pnao = 0.5×0.4 = 0.2. Então a probabilidade de concordância aleatória geral é

a probabilidade que eles disseram sim ou a probabilidade que disseram não ou seja 0.2 + 0.3 =

0.5.

Aplicando a fórmula obtem-se: K = po−pe
1−pe

= 0.7−0.5
1−0.5 = 0.4 Seguindo o Quadro 1

conclui-se que os avaliadores tiveram uma boa força de concordância.

Esta métrica é importante para este trabalho pois ajuda a entender como a concor-

dância entre avaliadores é calculada. No Kappa original somente são realizados os cálculos para

dois avaliadores. Neste trabalho é possível ter um, dois ou mais avaliadores.
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2.6 Esquemas de votação

Em Borghoff e Schlichter (2000) o autor mostra alguns esquemas de votações muito

utilizados em aplicações distribuídas no que diz respeito a escolha de um nó, como é especificado,

em detrimento de outro. O autor também utiliza o conceito de Quórum, que segundo Franco

(1958) é sempre calculado sobre o número mínimo dos presentes à sessão. Esse conceito é

importante no decorrer deste trabalho, visto que neste trabalho decidiu-se analisar classificações

paralelas através da utilização de esquemas de votação.

2.6.1 Voto e Quórum

O processo de decisão de um Quórum é usualmente determinado a partir da votação

de seus membros. A votação refere-se às classificações que cada revisor atribui a cada token.

Em um contexto de NER, um token é a menor parte de um texto, podendo ser uma palavra, uma

pontuação, um número, etc. Assim também, o Quórum segue a sua definição oficial muitas

vezes utilizada em um contexto jurídico (SIGNIFICADOS, 2019). Um Quórum neste caso

para um contexto de votação em um domínio de revisões paralelas, é a quantidade mínima de

classificações iguais que um token precisa receber para ser aceito como válido, levando-se em

conta a quantidade de revisões. Um voto obtido é bem sucedido se a soma de votos de um

conjunto de nós que foram votados é maior que a fronteira inferior do Quórum (BORGHOFF;

SCHLICHTER, 2000).

2.6.2 Votação por Pesos

De acordo com Borghoff e Schlichter (2000), os pesos podem ser diferentes para

cada nó individual com direito ao voto. Com a votação por pesos pode-se favorecer alguns nós

ou mesmo setar alguns nós com pesos nulos.

Para o contexto deste trabalho, um nó é um revisor que classifica cada token indivi-

dualmente. Isso é importante pois pode-se possuir revisores com uma alta taxa de acerto. Em

caso de discordância, essa taxa de acerto é levada em conta para o desempate, logo, o peso é

essencial ao desempate. No capítulo 5 é melhor explicado sobre a taxa de aceitação e critérios de

desempate.
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2.6.3 Consenso Majoritário

O consenso majoritário utiliza a quantidade de votações para decidir se aceita ou não

uma classificação (BORGHOFF; SCHLICHTER, 2000). Para isso o autor define uma quantidade

mínima para o Quórum, que é 3. Neste caso para que uma avaliação seja considerada, é preciso

que haja ao menos 3 votos, e que eles sejam iguais.

Borghoff e Schlichter (2000) ainda utilizam uma fórmula simples para definir o

número ideal para o Quórum de acordo com o número de votantes.

QU =

n
2 +1, se n é par
n+1

2 , se n é ímpar
(2.5)

Na Equação 2.5, QU indica o Quórum. Se a quantidade de votantes/revisores for par,

aplica-se o primeiro cálculo, caso contrário, o segundo. Neste contexto, pode-se observar no

exemplo a seguir na Figura 4, que nos ajuda a entender melhor como o Quórum funciona na

prática em um contexto de revisões paralelas.

Figura 4 – Exemplo de classificação paralela

Fonte: Elaborado pelo próprio Autor.

Analisando o exemplo da Figura 4, suponha que 3 revisores em um determinado

texto atribuíram à palavra “arma” o rótulo de ARMA. O Quórum e o esquema de votação de

consenso majoritário são usados para decidir qual seria a classificação mais adequada para uma

palavra ou conjunto de palavras, neste caso, sobre a entidade ARMA. Como a quantidade de

revisores é 3, tem-se o suficiente para o Quórum.
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Há então 3 palpites iguais para os 3 revisores. Neste caso a classificação final seria

que “arma”, é classificada como tendo a entidade ARMA. Fazendo isso para todas os palpites

classificados, no final tem-se uma classificação que une os palpites com maior concordância

entre os revisores, garantindo uma melhor confiabilidade na revisão final.

2.7 Protocolos e Sistemas de avaliação de REN

Como pode ser visto no capítulo 3 são utilizados alguns protocolos por cada autor

em cada trabalho para calcular a eficácia dos modelos de REN.

2.7.1 Protocolo de avaliação com sobreposição

Neste protocolo de avaliação o modelo tem duas opções a serem consideradas

corretas. Seguindo a Figura 5 o primeiro modelo avaliou os tokens “São Paulo” como sendo uma

pessoa. No exemplo a direita da mesma figura, um outro modelo classificou a palavra "Paulo"da

mesma sentença como sendo pessoa. No protocolo com sobreposição, apesar de ambos os

modelos não terem classificado o texto de forma idêntica isso é considerado uma classificação

válida. Neste caso a sobreposição de palavras é aceita.

Figura 5 – Exemplo de classifica-
ção com sobreposição

Fonte: Elaborado pelo próprio Autor.

2.7.2 Protocolo de avaliação sem sobreposição

De maneira distinta ao protocolo acima, o protocolo de avaliação sem sobreposição

apenas considera correta se o modelo classifica os a parte correta do texto. No exemplo da Figura

5, supondo que a classificação correta fosse “São Paulo”, a segunda classificação a direita seria

considerada falha para este protocolo.
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2.7.3 Sistema de avaliação em duas classes

Nesse sistema de avaliação, um modelo tem duas oportunidades de acertar uma

classificação. A primeira possibilidade é se ele acertar o tipo correto. A segunda possibilidade é

se ele acertar o texto correto. Utilizando a Figura 6 como exemplo, suponha que o tipo correto

para essa classificação é Organização, e o texto correto é “TV Globo”. Ambos as classificações

da esquerda e direita estão corretas, embora a primeira tenha errado o texto e a segunda errado o

tipo. A primeira acertou o tipo e a segunda, o texto. Esses possibilidades de acerto são utilizadas

geralmente para contabilizar pontos nesse tipo de competição.

Figura 6 – Exemplo avaliação em
duas classes

Fonte: Elaborado pelo próprio Autor.

2.7.4 Sistema de avaliação sem divisão de classes

Para este sistema de avaliação, apenas uma combinação exata entre o texto correto

e o tipo correto é considerado como válido. Olhando para o exemplo da Figura 6 novamente,

ambos os modelos estariam errados. O primeiro, porque errou o texto correto que deveria ser

“Tv Globo” e o segundo porque errou o tipo correto que deveria ser Organização.
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3 TRABALHOS RELACIONADOS

Neste capítulo, é apresentado o trabalho de Sang e Meulder (2003) que apresenta o

CoNLL - Conference on Computational Natural Language Learning e também mostra como são

calculadas as métricas usadas para a conferência. Também é mostrado o trabalho de Batista et al.

(2018) que utiliza aprendizado de máquina com o coeficiente Kappa para solucionar conflitos

por consenso. É apresentado também o trabalho de Grishman e Sundheim (1996) que define o

Message Understanding Conference e como ele avalia o modelo a partir das métricas.

3.1 Introduction to the CoNNL-2003 Shared Task

Em Sang e Meulder (2003), é apresentado o CoNLL de tarefas compartilhadas e

reconhecimento independente de entidades nomeadas bem como informações sobre o conjunto

de dados (Inglês e Alemão) e as métricas do método de avaliação.

Desde 1999, o CoNLL inclui uma tarefa compartilhada na qual os dados de treina-

mento e teste são fornecidos pelos organizadores, o que permite que os sistemas participantes

sejam avaliados e comparados de maneira similar (SANG; MEULDER, 2003). O CoNLL de

2003 utiliza um conjunto de dados que apoia às entidades anotadas mais utilizadas que são:

Organizações, Pessoas, Locas e Diversas. Assim como neste trabalho, o CoNLL de 2003 é uma

tarefa de extração de informação.

Em Sang e Meulder (2003), a métrica utilizada para avaliar a eficiência das predições

neste desafio é a métrica F-Measure, como já explicado na Seção 2.4. Para esta métrica no

desafio do CoNLL de 2003:

• precision é a porcentagem de entidades nomeadas encontradas pelo sistema de aprendizado

que estão corretas.

• recall é a porcentagem de entidades nomeadas presentes no corpus que são encontradas

pelo sistema.

Quanto maior o valor de F-Measure, melhor o modelo.

O CoNLL também utiliza um protocolo simples de pontuações em suas avaliações

que se chama “avaliação de combinação exata”. Neste caso, para que uma entidade nomeada

esteja correta, ela precisa ser uma correspondência exata da predição correspondente no arquivo

de teste (SANG; MEULDER, 2003).

Assim como em Sang e Meulder (2003), este trabalho utilizará o protocolo de
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combinação exata no estabelecimento da nova métrica de avaliação. Outro ponto a destacar é

que este trabalho não selecionará uma revisão específica, mas, combinará os resultados mais

adequados levando em conta os palpites dos revisores, e criará uma revisão final a partir disto.

3.2 Avaliação e Feedback Automático em Educação apoiada por Tecnologia

Em Batista et al. (2018) é apresentada uma revisão sistemática da literatura sobre

ferramentas e técnicas existentes para feedback automático em um contexto de Educação.

Os autores se dividem e realizam o estudo paralelo filtrando entre um escopo de 130

trabalhos, finalizando com a escolha aleatória de 20% dos trabalhos (26 trabalhos) para serem

revisados por ambos os autores a fim de decidirem se eles se enquadram no propósito do trabalho.

Estes filtros foram aplicados por dois pesquisadores separadamente.

É utilizado nesse trabalho o coeficiente Kappa para calcular o grau de concordân-

cia entre dois pesquisadores sobre a seleção dos trabalhos retornados pela revisão, comparar

resultados e solucionar conflitos através do consenso (BATISTA et al., 2018). No primeiro filtro

obteve-se uma concordância de 0.76 e no segundo filtro obteve-se uma concordância de 0.72 o

que pode ser considerado um índice satisfatório.

Alguns cenários de aplicação são citados no artigo. Um deles é o de texto que

segundo Batista et al. (2018) está relacionado aos cenários cuja a solução será algum tipo

de texto a ser verificado. Tem relação com os métodos de redes neurais, processamento de

linguagem natural, aprendizado de máquina e banco de dados.

Assim como em Batista et al. (2018), este trabalho utiliza uma métrica para cálculo

de concordância entre revisores que é a métrica proposta por este trabalho. O autor utiliza uma

métrica de cálculo de concordância para somente dois revisores. Diferente de Batista et al.

(2018), a métrica proposta por este trabalho pode ser utilizada para um ou mais revisores.

3.3 Message Understanding Conference - 6: A brief history

Em Grishman e Sundheim (1996), é apresentado o MUC - Message Understanding

Conference para promover e avaliar pesquisas em extração de informação. Também mostra

informações sobre as métricas do método de avaliação utilizado na conferência.

A métrica de avaliação apresentada para o problema descrito na conferência MUC é

também a F-measure.
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Em Grishman e Sundheim (1996), o sistema de avaliação é dividido em duas partes.

Primeira, a habilidade de encontrar o tipo correto de entidade (TYPE). E a segunda, a habilidade

de encontrar o texto exato (TEXT). O TYPE correto é contado se uma entidade é atribuída ao

tipo correto, independentemente dos limites do texto, desde que haja sobreposição no texto que

o sistema estiver predizendo. O TEXT correto é atribuído se os limites do texto estão corretos,

independentemente do seu TYPE.

Figura 7 – Exemplo de sobreposição no MUC

Fonte: (GRISHMAN; SUNDHEIM, 1996)

Na Figura 7 acima, essa seria uma classificação correta na classe TYPE mas incorreta

na classe TEXT, pois há uma sobreposição das palavras “Wonderful Stockbrockers Inc” em

relação a “Stockbrockers” na coluna a direita.

Tanto para TEXT como para TYPE são utilizadas três métricas:

• Número de respostas corretas (COR).

• Número atual de palpites do sistema (ACT).

• Número de possíveis entidades na solução (POS).

A pontuação final do MUC assim como em Sang e Meulder (2003), a medida F-

Measure. Uma F-Measure é realizada em todos os tipos de entidades sem distinção (erros e

sucessos para todos os tipos de entidade são somados). A média harmônica de dois números

nunca é maior que a média geométrica. Também tende para o menor número, minimizando o

impacto de grandes valores outliers e maximizando o impacto dos pequenos (NADEAU, 2007).

No MUC a precision é calculada como sendo COR
ACT , o recall é COR

POS . Um bom exemplo

para entendimento seria, assumindo que o modelo:

• Acertou 4 palpites - COR = 4 (2 TYPE + 2 TEXT).

• O número atual de palpites foram 10 - ACT = 10 (5 TYPE + 5 TEXT).

• O possível número de entidades é 10 - POS = 10 (5 TYPE + 5 TEXT).

A precision é portanto 40% , o recall é 40% e a F-Measure é 40%.

Essa medida tem a vantagem de levar em conta todos os possíveis tipos de erros.

Também contabiliza um crédito parcial para erros que ocorrem em apenas uma classe.
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Como existem duas classes de avaliação, cada sucesso completo vale dois pontos. Os piores

erros custam esses mesmos dois pontos (errando TYPE e TEXT), enquanto outros erros custam

apenas um ponto.

De maneira distinta a Grishman e Sundheim (1996), este trabalho não considerará

sobreposições de texto. Levando em conta que um revisor é uma pessoa que conhece do

domínio o qual está revisando o texto, é improvável que haja muitas sobreposições ou erros na

classificação de entidade. Assim como em Grishman e Sundheim (1996), este trabalho levará

em conta os diferentes tipos (entidades) classificados para avaliar o nível de concordância como

explicado na Seção 2.6.3.

3.4 Conclusão

Nesta Seção, foram apresentados os trabalhos de Sang e Meulder (2003), Batista et

al. (2018) e Grishman e Sundheim (1996). Foram mostradas suas características, semelhanças e

diferenças com o trabalho atual. No Quadro 2 é feito um resumo das características principais

dos trabalhos relacionados e deste trabalho. Na Seção 4, a seguir, é mostrada a metodologia

adotada para o desenvolvimento deste trabalho.

Quadro 2 – Comparativo das características e métricas utilizadas
Trabalho Protocolo Sistema de Avaliação Métrica
Grishman e Sundheim (1996) Com sobreposição Divisão em duas classes COR, ACT e POS
Batista et al. (2018) Concordância Por consenso Kappa
Sang e Meulder (2003) Combinação exata Sem divisão de classes Fβ -Measure
Este trabalho Combinação exata Sem divisão de classes e por

consenso
JO - baseada em con-
cordância

Fonte: Elaborado pelo próprio Autor.
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4 METODOLOGIA

Neste capítulo são apresentados os passos necessários para a execução deste trabalho.

O desenvolvimento deste trabalho ocorre em 5 etapas, que estão dispostas nas seções a seguir,

onde cada Seção representa uma etapa: na Seção 4.1, é explicado sobre a escolha do conjunto

de dados utilizado como textos a serem revisados pelos revisores; a Seção 4.2, explica o pré-

processamento dos dados; na Seção 4.3 é mostrado o estabelecimento e planejamento da nova

métrica de revisões finais de textos; na Seção 4.4, explica a avaliação e teste de desempenho

da métrica criada na Seção 4.3. Por fim na Seção 4.5 é explicado como ocorre a agregação

da revisão final utilizando a métrica. A seguir, na Figura 8, é mostrada uma visão geral da

metodologia adotada.

Figura 8 – Visão geral da Metodologia

Fonte: Elaborado pelo próprio Autor.

4.1 Coleta de dados

Visto que o objetivo deste trabalho é a decisão sobre uma revisão final unindo as

melhores classificações de revisões paralelas, faz-se necessário ter um conjunto de dados com

entidades previamente nomeadas por revisores. É ideal que essas revisões de textos possuam ao

menos as entidades mais utilizadas, como “Pessoas”, “Locais”, “Organizações” etc.

4.2 Realização do Pré-processamento dos dados

Esta etapa consiste em realizar o pré-processamento dos dados para serem utilizados

nas etapas seguintes. É a etapa de separar o texto em partes menores e modificar algumas

classificações para que seja possível realizar comparações com as outras revisões paralelas.
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4.3 Estabelecimento da nova métrica de classificação de revisões finais de textos

Após possuir um modelo bem treinado e bem avaliado usando as métricas ampla-

mente difundidas para este tipo de problema, surge a necessidade de estabelecer uma nova

métrica que auxilie no entendimento da porcentagem de concordância entre os revisores para

após isso, realizar a decisão sobre a revisão final. Para isso, é preciso realizar comparações de

métricas já utilizadas em problemas de REN com a métrica estabelecida.

4.4 Avaliação e teste da métrica em revisões paralelas

Após a criação da nova métrica é necessário avaliá-la quanto a sua eficácia em medir

o nível de concordância entre revisores sobre as classificações realizadas em um mesmo texto. O

intuito é verificar a porcentagem de concordância dos revisores sobre determinado texto com o

propósito de análise. É necessária uma comparação detalhada das classificações medidas com

esta métrica e as classificações reais das entidades propriamente ditas.

4.5 Agregação da revisão final

Esta etapa consiste em manipular as revisões utilizando os esquemas de votação

explicados na Seção 2.6 para criar uma revisão final unindo as melhores classificações das

revisões paralelas. Para isso precisa-se dar um significado para a palavra “melhores”, ou seja,

questionar o que é uma boa classificação.
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5 EXPERIMENTOS E RESULTADOS

Neste capítulo são apresentados e discutidos os resultados obtidos através da execu-

ção deste trabalho. Na Seção 5.1 são descritos e mostrados os dados obtidos a partir do CoNNL

de tarefas compartilhadas de 2003. Na Seção 5.2 são descritas as atividades de pre-processamento

dos textos para serem revisados. Na Seção 5.3 são apresentadas a estrutura dos tokens e a métrica

estabelecida. Na Seção 5.4 é descrito e discutido os resultados da etapa de avaliação da métrica

com os textos coletados e revisados. Por fim, na Seção 5.5, são apresentados a formulação,

exemplos, cenários de revisão e resultados gerados a partir do uso da métrica juntamente com a

agregação de revisões finais para cada texto revisado.

5.1 Coleta de dados

Como explicado na Seção 3.1, o CoNLL disponibiliza um conjunto de dados em

dois idiomas, Inglês e Alemão. Este trabalho utiliza dados da competição do CoNLL de 2003.

Para essa edição da competição, são disponibilizados arquivos de dados para treino e teste.

Estes arquivos possuem uma estrutura padrão de quatro colunas separadas por um espaço. Cada

palavra juntamente com seus atributos são colocados em uma linha separada, e cada trecho é

separado por uma linha em branco após cada sentença. Os dados utilizados são os dados de

treino do conjunto de dados do CoNLL de 2003 e o idioma dos dados de treino a serem utilizados

é o Inglês.

De maneira geral, o escopo deste trabalho é focado em criar uma revisão final a partir

de revisões paralelas de boletins de ocorrência, em um contexto policial. Esses textos, porém,

são confidenciais e devido esse motivo são utilizados os dados de uma competição amplamente

difundida que é o CoNLL.

5.1.1 Divisão dos dados

Seguindo a Figura 9 pode-se ver a estrutura dos dados no CoNNL. O primeiro item

de cada linha é uma palavra, o segundo é a Part-of-Speech (POS) tag, o terceiro é uma tag

de fragmento (chunk) e o quarto a tag de entidade nomeada. As tags de fragmentos e as tags

de entidade nomeadas têm o formato I-TYPE, o que significa que uma palavra está dentro de

uma frase do tipo TYPE. Somente se duas frases do mesmo tipo se seguirem imediatamente, a

primeira palavra da segunda frase terá a tag B-TYPE para mostrar que inicia uma nova frase do
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mesmo tipo da anterior. Uma palavra com a tag “O” não faz parte de uma frase (CONFERENCE

ON NATURAL LANGUAGE LEARNING, 2005). É possível visualizar melhor a estrutura dos

dados a partir da Figura 9.

Figura 9 – Estrutura CoNLL 2003

Fonte: https://www.clips.uantwerpen.be/conll2003/ner/

O CoNLL-2003 se concentra em quatro tipos de entidades nomeadas: Pessoas,

Locais, Organizações e Outros, que não pertence a nenhuma das três anteriores. O que satisfaz a

premissa de usar um conjunto de dados que dê fundamento às entidades mais comuns citadas na

Seção 4.1. Os arquivos são divididos em treino, testeA e testeB.

O conjunto de dados de treino possui 219553 linhas, o de testeA possui 55043

linhas e o segundo arquivo de testeB possui 50349 linhas. Esses são arquivos de treino e de

teste disponibilizados pelo CoNNL. Todos os arquivos possuem palavras pertencente a todas

as entidades avaliadas. Para este trabalho foram coletados 10 textos aleatórios do conjunto de

treino do CoNLL.

5.2 Realização do Pre-processamento dos dados

Como mostrado na seção anterior, os dados de treino do CoNNL vem em um formato

que não pode ser utilizado como um texto comum, devido cada palavra que compõe o texto

estar situada apenas na primeira posição da linha. Desta forma os 10 textos aleatórios precisam

passar por um pre-processamento para que ao invés de serem incluídas as tags das colunas 2,3 e

4, serem utilizados apenas as palavras da coluna 1.

Após isso é possível gerar um texto comum apenas com palavras, para que os mesmos

sejam disponibilizados para revisões de teste, que é uma das etapas para a validação da métrica a

ser criada. É possível perceber a diferença do texto 1 antes e depois do pre-processamento com

o trecho do texto 1 mostrado na Figura 10 e Figura 11.
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Figura 10 – Trecho do texto 1 antes
do pre-processamento

Fonte: Elaborado pelo próprio Autor.

Figura 11 – Trecho do texto 1 após o pre-processamento

Fonte: Elaborado pelo próprio Autor.
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5.3 Estabelecimento da nova métrica de classificação de revisões finais de texto

A métrica proposta neste trabalho é uma métrica baseada em concorrência assim

como o Kappa explicado na Seção 2.5. A diferença é que esta métrica pode ser aplicada para

mais de dois avaliadores.

Para entender a métrica proposta é preciso antes entender como são as entradas para

esta métrica e a estrutura de um token no formato em que possa ser aplicado. Esse formato é

mostrado na Figura 12.

Figura 12 – Estrutura do token

Fonte: Elaborado pelo próprio Autor.

Nessa estrutura, o caractere inicial marca a posição inicial do token, o caractere final

corresponde a onde termina o token. Entidade é qual o rótulo que o revisor atribui àquele token e

count_discordancia ou contador de discordância é usado para guardar a quantidade de vezes que

um determinado token recebeu diferentes votos por diferentes revisores, ou seja, contabilizar a

discordância desse token.

JO =
tc +

td
(nr+cd)

tc + td
(5.1)

Onde tc é a quantidade de tokens de concordância em um texto, ou seja, a quantidade

de tokens dos quais nenhum revisor discordou/classificou diferente dos outros revisores. td é a

quantidade de tokens dos quais os revisores deram classificações diferentes/discordantes a eles.

nr é a quantidade de revisores que revisaram o texto e cd é a quantidade de discordâncias que

houveram no texto para todos os tokens do texto. A Figura 13 representa visualmente como

funciona o cd .

O texto 10 foi revisado por 3 revisores distintos. Olhando apenas para o primeiro

token to texto ou seja “Russian”, pode-se perceber que os Revisores 1 e 2 atribuíram a classifi-
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cação de OUTROS para este token enquanto que o Revisor 3 atribuiu LOCALIZAÇÂO. Neste

caso o cd para este token é 1, pois houve apenas uma discordância para este token. A divisão das

cores para cada tipo de entidade pode ser visualizado na Figura 14.

Figura 13 – Texto 10, revisores 1, 2 e 3

Fonte: Elaborado pelo próprio Autor.

Figura 14 – Cores para cada entidade

Fonte: Elaborado pelo próprio Autor.

5.4 Avaliação e teste da métrica em revisões paralelas

A métrica foi aplicada em 10 textos revisados por 3 revisores distintos. Os revisores

eram universitários, logo, tinha um domínio mediano sobre o assunto abordados pelos textos

escolhidos. Ao passo que se visualizava as revisões paralelas de um mesmo texto, era possível

perceber algumas discordâncias que se refletiam no resultado da métrica aplicada. Foram

coletados os tokens de concordância, tokens de discordância e contadores de discordâncias para

todos os textos.
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No Quadro 3 é mostrado cada taxa de concordância entre os revisores para cada

texto aplicando a métrica sobre os 3 revisores. Nos textos onde era possível perceber maior

discordância visualmente, isso também era notado pelo resultado na métrica, com resultados

entre 0.5 a 0.75 em um intervalo de 0 a 1. Na Figura 15 pode-se perceber discordância já

visualmente, sendo validado após o cálculo da métrica. Apenas os textos 2 e 8 não obtiveram

nenhuma discordância. Os textos 9 e 1 tiveram maior discordância, com taxa de 0.5357 e 0.7375

respectivamente.

Quadro 3 – Taxas de concordância para cada texto.
Taxa de concordância entre os revisores

Texto 1 0.7375
Texto 2 1.000
Texto 3 0.9285
Texto 4 0.8588
Texto 5 0.9333
Texto 6 0.9700
Texto 7 0.9111
Texto 8 1.0000
Texto 9 0.5357
Texto 10 0.7727

Fonte: Elaborado pelo próprio Autor.

5.5 Agregação da revisão final

Após a validação da métrica é possível criar uma revisão final, unindo as classifica-

ções mais adequadas de cada uma das revisões paralelas. Como explicado anteriormente esta

tarefa não é trivial e é preciso seguir algumas regras para obter o melhor resultado possível.

Partindo da premissa de que para usar o Quórum é preciso que pelo menos 3

avaliadores avaliem um mesmo texto para que seja aplicada e selecionada a classificação correta,

a Figura 16 mostra um exemplo em que os revisores classificaram o token Alex como PESSOA.

Houve 100% de concordância, sendo assim, a revisão final classifica Alex como sendo PESSOA.

É preciso perceber, portanto, que existem alguns problemas com a abordagem padrão do Quórum.

Em um contexto do qual nem sempre existirá a quantidade de revisores que satisfaça

ao quórum, é preciso estabelecer algumas regras para não perder uma boa avaliação, só porque

não foi possível ter o quórum ideal. Caso exista o quórum ideal (mínimo 3, o Q – Quórum)

deverá ser calculado levando em conta todas as revisões (BORGHOFF; SCHLICHTER, 2000).

No exemplo anterior, o Quórum era 3, e todos concordaram, então essa foi uma classificação
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Figura 15 – Texto 1 - grande discordância

Fonte: Elaborado pelo próprio Autor.

Figura 16 – Exemplo da aplicação do quorum.

Fonte: Elaborado pelo próprio Autor.

válida.

Caso não exista um Quórum, isso significa que é preciso levar em conta a(s) classi-

ficação(ões) do(s) revisor(es) existentes. Por exemplo, se somente um revisor classificar uma

palavra, esta será a classificação final desta palavra.

Caso hajam 2 revisores ou mais e eles discordam entre si sobre o rótulo para um

determinado token, então a classificação final para esse token terá de ser desempatada. Um

eficiente critério escolhido é a quantidade de experiência que um revisor tem em detrimento do
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outro.

Logo o critério de desempate será a taxa de aceitação do revisor que se dá por:
QtdTokensAceitos

QtdTokensSubmetidos . A taxa de aceitação bem como o processo de agregação da revisão são melhor

definidos na subseção 5.5.1. Dessa forma é possível injetar confiabilidade no processo de revisão

e de agregação da revisão final devido a taxa de acerto de cada revisor. Para os demais casos

onde o Quórum for maior ou igual a 3, segue o cálculo padrão do Quórum. No Quadro 4 pode-se

ter uma visão geral dos possíveis cenários de revisões.

Quadro 4 – Quadro dos possíveis cenários de revisão
Cenários de revisão Número de revisores Solução
1 - Todos os revisores classificam
os tokens sem discordar uns dos
outros.

> 0 União das classificações dos
revisores

4 - Revisores discordam para um
mesmo token e possuem diferen-
tes taxas de aceitação

> 1 Desempate pela taxa de acei-
tação

Fonte: Elaborado pelo próprio Autor.

5.5.1 Formulação do processo de revisão final

O processo de agregação da revisão final é dado por uma tripla (T,R,C), onde T é um

conjunto de tokens que são revisados por um revisor do conjunto de revisores R, que revisam um

texto p. C é um conjunto de classificações dadas por r ∈ R aos tokens em T . T = {t1, t2, t3 · · · tn}

onde tn ∈ T . Tem-se que n é o último token de um texto. Os tokens de T são as menores partes

indivisíveis de T como por exemplo uma palavra, número, pontuação, etc. Um revisor cria um

conjunto de classificações ci, j ∈C onde i é um token e j é o revisor que classificou aquele token.

É importante salientar, no entanto, que podem haver um ou mais textos e cada texto possui um

conjunto de tokens. O mesmo processo é aplicado para cada um dos textos.

Logo, para o primeiro cenário do Quadro 4 tem-se L = ci, j ∪ ci+1, j+1 ∪ ·· · ci+n, j+q

onde n é o último token de T e q é o último revisor de R. Neste contexto, L é a revisão final.

Então a revisão final é a união das classificações paralelas de cada revisor.

Para o segundo cenário do Quadro 4 quando revisores discordam para um mesmo

token, ou seja, quando um revisor j e um revisor j+1 dão classificações diferentes para um

mesmo token i, é preciso que seja levado em conta um critério de desempate a fim de escolher a

classificação de um revisor em detrimento da de outro. Um critério escolhido para este fim é a
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taxa de aceitação de um revisor.

Uma taxa de aceitação w é definida por w = u
y onde u é a quantidade de tokens

aceitos e y é a quantidade de tokens submetidos. Uma classificação é dita “aceita” para ci, j

quando o revisor j classifica um token i e essa classificação é verdadeira. Então tem-se que w j

significa a taxa de aceitação de um revisor j.

5.5.2 Resultados práticos e análise

Após ser aplicada a métrica em cada um dos dez textos foi realizado o cálculo da

taxa de aceitação de cada revisor que foi explicado acima. Comparando cada token classificado

pelos revisores com a resposta correta nos dados de treino do CoNNL é possível ver a partir do

Quadro 5 as respectivas taxas de aceitação que definem o quão bem um revisor avalia os textos.

Essa taxa é também, critério de desempate para tokens discordantes.

Quadro 5 – Taxas de aceitação dos revisores.
Tokens Submetidos Tokens Aceitos Taxa de aceitação

Revisor 1 335 133 0.3970
Revisor 2 279 111 0.3978
Revisor 3 288 90 0.3125

Fonte: Elaborado pelo próprio Autor.

Então foi realizada a agregação das revisões finais para cada texto seguindo as regras

definidas e desempatando as classificações quando necessário.

No Quadro 6 mostra a quantidade de tokens por tipo que cada revisor classificou,

bem como a soma total desses tokens. Com isso percebe-se que a entidade OUTROS é a mais

classificada e que a entidade PESSOA recebeu menos classificações.

Quadro 6 – Quantidade de classificações por entidade.
Pessoa Organização Localização Outros

Revisor 1 37 76 60 162
Revisor 2 32 26 80 141
Revisor 3 33 42 77 85
Total 102 144 217 388

Fonte: Elaborado pelo próprio Autor.

Também é possível perceber que a quantidade de tokens da revisão final é maior que

a quantidade de tokens submetidas pelos revisores individualmente, visto que algumas classifi-

cações de diferentes revisores não discordantes são aceitas, incrementando as classificações da
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revisão final. Também é possível perceber através da Figura 17 e 18 um aumento na quantidade

de entidades LOCALIZAÇÃO e OUTROS e uma diminuição na porcentagem das outras duas

entidades.

Figura 17 – Quantidade de tokens por entidade antes da revisão final

Fonte: Elaborado pelo próprio Autor.

Figura 18 – Quantidade de tokens por entidade após a revisão final

Fonte: Elaborado pelo próprio Autor.

Com isso tem-se uma métrica de concordância proposta, validada com dados de

treino amplamente utilizados em seu domínio de aplicação e revisores reais distintos. Os arquivos
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utilizados para revisão vêm de textos no idioma Inglês, mas este processo pode ser aplicado

também a outros idiomas em outros domínios de aplicação.
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6 CONCLUSÕES E TRABALHOS FUTUROS

Neste trabalho foi apresentado o desenvolvimento de uma métrica baseada em

concordância com o objetivo de apoiar um processo de criação de revisão final através de

revisões paralelas de um mesmo texto. Esta métrica suporta o cálculo para diversos revisores e

por isso pode ser candidata a aplicação em problemas deste domínio de REN. Uma das vantagens

de se utilizar esta métrica, é que ela é simples e precisa no cálculo de concordância, podendo ser

utilizada por sistemas de REN em grande escala.

Foi apresentado também o processo de criação de uma revisão final, unindo as

classificações mais adequadas de vários revisores sobre um mesmo texto, baseando-se em

Quórum e na taxa de aceitação como forma de desempate. Uma vantagem disso é que ao invés de

precisar escolher uma dentre várias revisões, esse processo utiliza as classificações das revisões

para criar uma revisão final, contendo todas as melhores classificações.

Com os experimentos realizados, pode-se concluir que a métrica avalia bem o nível

de concordância entre revisores sobre um mesmo texto, levando em consideração todos os tokens

do texto e avaliando sobre as respostas verdadeiras dos dados de treino. O processo de criação da

revisão final pode ser também manipulado para ser implantado em sistemas de REN na prática,

auxiliando o processo de revisões manuais dos revisores.

Faz-se necessário utilizar uma maior quantidade de dados de treinos e também mais

revisores a fim de calcular maiores possibilidades de discordância inter-revisores. Também é

necessário utilizar dados de treino no idioma Português e testar os cenários para domínios com

dados em Português.

Como trabalho futuro, sugere-se a aplicação da métrica e processo de criação da

revisão final em ambiente computacional para ganhar tempo e performance nos cálculos e gerar

os arquivos de revisões finais automaticamente.
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