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RESUMO

O crescimento do tráfego nas rodovias é nítido, é preciso cada vez mais estudos estratégicos para

manter um fluxo de tráfego de qualidade. A mobilidade urbana nessas rodovias, muitas vezes,

acaba sendo afetada nas regiões onde estão localizadas as praças de pedágio, devido ao tempo de

atendimento. Os métodos de predição de tráfego vêm sendo amplamente discutidos na literatura,

abordando problemas que envolvem as praças de pedágio com suas determinadas características.

O presente trabalho utiliza técnicas de predição para predizer o volume médio de tráfego em

praças de pedágio, realizando um estudo comparativo entre as técnicas abordadas.

Palavras-chave: Fluxo de Tráfego. Praças de Pedágio. Aprendizado de Máquina. Técnicas de

Predição.



ABSTRACT

The automobile traffic growth in highways is clear, that is why more and more strategic ways

to maintain a good traffic flow. Urban mobility on these highways is often affected in the

regions where the toll plazas are located, due to the length of service. The methods of traffic

prediction have been widely discussed in the literature, addressing problems that involve toll

plazas with their specific characteristics. The present work uses prediction techniques to predict

the average volume of traffic in toll plazas and to perform a comparative study among the

discussed techniques.

Keywords: Traffic Flow. Toll Plaza. Machine Learnig. Prediction Techniques
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1 INTRODUÇÃO

A mobilidade urbana vem sendo amplamente discutida, principalmente devido ao

crescimento populacional e consequentemente ao aumento de proprietários de automóveis,

tornando os congestionamentos um problema recorrente (RZESZÓTKO; NGUYEN, 2012). O

transporte rodoviário é uma modalidade de grande importância na matriz de transporte do mundo,

não só com relação a fins comerciais, como também para deslocamento de passageiros.

Segundo Schaufler (1997), uma praça de pedágio representa a área onde o pedágio

é cobrado. Esta área começa onde a rodovia se alarga o suficiente para que sejam instalados

postos de cobranças de pedágio. A praça de pedágio fica localizada nas faixas da rodovia,

necessária para o atendimento da demanda do tráfego, sua dimensão termina onde a rodovia volta

à sua largura original. Nas grandes rodovias, a praça de pedágio representa uma intervenção

durante o percurso, restringindo a passagem de veículos mediante pagamento de taxas, podendo

ser elas com destino aos cofres públicos ou concessionárias privadas que são responsáveis

pela conservação e manutenção das rodovias (ALVARENGA; VIVEIROS; CANALE, 2006).

Segundo Araújo (2001), essa intervenção ocasionada pela praça de pedágio aumenta o tempo

de viagem e pode reduzir o nível de serviço, principalmente, em horários de picos e datas que

coincidem com feriados prolongados. Por esse motivo, é importante que o planejamento de uma

praça de pedágio seja feito de forma a minimizar, dentre outros fatores, o tempo de espera do

usuário, tanto na fila quanto durante o pagamento. Cada praça de pedágio possui características

únicas definidas de acordo com as particularidades do tráfego que se espera passar por ela e do

tipo da via na qual é implantada (FARIA; CAMPOS, 2012).

O tráfego de automóveis é extremamente dinâmico e em grande volume, dificultando

o processamento de informações de maneira rápida e prática. Sendo assim, com a necessidade

de prever possíveis congestionamentos que afetam o tempo de viagem, uma ampla quantidade

de metodologias têm sido propostas na literatura, que consistem em várias técnicas de predição.

Essas técnicas podem fazer previsões boas com relação ao tráfego de automóveis. Algumas das

técnicas bem sucedidas incluem: redes neurais, máquina de vetor de suporte e técnicas híbridas

(ZHANG; HAGHANI, 2015). Existem diversos trabalhos relacionados a propostas de soluções

para problemas de mobilidade urbana utilizando métodos de predição. Dentre eles, podemos citar

Hamner (2010) que utiliza dados de Sistema de Posicionamento Global (GPS) simulando rotas

de automóveis com o objetivo de predição de tempo de viagem utilizando o método Random

Forest. Zhang e Haghani (2015) propuseram um trabalho utilizando o método Gradient Boosting
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Regression Tree para previsão de tempo de viagem com processos de melhorias na predição e

interpretação do modelo. Oliveira (2004) utiliza redes neurais para gerar modelos que simulam os

atendimentos nas cabines de cobrança manual em praças de pedágios. Os métodos citados serão

abordados no decorrer deste trabalho e servirão como base de estudo para o desenvolvimento da

pesquisa. O presente trabalho utiliza técnicas de predição com o objetivo de predizer o volume

médio de tráfego em praças de pedágio nas vias de acesso e saída das rodovias. Foi realizado

um estudo comparativo entre diferentes técnicas utilizadas para avaliar qual a técnica obteve

um melhor desempenho na abordagem deste problema em diferentes cenários simulados. O

problema abordado neste trabalho foi proposto pela competição Knowledge Discovery and Data

Mining Cup 2017 (KDD Cup 2017), realizada anualmente e que trouxe como tema no ano de

2017 “Highway Tollgates Traffic Flow Prediction”.

A abordagem deste trabalho pode facilitar a tomada de decisões por parte de gestores

de tráfego, a fim de tomarem medidas de curto, médio e longo prazo, tais como alocação

temporária de novos cobradores para ocupação de mais postos de cobrança ou, no caso de todos

os postos de cobrança estarem ocupados, pode ser o caso de pensarem em projetos de ampliação

definitiva da praça de pedágio.

1.1 Organização

A sequência deste trabalho está dividida da seguinte maneira: o capítulo 2 apresenta

os objetivos, tanto geral quanto os específicos, deste trabalho. O Capítulo 3 apresenta os conceitos

básicos utilizado neste trabalho. O Capítulo 4 aborda os trabalhos relacionados que ajudaram a

enriquecer ainda mais a pesquisa. O Capítulo 5 apresenta a descrição detalhada do problema. O

Capítulo 6 detalha os procedimentos metodológicos utilizados no presente trabalho para chegar

ao resultado desejado. O Capítulo 7 detalha os experimentos e resultados obtidos. O Capítulo

8 traz uma discussão sobre os resultados obtidos. O Capítulo 9 apresenta a conclusão e as

sugestões de trabalhos futuros.
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2 OBJETIVOS

2.1 Objetivo Geral

O objetivo geral deste trabalho é determinar o volume de tráfego nas praças de

pedágio nas vias acesso e saídas de rodovias utilizando técnicas de predição.

2.2 Objetivos Específicos

Este trabalho tem os seguintes objetivos específicos:

• Identificar técnicas de predição que possam ser utilizadas para predição de tráfego e

escolher as técnicas que melhor adequa-se ao problema;

• Realizar uma análise comparativa dos resultados obtidos nas diferentes técnicas utilizadas

para resolver o problema;

• Selecionar os modelos preditores eficaz para a predição de fluxo de automóveis em praças

de pedágio.
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3 FUNDAMENTAÇÃO TEÓRICA

Neste capítulo, são abordados os principais conceitos referentes ao contexto deste

trabalho, mencionando como cada um deles foi utilizado para o desenvolvimento da abordagem

proposta.

3.1 Mobilidade Urbana

Segundo Pontes (2010), a mobilidade urbana por muito tempo foi entendida como

uma taxa que leva em consideração a quantidade de viagens realizadas por pessoa durante o dia.

Mas essa visão sobre mobilidade veio se mostrando ineficaz, tendo em vista que o aumento da

mobilidade urbana não significa uma melhor qualidade de vida para as pessoas.

O sistema de mobilidade urbana abrange o trânsito de pessoas com ou sem limitações

físicas, veículos de tração humana e animal, automóveis que compreendem os de categoria de

transporte individual (motocicletas e carros), coletivo e de carga, o transporte aéreo e hidroviário.

No período após a Revolução Industrial, houve um grande crescimento na produção e na

venda de automóveis, tornando-se um grande desafio para as cidades, pois as mesmas estavam

adaptadas aos meios de transporte com tração animal. A indústria automobilística e sua evolução

tecnológica passaram a ser peças chaves para desenvolvimento e progresso das cidades, trazendo

um alto grau de mobilidade. Nas últimas décadas, no Brasil e no mundo, o aumento da quantidade

de automóveis circulando vem trazendo sinais de pouca liberdade nas circulações das vias. O

trânsito de automóveis tem se transformado em um grande problema nas cidades para o século

XXI (TORALLES; PAULITSCH, 2010). Todos os problemas enfrentados nas cidades referentes

ao trânsito faz com que profissionais gestores de tráfego se mobilizem na elaboração de projetos,

propondo adequações estruturais para resolver o caos urbano. Alternativas são sempre testadas e

consolidadas nas grandes cidades para conter tais problemas de trânsito. Tais alternativas podem

ser a redução física que trata da proibição criteriosa do tráfego de automóveis em determinados

locais e/ou horários, e a redução econômica que só permite o tráfego em determinada via

através de pagamento de um determinado valor monetário (PONTES, 2010). Essa tributação é

denominada pedágio urbano, que são cobrados em estruturas construídas nas grandes rodovias

chamadas de praças de pedágio, o que torna-se um fator importante para os gestores de tráfego

com o desafio de fazer com que essas estruturas não acabem se tornando gargalos para o trânsito.

É de suma importância o planejamento das estruturas das praças de pedágio minimizando o
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tempo de espera do usuário na fila de espera e efetuando o pagamento do pedágio (FARIA;

CAMPOS, 2012).

3.2 Praça de Pedágio

Praças de pedágio são estruturas construídas em uma área estrategicamente localizada

nas rodovias ou em seus acessos, onde os usuários (motoristas) pagam uma tarifa para então

assim poderem prosseguir viagem (FARIA; CAMPOS, 2012). Na etapa de projeto para a

construção de uma praça de pedágio, considera-se que o número de cabines de cobrança seja

capaz de atender ao fluxo de tráfego correspondente da rodovia. Porém, são parâmetros difíceis

de mensurar durante a fase de projeto da praça de pedágio. Tanto o volume de tráfego, quanto o

tempo de atendimento na prática, podem ser diferentes do que foi pensado (TIEFENSEE, 2005).

Para Oliveira (2004), a arrecadação das tarifas nas praças de pedágio variam desde

cobrança manual, automática e eletrônica.

• A cobrança manual é aquela em que o veículo tem que reduzir a velocidade, parar na

cabine de cobrança e realizar o pagamento da tarifa por meio de interação com um operador

de caixa que trabalha a serviço dos gestores da praça de pedágio (OLIVEIRA, 2004).

• O pagamento automático tem como característica, ao contrário da manual, a ausência

de interação entre o motorista e algum operador de caixa. Os motoristas interagem com

mecanismos automáticos de recolhimento de tarifa, podendo existir ou não a necessidade

de parada total na cabine de cobrança antes da confirmação do pagamento e a liberação

(OLIVEIRA, 2004).

• A forma eletrônica de pagamento de pedágios são as mais ágeis. É realizada a identificação

e classificação dos veículos. No Brasil, é mais comum o uso do dispositivo Dedicated Short

Range Communication (DSRC), e a cobrança é realizada através da leitura do registro do

veículo capturada por antenas instaladas nas faixas da rodovia ou nas cabines de cobrança

chamadas de Electronic Toll Collection (ETC), que se comunicam com o dispositivo

eletrônico instalado no pára brisas dos veículos equipados (OLIVEIRA, 2004).

A geometria na qual a praça de pedágio foi projetada, o tráfego médio na rodovia

e a forma de pagamento adotada pela empresa gestora da praça de pedágio são fatores que

influenciam no nível de serviço e na capacidade de atendimento, o que acaba sendo um grande

desafio de gestão. Este trabalho tem como objetivo predizer o volume médio de tráfego utilizando

dados de praças de pedágio, servindo como material para empresas gestoras de praças de pedágio
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semelhantes que auxilie a tomada de decisão com base nos resultados.

3.3 Predição de Tráfego

Uma das principais questões relativas a previsão de tráfego é a metodologia usada

para abordar determinado problema. No inicio da década de 90, os processos lineares regressivos,

como o modelo auto-regressivo integrado de média móvel (ARIMA), foram bastante utilizados

como abordagem estocástica de tráfego. Como por exemplo, Davis et al. (1991) que aplicou

ARIMA para prever a formulação de engarrafamento de automóveis em uma rodovia, e Hamed

et al.(1995) aplicaram um modelo ARIMA para prever o volume de tráfego urbano. Porém, os

resultados destes estudos mostraram a maior deficiência dos modelos ARIMA para previsão de

tráfego, devido as condições de trânsito com cenários característicos de grandes picos de tráfego

em determinados momentos do dia, comportamento que não consegue ser capturado com grande

precisão pelo modelo ARIMA (VLAHOGIANNI; GOLIAS; KARLAFTIS, 2004).

Existem muitos estudos com informações sobre tráfego que concretizam seu

potencial valor em aumentar a viabilidade e o fluxo de acesso nas redes rodoviárias, reduzindo

congestionamentos e seus efeitos secundários. Isso implica que é necessário ter uma grande

capacidade de fornecimento de previsões de curto prazo das condições do fluxo de trafego ao

usuários (motoristas) (IJ; HINSBERGEN; SANDERS, 2007). Os serviços de transporte

possuem uma demanda muito diferenciada, pois existem muitas variantes, como por exemplo,

tipo de veículo e a hora e o dia da semana. Com isso, os modelos de predição são muito

complexos e devem considerar atributos que preveem o comportamento dos usuários das

rodovias (ZIGNANI, 2007).

Para IJ, Hinsbergen e Sanders (2007), está longe de ser uma tarefa trivial a escolha do

melhor método para realizar a previsão de tráfego mais apropriada para determinadas aplicações.

O algoritmo de previsão de fluxo de tráfego proposto neste trabalho é considerado um problema

de regressão e usa dados históricos para estabelecer um modelo para prever o fluxo de tráfego

futuro.

Para este trabalho, foram analisados três modelos diferentes de aprendizado de

máquina para abordar o problema. Foram eles: Random Forest Regressor (RF), AdaBoosting

Regressor (ADABOOST) e Gradient Boosting Regression Tree (GBRT). Os modelos mencionados

são detalhados ao final deste capítulo. O objetivo é buscar através da implementação dos modelos

de predição, realizar um comparativo entre os mesmos, e ao final mostrar o modelo que obteve o
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melhor resultado para a previsão do volume de fluxo de tráfego em praças de pedágio.

3.4 Aprendizado de Máquina

Aprendizado de máquina é uma área da inteligência artificial que utiliza-se de

recursos computacionais para desenvolver técnicas sobre o aprendizado de determinada área,

como também a construção de sistemas com a capacidade de adquirir conhecimento

automaticamente (MONARD; BARANAUSKAS, 2003). A aprendizagem de máquina pode ser

divida em: supervisionada e não-supervisionada. No aprendizado supervisionado, um algoritmo

de aprendizado é executado em um conjunto de exemplos de treinamento para os quais esses

dados são conhecidos. A saída gerada pelo algoritmo pode ser avaliada considerando sua

precisão, compreensibilidade, grau de interesse, velocidade de aprendizado, requisitos de

armazenamento, grau de compactação ou qualquer outra propriedade desejável a ser mensurada.

Já no aprendizado não-supervisionado, o algoritmo analisa os exemplos fornecidos e até então

desconhecidos, e procura determinar se alguns deles podem ser agrupados, formando clusters.

Após a formação desses clusters, é necessária uma análise dos mesmos para classificar cada

agrupamento determinando o que cada um significa (MONARD; BARANAUSKAS, 2003).

Para este trabalho foi utilizada a abordagem supervisionada, contendo os dados de

treino e teste para os algoritmos implementados. Aprendizagem de máquina é uma ferramenta

muito poderosa, mas não existe um algoritmo que apresente o melhor desempenho para todos

os problemas. Dessa forma, é importante compreender o poder e a limitação dos diferentes

algoritmos utilizando metodologias de avaliação que permitam comparar algoritmos, que é a

proposta deste presente trabalho.

3.5 Árvores de Decisão

Segundo Géron (2017), árvores de decisão é um algoritmo de aprendizado de

máquina que pode executar tanto tarefas de classificação, quanto de regressão. Para este presente

trabalho, foi abordado sua execução voltada para tarefa de regressão, que é a característica do

problema para predição de volume de tráfego em praças de pedágio.

O algoritmo procura no conjunto de dados uma maneira de dividir instâncias de

acordo com as informações que coleta de seus atributos. Essas instâncias passam a ter

características exclusivas e vão se ramificando, isso faz com que o modelo lembre uma árvore.
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Quando essas instâncias não se ramificam mais, quer dizer que as mesmas estão classificadas.

Segundo Géron (2017), o principal problema das Árvores de Decisão é que elas são muito

sensíveis a pequenas variações dos dados de treinamento. Também são propensas à sobre-ajuste

ou overfitting, uma das maiores dificuldades para os modelos de árvores de decisão. Este

problema é resolvido ou minimizado através da definição de restrições sobre os parâmetros do

modelo.

Uma árvore de decisão é uma estrutura composta de nós e ramificações, como pode

ser observado na Figura 1. Em cada nó, uma divisão nos dados é realizada com base em um

dos recursos de entrada, gerando duas ou mais ramificações como saída. São feitas mais e mais

divisões nos próximos nós e um número crescente de ramificações é gerado para particionar

os dados originais. Esse processo continua até que um nó seja gerado, e os dados pertençam à

mesma classe, ou não seja mais possível fazer outras ramificações.

Figura 1 – Representação da estrutura da Árvore de Decisão.

Fonte - Elaborado pelo autor.

Para o presente trabalho foram comparados modelos agregados às características de

árvore de decisão, chamados de Ensemble Learning, que será explicado com mais detalhes na

Seção 3.6. São eles: Random Forest, Grandient Boosting Decision Tree e AdaBoosting.

3.6 Ensemble Learning

No presente trabalho foi utilizado um tipo de aprendizagem chamado de Ensemble

Learning. Em geral, este é um modelo que faz previsões com base em vários modelos diferentes.
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Ao combinar modelos individuais, o modelo de conjunto tende a ser mais flexível e com melhor

desempenho quando trata-se de dados com bastante outliers. No contexto da regressão, podem

ser usadas técnicas que possuem árvores de regressão, a fim de buscar um melhor resultado de

predição. Géron (2017) diz os dois métodos mais populares de ensemble são o bagging e o

boosting, segundo ele:

O bagging treina vários modelos individuais de maneira paralela de maneira a obter

um conjunto diversificado de classificadores, onde cada modelo é treinado por um subconjunto

aleatório dos dados. Nos regressores de bagging, a previsão do conjunto é a média das previsões

de todos os subconjuntos.

O boosting, originialmente chamado de Hypothesis Boosting, refere-se a métodos

ensemble que combinam o treinamento de uma sequência de modelos. Cada modelo individual

aprende com os erros cometidos pelo modelo anterior. Assim, modelos diferentes são melhores

em diferentes partes do espaço de observação. Os modelos são combinados usando a mediana

ponderada, na qual os preditores mais "confiantes"sobre suas previsões possuem maior peso para

ao cálculo.

Figura 2 – Demonstrativo do comportamento dos modelos que utilizam estratégia de bagging e

boosting

Fonte - Adaptado de (CHEN, 2019).

Neste presente trabalho, foi utilizado para efeito comparativo, um modelo com

características de bagging, chamado Random Forest, e outros dois modelos com características

de boosting, que são: Gradient Boosting Regression Tree (GBRT) e AdaBoost.



22

3.6.1 Random Forest

Breiman (1996) propôs o método Bootstrap Aggregating ou Bagging que tem como

objetivo gerar múltiplos preditores diferentes, todos eles sendo aplicados a técnicas diferentes,

de modo que os resultados sejam agregados em um único resultado final. Random Forest é uma

modificação do Bagging que constrói uma grande coleção de árvores de correlação reduzidas

e em seguida calcula as médias das árvores geradas, capturando uma integração de dados bem

mais complexa. O desempenho de previsão do Random Forest é influenciado principalmente

por três fatores: correlação entre árvores individuais, desempenho de cada árvore e número

total de árvores. A ideia do Random Forest é de reduzir a variância criada pelo bagging. No

fim considera a classificação que tiver mais votos (de todas as árvores) e, em caso de regressão,

considera a média das saídas por árvores diferentes. O algoritmo do Random Forest funciona da

seguinte forma:

• Dado um número de casos nos dados de treinamento igual N. Então, a amostra desses

N casos é escolhida aleatoriamente. Esta amostra será o conjunto de treinamento para o

cultivo da árvore.

• Se houver M variáveis de entrada que o algoritmo precisa considerar, um número m < M é

especificado de modo que, em cada nó da árvore, m variáveis de M sejam selecionadas

aleatoriamente. A melhor divisão nestes m é usada para dividir o nó. O valor de m é

mantido constante enquanto cresce o conjunto de árvores.

• Cada árvore é estimada na maior profundidade possível e não há poda. A previsão do

comportamento dos dados é realizada agregando as previsões das árvores ntree, ou seja,

para o caso de regressão sempre levando em consideração a média de cada árvores. .

A abordagem com Random Forest foi utilizada por (HAMNER, 2010), obtendo um

ótimo resultado para predição de tempo de viagem de automóveis. Portanto, serviu como objeto

de estudo para o presente trabalho.

3.6.2 Gradient Boosting Regression Tree

O boosting consiste em um procedimento que combina os resultados de muitos

classificadores "fracos"que combinados geram um classificador agrupado muito poderoso. É

uma técnica projetada originalmente para problemas de classificação, mas que também pode ser

ampliada para problemas de regressão (FRIEDMAN; HASTIE; TIBSHIRANI, 2008). Possui
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uma grande semelhança com o Bagging.

O método Gradient Boosting Regression Tree foi proposto por Friedman (2002), é

baseado em Boosting usado para problemas de regressão. A principal diferença para o método de

bagging, é que o boosting cria uma nova amostragem estrategicamente dos dados de treinamento

para fornecer as informações mais úteis para cada modelo. A distribuição ajustada durante

cada etapa de treinamento baseia-se no erro produzido pelos modelos anteriores. Ao contrário

do método de bagging em que cada amostra é uniformemente selecionada para produzir um

conjunto de dados de treinamento. Portanto, cada modelo recém-criado coloca ênfase nas

amostras que foram mal classificadas por modelos anteriores. Segundo Friedman (2001) consiste

de um conjunto de modelos fracos de árvores de decisão, com a seguinte forma onde hm(X) são

funções base do modelo apresentado na Equação 3.1.

y = F(X) =
M

∑
m=1

hm(X) (3.1)

O método busca a minimização do valor médio de uma função de perda em relação

ao conjunto de dados de treino, onde X são as features e y o valor predito. Com uma função

inicial constante F0, deve-se fazer um pequeno ajuste na mesma, ficando com a Equação 3.2.

Fm = Fm−1(X)− γmhm(X) (3.2)

Em cada passo, uma árvore de decisão hm(X) é escolhida para minimizar a função

de perda considerada. A inicialização para o modelo F0 é escolhida frequentemente com base na

média dos valores, e o multiplicador γm é encontrado em cada fase de inicialização resolvendo o

problema da Equação 3.3, onde L é a função de perda.

γm = argmin
γ

n

∑
i=1

L(yi,Fm−1(xi)+ γhm(xi)) (3.3)

Essa técnica foi utilizada no trabalho de Zhang e Haghani (2015) e serviu também

como objeto de estudo na busca da predição de volume de tráfego em praças de pedágio proposto

pelo presente trabalho.

3.6.3 AdaBoost

Segundo Géron (2017), uma maneira de um novo modelo preditor corrigir seu

antecessor é focar sua atenção nas features de treinamento que o modelo antecessor não ajustou.
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O peso relativo de cada feature é ajustado e isso resulta em novos preditores focando cada vez

mais nos casos difíceis. Essa é a técnica usada pelo AdaBoost como uma árvore de decisão.

Consiste em um aprendizado sequencial que têm algumas semelhanças com o gradient

descendent, exceto que, em vez de alterar os parâmetros de um único preditor para minimizar

uma função de custo, o AdaBoost adiciona preditores ao conjunto, melhorando gradualmente.

Freund e Schapire (1997) estenderam o AdaBoost para ser aplicado também em

métodos de regressão, dando origem ao AdaBoost.R. O AdaBoost.R resolve problemas de

regressão, reduzindo-os a problemas de classificação. Embora o trabalho experimental mostre

que o AdaBoost.R pode ser eficaz projetando os dados de regressão no conjunto de dados de

classificação, ele sofre de duas desvantagens, afirmam Shrestha e Solomatine (2006).

Primeiramente, ele expande cada exemplo do modelo de regressão para muitos exemplos de

classificação cujo número cresce linearmente no número de iterações otimizadas. Em segundo

lugar, a função de perda muda de iteração para iteração e até difere entre exemplos na mesma

iteração.

Drucker (1997) desenvolveu o algoritmo AdaBoost.R2, que é uma modificação ad

hoc do AdaBoost.R. Ele conduziu alguns experimentos com o AdaBoost.R2 para problemas

de regressão e obteve bons resultados. O método de Drucker usa repetidamente a árvore de

regressão como um aprendizado fraco seguido pelo aumento dos pesos das features mal previstas

e diminuir os pesos das bem previstas. Semelhante à taxa de erro na classificação, ele introduziu

a função de perda média para medir o desempenho do modelo. O algoritmo é sensível a ruídos e

outliers, pois a formulação de reponderação é proporcional ao erro de previsão. Esse algoritmo,

no entanto, tem a vantagem de não possuir parâmetros que precisem ser calibrados, o que não é

o caso de outros algoritmos descritos anteriormente.

O AdaBoost.R2 foi utilizado para efeitos de comparação no presente trabalho.

3.7 Métricas de Avaliação dos Modelos

Para a otimização de modelos de aprendizado de máquina, é fundamental medir a

qualidade dos mesmos com diferentes combinações de parâmetros e de acordo com o objetivo

final, visando um melhor desempenho do modelo. Com base nessas informações, é possível

selecionar bons parâmetros com o intuito de conseguir um menor percentual de erro entre os

valores reais e os que foram estimados.

Hyndman e Koehler (2006) separaram as diferentes métricas de avaliação em 4
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categorias; métricas que dependem da escala, métricas baseadas em erros percentuais, métricas

baseadas em erros relativos e métricas relativas. Neste presente trabalho foram utilizadas duas

métricas bem populares para métodos de predição, Root Mean Square Error (RMSE) que é

classificada como uma métrica que depende da escala na qual os dados estão, é mais sensível a

outliers e avalia o erro absoluto. A Mean Absolute Error (MAE) é a métrica mais simples de

se entender. Essa métrica consiste em calcular o valor absoluto de cada ponto, onde valores

negativos e positivos não se anulam. Após esse agrupamento, calculamos então a média desses

pontos encontrados. E a Mean Absolute Percentage Error (MAPE) que pertence ao grupo de

medidas que se baseiam no erro percentual de previsão, consequentemente não dependem da

escala, e podem comparar dados em diferentes escalas. É uma espécie de variação do MAE,

porém, essa nos retorna a média percentual do erro absoluto entre as previsões e a realidade. Um

problema óbvio desta métrica é que ela não serão definidas para valores iguais a 0.

3.7.1 Root Mean Square Error (RMSE)

Segundo Armstrong e Collopy (1992), o RMSE é uma das métricas mais utilizadas

para avaliar modelos de predição. É uma métrica muito fácil de ser interpretada, representando

simplesmente a raiz quadrada da média das diferenças entre o que foi predito e os valores reais.

O RMSE expressa erro médio de previsão do modelo em unidades da variável de interesse. A

métrica pode variar de 0 a ∞. São pontuações negativamente orientadas, o que significa que

valores mais baixos são melhores. O RMSE é representado pela Equação 3.4:

RMSE =

√
1
N

N

∑
i=1

(yi− ȳi)2 (3.4)

Onde yi− ȳi é a diferença entre o valor predito e o valor real.

O grande desafio do RMSE é que, como os erros são elevados ao quadrado antes da

média, atribui-se um peso relativamente alto aos erros de maior valor. Isso significa que o RMSE

deve ser mais útil quando erros grandes são particularmente indesejáveis.

3.7.2 Mean Absolute Error (MAE)

O cálculo do MAE consiste em somar os valores absolutos para obter o erro total e

depois dividir esse erro por n, onde n é a quantidade de erros encontrados. É a diferença entre

o valor predito e o valor real. O MAE é uma pontuação linear, o que significa que todas as
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diferenças individuais são ponderadas igualmente na média. Segundo Chai e Draxler (2014), o

MAE é adequado para descrever erros distribuídos uniformemente. Como é provável que os erros

de modelo tenham uma distribuição normal em vez de uma distribuição uniforme, o RMSE é um

melhor indicador métrico superior ao do MAE para esse tipo de dados. O MAE é representado

pela Equação 3.5.

MAE =
1
n

n

∑
t=1
|et | (3.5)

3.7.3 Mean Absolute Percentage Error (MAPE)

Para Myttenaere et al. (2016) o MAPE é frequentemente usado na prática devido a

sua interpretação muito intuitiva em termos de erro relativo. Este erro calcula a média percentual

do desvio absoluto entre o que foi previsto e os valores reais. É utilizado para avaliar sistemas de

previsões nos quais a diferença percentual seja mais interpretável, ou mais importante do que os

valores absolutos. Segundo Armstrong e Collopy (1992), uma desvantagem do MAPE é que ele

aplica uma penalidade mais pesada nas previsões que excedem o valor real do que naquelas que

são inferiores ao valor real.

Seja n o número de janelas de tempo no período de teste e, seja et e yt o volume de

tráfego real e previsto para um par específico de direção do pedágio n durante a janela de tempo

t. O MAPE para a previsão do volume de tráfego é definido como na Equação 3.6:

MAPE =
100
n

n

∑
t=1

∣∣∣∣et

yt

∣∣∣∣ (3.6)

Os valores de MAPE serão determinantes no processo de avaliação do desempenho

dos algoritmos que irão abordar o problema de predição de tráfego em praças de pedágios,

buscando prever o volume do tráfego de automóveis.
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4 TRABALHOS RELACIONADOS

Os principais trabalhos relacionados para o desenvolvimento deste trabalho são os

trabalhos de Hamner (2010), Zhang e Haghani (2015) e Oliveira (2004). Além de basear-se

nestes trabalhos, buscou-se por informações, métodos e conceitos em outras fontes de pesquisa

da área.

4.1 Predicting Travel Times with Context-Dependent Random Forests by Modeling

Local and Aggregate Traffic Flow

Hamner (2010) realizou um trabalho de predição de fluxo de tráfego através do

tempo de viagem com base em dados extraídos de informações de GPS de 1% dos automóveis

considerados em uma determinada faixa de rodovia, gerados a partir de uma simulação de

tráfego usando o Traffic Simulation Framework, ferramenta desenvolvida pela Universidade de

Varsóvia. O trabalho foi parte da competição da IEEE International Conference on Data Mining

Workshops (ICDM 2010) organizado pela TunedIt1. Foram gerados três modelos para o conjunto

de dados de treinamento, um consiste em uma contagem do tráfego baseado em localização

coletando do GPS as coordenadas e as velocidades instantâneas e diferentes de zero e velocidade

zero. O segundo modelo consistiu na coleta da quantidade de automóveis em movimento e

automóveis parados com suas respectivas médias aritméticas de velocidade. Já o terceiro modelo

consistiu nos dados das características que representam o fluxo de trafego nas imediações das

áreas coletadas através do uso do GPS. Hamner (2010) fez experimentos com vários algoritmos,

porém foi com o Random Forests for Regression que obteve o melhor desempenho.

O algoritmo final obteve o primeiro lugar na competição com pontuação 9,2% mais

alta que a equipe seguinte. O sucesso do algoritmo demonstrou que é possível prever fluxos

de tráfego com base em fluxos atuais e recentes. O trabalho de Hamner (2010) usa abordagem

parecida, porém o presente trabalho não será focado em fluxo de tráfego em rodovia, mas sim,

em fluxo de tráfego em pedágio. A predição de fluxo de tráfego em pedágio leva em consideração

também outras características, como por exemplo, a direção em que o automóvel está passando

pelo pedágio.
1 http://tunedit.org/
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4.2 A gradient boosting method to improve travel time prediction

Zhang e Haghani (2015) propuseram no seu trabalho um método de predição de

tempo de viagem baseado em árvores com dados de fluxo de tráfego que foram fornecidos

por uma empresa do setor privado chamada INRIX2. O método pertence a classe de métodos

paramétricos chamado de gradient boosting regression tree (GBM) e utilizou-se de dados

históricos coletados dos trajetos realizados pelos veículos monitorados pela empresa. O método

gera uma sequência de modelos base a partir de uma versão ponderada dos dados. Em cada passo

da adição de outro modelo base deve-se corrigir possíveis erros cometidos pelos modelos base

anteriores, podendo assim, fornecer previsões mais precisas. Para testar a eficácia do modelo, foi

avaliado o desempenho do mesmo em comparação com os modelos AutoRegressive Integrated

Moving Average (ARIMA) e Random Forest (RF).

ARIMA é um modelo estatístico amplamente conhecido para previsão de tráfego. A

previsão é baseada na regressão dos valores antigos e atuais, que formam séries temporais que

se desenvolvem por meio de uma média constante. Um modelo ARIMA é classificado como

ARIMA (p, d, q), onde p é o número de termos auto regressivos, d é o número de diferenças

encontradas na série e q é o número de erros de previsão representados pelas médias. Já o modelo

RF, é representado pela criação de pequenas árvores geradas a partir da árvore criada que envolve

todos os dados usados na fase de treino. Cada pequena árvore gera um resultado, ao final o valor

que interessa é o resultado obtido da média dos valores encontrados em cada pequena árvore.

Foram utilizados dados de dois meses para a fase de treinamento e dados de outros

sete dias para a fase de testes. As técnicas foram comparadas em três modelos com base de

previsão futura de 5, 10 e 15 minutos. As comparações dos modelos GBM e RF superam

o modelo estatístico convencional, ARIMA. Dentre os três, o que se destacou mais foi o

modelo GBM, pois tem suas vantagens com relação a diversidade de atributos de entrada. Com

isso, ficou evidente o quanto o algoritmo é promissor para a previsão de tempo de viagens.

Para o problema abordado pode-se facilmente adicionar outras variáveis e também considerar

correlações espaciais dos dados, melhorando o processo de treinamento.

O trabalho de Zhang e Haghani (2015) propôs um método de predição baseado em

árvore para predição de tempo de viagem em uma determinada rodovia e realiza uma comparação

entre outras duas técnicas (RF e ARIMA). O trabalho se assemelha com este presente trabalho

com relação ao objetivo de predição de tempo de viagem e também com relação a comparação
2 http://inrix.com/
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entre diferentes técnicas. Mas, o presente trabalho terá como objetivo a predição de volume

de tráfego aplicado sobre dados de determinadas praças de pedágios, o que pode acontecer de

que as técnicas propostas por Zhang e Haghani (2015) não obtenham bons resultados para esta

abordagem.

4.3 Fatores intervenientes na capacidade de atendimento de praças de pedágio

Oliveira (2004) propôs a utilização de redes neurais artificiais (RNAs) para a

elaboração de modelos que pudessem refletir a variação dos tempos de atendimento nas cabines

de cobranças das praças de pedágio com recolhimento de tarifas manuais. As RNAs representam

uma grande quantidade de paradigmas que tem como objetivo emular o funcionamento do

cérebro humano. São compostas por uma grande quantidade de elementos, chamados de

neurônios, que são conectados por canais de comunicação com pesos, onde se realizam

operações matemáticas com dados recebidos das conexões. Foi realizado inicialmente um

estudo buscando entender como funcionam os fatores que interferem no tempo de atendimento

nas cabines, realizada uma análise estatística e posteriormente foi feita a modelagem utilizando

um mesmo conjunto de dados. Os dados foram coletados de 13 praças de pedágio do estado do

Rio Grande do Sul, no Brasil, pertencentes ao Consórcio Univias, responsáveis pela

administração dos polos rodoviários de tráfego da cidade de Caxias do Sul, Lajeado e

Metropolitano, todas situadas no estado mencionado.

As variáveis de entrada escolhidas para a modelagem foram: forma de pagamento,

intensidade de fluxo, valor das tarifas e classes de veículos. A variável de saída foi o tempo de

atendimento nas cabines de cobrança das praças de pedágio. Os resultados do trabalho foram

obtidos a partir das análises dos modelos gerados, verificando-se o desempenho de cada um

através de: coeficientes de correlação, erros relativos e absolutos médios.

Foram gerados três modelos, levando em consideração: tempos máximos de

atendimento, 85 percentil de tempos de atendimento e tempos mínimos de atendimento. Pôde-se

observar na conclusão do trabalho que o tempo mínimo de atendimento possui leve tendência a

aumentar com o fluxo de veículos atendidos. Isto pode está atrelado à perda de desempenho dos

arrecadadores à medida que o fluxo aumenta. Também, quanto maior o fluxo de veículos

atendidos em determinados horários, menor é o tempo de atendimento, o que pode-se deduzir

que filas crescentes em grandes fluxos podem estar pressionando os arrecadadores a atender

mais rápido, tornando o sistema mais estável para fluxos elevados. Outro ponto observado pelo
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trabalho foram os baixos tempos de atendimento para pagamentos com cartão, mesmo servindo

para pagamentos em dinheiro que não necessitam de troco.

O trabalho de Oliveira (2004) aborda o problema de fluxo de veículos em praças de

pedágios. Porém difere do presente trabalho, pois considera a capacidade de atendimento apenas

em pedágios que utilizam de cobranças manuais, o que limita seu trabalho à praças de pedágio

que possuem apenas esse tipo de serviço. Além disso, Oliveira (2004) não buscou abordar outros

métodos que poderiam ser comparados com as RNA’s, podendo gerar ou não possíveis modelos

para o problema abordado.

4.4 Comparação entre os trabalhos relacionados e o proposto

Na figura 3 são apresentadas as semelhanças e diferenças entre os trabalhos

relacionados e este trabalho, com relação às suas principais características.

Figura 3 – Comparação entre os trabalhos relacionados e o proposto

Fonte - Elaborado pelo autor.
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5 PROBLEMÁTICA

Praças de pedágio muitas vezes são responsáveis por atrasos no tempo de viagem

devido a ocorrência de congestionamentos, principalmente em períodos de grande fluxo de

tráfego, que representam um problema importante a ser tratado pelos gestores de tráfego. O

tempo de espera relacionado ao atendimento em praças de pedágios pode variar frequentemente

e depende de muitos fatores, podendo ser influenciado pelas características do fluxo de tráfego,

pelas características da estrutura da praça e forma de pagamento do pedágio que

consequentemente pode impulsionar fatores humanos (OLIVEIRA; NETO; CYBIS, 2003).

Segundo Faria e Campos (2012), existem três tipos de cobrança de pedágio: manual, automática

e eletrônica. A cobrança manual exige a alocação de um cobrador na cabine de atendimento. A

cobrança automática é realizada por meio de pagamento em máquinas automáticas que recebem

dinheiro inserido pelo usuário, sem a necessidade de um cobrador. A cobrança eletrônica,

conhecida como Electronic Toll Collection (ETC), é o sistema em que a antena identifica o carro

equipado com uma etiqueta e já debita automaticamente o valor da tarifa correspondente ao

veículo. A escolha da forma de pagamento depende do usuário, por isso a utilização de tempos

médios levando em consideração o atendimento podem não representar a realidade de forma

adequada. O presente trabalho irá abordar o problema de fluxo de tráfego nas praças de pedágio

que refere-se ao número de veículos que passam por um determinado ponto ou seção de

monitoramento dentro de uma unidade de tempo. Afetado por uma variedade de fatores

aleatórios, como clima, feriados, horários de pico, etc. Utilizando técnicas de predição deseja-se

descobrir o volume de tráfego de automóveis na praça de pedágio nas vias de acesso e saída das

rodovias.

Os dados da pesquisa são provenientes de dados de tráfego de um mês, envolvendo

os dados históricos de tráfego de acesso e saída na rodovia passando pelas praças de pedágio 1,

2 e 3 como apresentado na Figura 4. É importante observar que a praça de pedágio 2 permite

apenas fluxo de tráfego que dá acesso a rodovia, enquanto os demais permitem fluxo de tráfego

nos dois sentidos. Realizamos treinamento de modelo com base em dados históricos de um mês

para prever condições de tráfego em horários com intervalo de duas horas em dois períodos do

mesmo dia, manhã e tarde.
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Figura 4 – Topologia da rede que representa a área no entorno das praças de pedágio

Fonte - Adaptado de (TIANCHI, 2017).

Os dados que serão utilizados neste trabalho foram divididos em conjunto de

treinamento que consistem em um conjunto de registros nos quais o modelo desenvolverá seu

aprendizado, e em conjunto de teste com registros utilizados para testar o modelo desenvolvido.

Todos os dados foram usados por participantes da competição Knowledge Discovery and Data

Mining Cup 2017 (KDD Cup 2017), realizada anualmente e que trouxe como tema no ano de

2017 “Highway Tollgates Traffic Flow Prediction”. Este trabalho aborda um dos dois desafios

propostos pela competição. O desafio propõe que para cada janela de tempo de 20 minutos, seja

previsto os volumes de tráfego de entrada e saída nas praças de pedágio 1, 2 e 3 mostradas na

Figura 4. Observe que o pedágio 2 permite apenas o tráfego que entra na estrada, enquanto

outros permitem o tráfego nos dois sentidos (entrada e saída). Portanto, precisamos prever o

volume para 5 pares de direção de pedágio no total.

Os dados estão disponíveis no site da empresa Tianchi, que faz parte do grupo

Alibaba Cloud, responsável por promover esta edição da competição.

5.1 Desafios

Os dados disponíveis para realizar a predição de fluxo de tráfego traz alguns desafios

que são importantes mencionar. Fatores encontrados podem dificultar ainda mais como realizar

melhores ajustes no modelo para obter um resultado de predição satisfatório. Alguns desses

desafios são:
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• Pequena amostra de dados para realizar a predição. O que pode dificultar o trabalho com

modelos mais complexos. Para evitar o overfitting é preciso usar o mínimo e os mais

eficientes recursos possíveis.

• Além da amostra de dados ser pequena, ela possui muitos dados que podem ser

considerados outliers, ao se desfazer de todos esses dados, diminui ainda mais o tamanho

da amostra dos dados para treinar o modelo. Outliers também estão presentes nos dados

de teste.

• Para validar o modelo com os dados de teste, são apresentados apenas predições de horários

que não condizem com horários de pico, que são das 6 horas às 8 horas e das 15 horas às

17 horas. O que dificulta ainda mais o processo de aprendizagem, já que os dados com

essas características incidem muito sobre os dados de treino.
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6 PROCEDIMENTOS METODOLÓGICOS

Neste capítulo serão descritos todos os procedimentos necessários para a execução

do trabalho.

6.1 Coleta e Descrição dos Dados

Os dados foram coletados do site (TIANCHI, 2017) e divididos em dados de treino

e de teste. Para os dados de teste foram separadas informações entre os dias 25 de Outubro de

2016 à 31 de Outubro de 2016. Já os dados de treino foram separados informações entre os dias

19 de Setembro de 2016 à 24 de Outubro de 2016. Todos os dados estão a disposição em um

arquivo de Valores Separados por Vírgula (Comma-Separated Values), muito conhecido pela

sigla CSV. Os dados coletados não possuem informações exatas sobre a localização, sabe-se que

foram extraídos de alguma praça de pedágio na China.

6.2 Análise e pré-processamento dos dados

De posse dos dados das praças de pedágio, foi preciso realizar um pré-processamento

para a retirada de irrelevâncias para a análise na qual desejou-se com este trabalho. Segundo

Han, Pei e Kamber (2011), o processo de preparação dos dados, também chamado de pré-

processamento, consiste principalmente em:

• Limpeza dos dados: nos dados coletados são encontradas diversas inconsistências,

principalmente com a ocorrência de valores nulos. A etapa de limpeza consiste em atribuir

valores padrões, utilizar técnicas de agrupamento ou até mesmo excluir os dados

inconsistentes. É uma etapa que requer muito esforço, pois definirá o estado dos atributos

que serão utilizados pelo modelo (HAN; PEI; KAMBER, 2011).

• Normalização dos dados: alguns algoritmos trabalham apenas com valores numéricos e

outros apenas com valores categóricos. Nesse caso, é preciso haver uma transformação

convertendo valores para um dos dois tipos de dados, não existindo um critério único

(HAN; PEI; KAMBER, 2011).

• Transformação dos dados: existem algoritmos de aprendizado de máquina que trabalham

com dados de valores numéricos e outros que trabalham com valores categóricos. Este é um

dos motivos pelos quais em muitos casos é necessário realizar a transformação desses dados.

Existem diversas técnicas para realizar a transformação dos dados em diversas maneiras,
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sendo algumas delas: suavização (remove valores denominados "ruídos"), generalização

(realiza uma conversão dos dados para valores mais genéricos), normalização (classifica

variáveis em uma mesma escala), agrupamento (agrupa valores em intervalos sumarizados)

e criação de novos atributos (são atributos gerados a partir de outros já existentes no

conjunto de dados) (HAN; PEI; KAMBER, 2011).

É necessário também julgar os atributos disponíveis para medir a relevância dos

mesmos, além disso, realizar pequenos ajustes para que a nomenclatura de alguns dados não

venha a atrapalhar o desempenho dos métodos propostos. Esse processo é denominado

engenharia de atributos, e pode ser realizado diversas vezes, de acordo com os desempenhos

mostrados pelos algoritmos que serão executados. Como por exemplo, aumentar a quantidade de

atributos na tentativa de obter um melhor desempenho.

6.3 Aplicação da seleção de atributos

Como definido na proposta do presente trabalho, foram aplicadas técnicas de predição

utilizando aprendizado de máquina propostas. Para efeitos de comparação foram utilizados:

Random Forest, Gradient Boosting Regression Tree (GBRT) e AdaBoost.

6.4 Criação dos modelos preditivos

Esta etapa, consistiu na criação dos modelos de predição mencionados anteriormente.

Foram obtidos os modelos utilizando os atributos da base de dados de treino disponível, que

serão melhor detalhados no Capítulo 7.

6.5 Análise comparativa dos resultados obtidos

Os resultados obtidos no processo de aplicação dos métodos sobre os dados das

praças de pedágio, foram comparados e classificados do melhor para o que obteve pior

desempenho levando em consideração as métricas de avaliação RMSE, MAE e MAPE.
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7 EXPERIMENTOS E RESULTADOS

Neste capítulo são descritos todos os experimentos realizados neste trabalho. Para a

execução dos experimentos foi utilizada a biblioteca Scikit- Learn1, os mesmos foram executados

em uma máquina com 4 núcleos de processamento e 7,7 Gigabytes de memória RAM.

7.1 Coleta e Descrição dos Dados

Os dados foram coletados do site (TIANCHI, 2017) e divididos em conjuntos de

treino e de teste. Para o conjunto de teste, foram separadas 31000 tuplas contendo informações

entre os dias 25 de Outubro de 2016 à 31 de Outubro de 2016, correspondendo a 24% do total

da amostra de dados. Já o conjunto de treino, foram separados em 128824 tuplas contendo

informações entre os dias 19 de Setembro de 2016 à 24 de Outubro de 2016, correspondendo a

76% do total da amostra de dados. Todos os dados estão a disposição em um arquivo de Valores

Separados por Vírgula (Comma-Separated Values (CSV). Os dados coletados não possuem

informações sobre a localização.

A Tabela 1 mostra a descrição dos atributos disponibilizados no arquivo em formato

CSV com o nome volume_training. Representam as informações coletadas dos veículos que

passaram pelas praças de pedágio.

Tabela 1 – Informações dos veículos que trafegam nas praças de pedágio.

Campo Tipo Descrição

time datetime
Data e hora exatas em que o automóvel passa pela
praça de pedágio.

tollgate_id int64 Identificador da praça de pedágio.

direction int64
Direção em que o automóvel está seguindo. Os valores são:
0 quando acessa a rodovia.
1 quando está saindo da rodovia.

vehicle_model int É representado por um inteiro entre 0 e 7,
que indica a capacidade do veículo.

has_etc int64
Indica se o veículo utiliza o aparelho Electronic Toll
Collection (ETC), que realiza o pagamento do pedágio
automaticamente. 0 Não; 1 Sim.

vehicle_type int64 0 automóveis de passageiros; 1 automóveis de carga.

Fonte – Elaborado pelo autor.

1 https://scikit-learn.org/stable/
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A Tabela 2 mostra a descrição dos atributos disponibilizados no arquivo em formato

CSV com o nome weather_training. Consiste em uma representação dos dados meteorológicos

coletados a cada 3 horas da região onde se encontram as praças de pedágio.

Tabela 2 – Informações meteorológicas coletadas a cada 3 horas.

Campo Tipo Descrição

date date Data em que os dados foram coletados.
hour int Hora em que os dados foram coletados.
pressure float Pressão do ar (hPa).
sea_pressure float Pressão do nível do mar (hPa).
wind_direction float Direção do vento (o).
wind_speed float Velocidade do vento (m/s).
temperature float Temperatura (oC).
rel_humidity float Umidade relativa do ar.
precipitation float Precipitação (mm).

Fonte – Elaborado pelo autor.

7.2 Análise e pré-processamento dos dados

De posse dos dados das praças de pedágio, foi preciso realizar um pré-processamento

para a retirada informações que não foram utilizadas. Os dados meteorológicos disponibilizados

não foram utilizados neste presente trabalho. Essa etapa é uma das mais importantes no processo,

pois é nela também que são retiradas as instâncias vazias, inconsistentes e fora do padrão.

Instâncias fora do padrão são chamadas de outliers e quando presentes na base de dados, podem

reduzir de forma significativa a confiança dos resultados obtidos.

Foi realizada uma análise estatística do fluxo de tráfego em cada estação por um

período fixo de tempo: foram analisadas a distribuição de tempo de todos os dias nas estações de

pedágio. Dias que são feriados têm forte efeito sobre o fluxo de tráfego. Como mostra a Figura 5,

foram encontradas mudanças repentinas no volume de tráfego durante os dias 1 à 7 de Outubro,

o que pode caracterizar como sendo os dias de comemoração do Dia Nacional na China. Essa

parte dos dados foi definida como outliers, e com isso foi decidido retirar os dados da amostra

de treino durante esse período para treinar os modelos.

Já as Figuras 6 e 7 mostram o volume do fluxo de tráfego menos intenso durante a

semana que antecedeu e a semana posterior, respectivamente, às comemorações do Dia Nacional

na China, no intervalo entre os dias 23 à 29 de Setembro e os dias 08 à 14 de Outubro.
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Figura 5 – Quantidade de veículos que passaram pelas praças de pedágio durante as

comemorações do Dia Nacional na China.

Fonte - Elaborado pelo autor.

Figura 6 – Quantidade de veículos que passaram pelas praças de pedágio na semana logo após

as comemorações do Dia Nacional na China.

Fonte - Elaborado pelo autor.
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Figura 7 – Quantidade de veículos que passaram pelas praças de pedágio na semana que

antecedeu as comemorações do Dia Nacional na China.

Fonte - Elaborado pelo autor.

Foi observado também que o volume de tráfego às 6 horas da manhã começa a

aumentar lentamente, e o ponto mais alto do fluxo de tráfego é alcançado às 9 horas, o mesmo

acontece no período da tarde às 17 horas. A Figura 8 mostra esse comportamento.

Figura 8 – Quantidade de veículos que passaram pelas praças de pedágio por hora durante o dia

10 de Outubro.

Fonte - Elaborado pelo autor.
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Após o processo de remoção de outliers e agregação dos dados por janela de tempo

de 20 minutos, agregação realizada devido a característica do desafio proposto pela KDD CUP

2017 mencionado no Capítulo 5 e no qual o presente trabalho aborda. Com isso, os dados de

treino passaram a ter 10441 tuplas e os dados de teste 421 tuplas. O percentual dos dados de teste

diminui para aproximadamente 4%, pois o desafio proposto pede como característica realizar a

predição do volume de tráfego de uma semana apenas nos horários de 6 horas às 8 horas, e de

15 horas às 17 horas de cada dia da semana, enquanto os dados de treino representam todos os

horários do dia no período de um mês.

As features utilizadas para treinar os modelos foram escolhidas à medida que iam

sendo descobertas novas características dos dados durante o processo de análise. Neste momento,

não foi dada sequência na utilização dos dados meteorológicos como objeto de estudo para a

predição. Os mesmos foram disponibilizados com valores à cada 3 horas do dia. Futuramente, é

necessário um estudo para saber, por exemplo, se os valores sobre umidade relativa do ar podem

ser distribuídos nesse intervalo de 3 horas e o quanto isso pode influenciar sobre o fluxo de

tráfego.

Pode-se observar que o fluxo de veículos possui um certo padrão durante o dia, o que

caracteriza também como uma série temporal, no qual existem os horários de pico das primeiras

12 horas e nas últimas 12 horas. Por isso, foram escolhidas features que pudessem representar

essa característica.

Outro fator importante também foi adicionar features que representassem volumes

de momentos anteriores e que assim pudessem resgatar valores de fluxo de veículos em dias e

janelas de tempo anteriores, a fim de verificar uma possível padronização.

Ao todo foram criadas 25 features para serem usadas no ajuste do modelo. Para

a feature tollgate_id foi realizado um processo de aplicação de one-hot-encoding, onde cada

identificador do pedágio se transformou em valores de 1 e 0. O número 1 representa o valor

afirmativo e o 0 negativo. As features escolhidas podem ser vistas na tabela 3.
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Tabela 3 – Features criadas no processo de engenharia de características.

Feature Descrição

tollgate_id Representa o identificador de cada pedágio.

direction
Indica em qual direção da rodovia houve a ocorrência do
fluxo de um veículo.

week
Representa os dias da semana com valores representados
de 0 à 6.

weekend Se 1 indica que é fim de semana, senão o valor é 0.

am_pm
Indica o período do dia, se igual a 0 representa fluxo até
às 12h. Se o valor for 1, representa o fluxo após as 12h.

volume_anterior
Indica o volume da janela de tempo imediatamente
anterior à janela de tempo atual.

volume_anterior_2
Indica o volume que pertence à ocorrência da penúltima
janela de tempo anterior à janela de tempo atual.

window_n
Valor que indica a sequência de janelas de tempo
das quais foram classificadas.

desvio_padrao_hora_dia
Valor do desvio padrão das janelas de tempo presentes
numa dada hora de um dado dia.

mediana_volume_hora_dia
Valor da mediana das janelas de tempo presentes numa
dada hora de um dado dia.

max_volume_hora_dia
Maior valor dentre as janelas de tempo presentes numa
dada hora de um dado dia.

min_volume_hora_dia
Menor valor dentre as janelas de tempo presentes numa
dada hora de um dado dia.

media_volume_hora_dia
Valor da média das janelas de tempo presentes numa dada
hora de um dado dia.

media_volume_dia_am_pm
Valor da média das janelas de tempo de um determinado
dia entre as faixas de horário am/pm.

max_volume_dia_am_pm
Maior valor dentre as janelas de tempo de um
determinado dia entre as faixas de horário am/pm.

min_volume_dia_am_pm
Menor valor dentre as janelas de tempo de um
determinado dia entre as faixas de horário am/pm.

mediana_volume_dia_am_pm
Valor da mediana das janelas de tempo de um
determinado dia entre as faixas de horário am/pm.

desvio_padrao_am_pm
Valor do desvio padrão das janelas de tempo de um
determinado dia entre as faixas de horário am/pm.

media_volume_weekday
Valor da média das janelas de tempo de um
determinado dia da semana anterior.

max_volume_weekday
Maior valor dentre as janelas de tempo de um
determinado dia da semana anterior.

min_volume_weekday
Menor valor dentre as janelas de tempo de um
determinado dia da semana anterior.

desvio_padrao_weekday
Valor do desvio padrão das janelas de tempo de um
determinado dia da semana anterior.

mediana_volume_weekday
Valor da mediana das janelas de tempo de um
determinado dia da semana anterior.

Fonte – Elaborado pelo autor.
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7.3 Seleção de Hiper-Parâmetros e Aplicação dos Modelos

Para o problema proposto foram elaboradas duas abordagens diferentes considerando

os mesmos modelos já mencionados anteriormente. A partir desta etapa do capítulo, os resultados

passarão a considerar dois experimentos diferentes. No experimento 1 foram considerados os

dados com janelas de tempo de 20 minutos começando o dia a partir das 00 horas. Já o

experimento 2, consiste em uma abordagem que teve o intuito de aumentar a amostra de dados

de treino, e para isso, as janelas de tempo foram deslocadas para 5, 10 e 15 minutos para cada dia.

Para cada deslocamento de janela de tempo a partir das janelas de tempo criadas originalmente,

foi criado uma amostra de dados de mesmo tamanho. Foram criados três novos arquivos com

janelas de tempo iniciando o deslocamento de um determinado dia a partir das 00:05 horas,

00:10 horas e das 00:15 horas. As três amostradas criadas foram agregadas à amostra de dados

original que inicia o dia com deslocamento das janelas de tempo a partir das 00:00 horas. Com

isso, o tamanho da amostra dos dados de treino passou a ser 3 vezes maior que a do primeiro

experimento. A seguir nas Tabelas 4 e 5, pode-se verificar como ficaram as disposições das

janelas de tempo nos dois experimentos.

Tabela 4 – Disposição das janelas de tempo consideradas no Experimento 1.

Dados de Treino Dados de Teste

Time Window Volume (int) Time Window Volume (int)

00:00 - 00:20 13 06:00 - 06:20 10
00:20 - 00:40 6 06:20 - 06:40 17
00:40 - 01:00 9 06:40 - 07:00 30

Fonte – Elaborado pelo autor.

Tabela 5 – Disposição das janelas de tempo consideradas no Experimento 2.

Dados de Treino Dados de Teste

Time Window Volume (int) Time Window Volume (int)

00:00 - 00:20 13 06:00 - 06:20 10
00:05 - 00:25 14 06:20 - 06:40 17
00:10 - 00:30 11 06:40 - 07:00 30
00:15 - 00:35 10 07:00 - 07:20 25
00:20 - 00:40 9 07:20 - 07:40 38

Fonte – Elaborado pelo autor.
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Esta etapa consistiu na busca pelos melhores parâmetros e posteriormente a criação

dos modelos de predição mencionados anteriormente.

Para a seleção dos melhores parâmetros de cada modelo, foi escolhido o método Grid

Search, uma das estratégias mais utilizadas para busca de hiper-parâmetros. Este consiste em um

conjunto de tentativas, formado pela montagem de todas as combinações possíveis de valores

passados como parâmetro para sua execução com base no erro cross validation, (BERGSTRA;

BENGIO, 2012). O cross validation divide aleatoriamente o conjunto de treinamento em n

subconjuntos, depois treina e avalia o modelo n vezes, sempre escolhendo uma parte dessa divisão

para avaliação. O trabalho do cross validation passará por todas as combinações possíveis de

acordo com o intervalo de valores dos parâmetros de cada modelo. Esses intervalos de valores

usados para a execução do grid search são passados seguindo um intervalo mais lógico para sua

execução. O conjunto de tentativas de busca é formado pela criação de todas as combinações

possíveis dentro dos intervalos dos valores passados, portanto, o número de tentativas em uma

grid search cresce exponencialmente de acordo com quantidade dos hiper-parâmetros, sendo um

processo muito caro.

Os parâmetros utilizados no grid search podem ser visualizados na Tabela 6.

Tabela 6 – Hiper-parâmetros que são utilizados para executar o grid search para ajuste de

parâmetros de cada modelo.

Parâmetro Descrição

estimator
Recebe o modelo no qual será estimado os melhores parâmetros
pelo grid search.

param_grid
Representa o conjunto de parâmetros com seu respectivo
intervalo de valores para que sejam
escolhidos os melhores para modelo.

cv
Determina a estratégia de divisão de validação cruzada.
Neste caso, foi feita uma divisão igual a 4

n_jobs
Número de tarefas a serem executadas em paralelo.
Neste caso foi usado o valor -1, que utiliza todos os
processadores disponíveis.

verbose
Utilizado apenas para verificar outputs enquanto
executa o algoritmo.

Fonte – Elaborado pelo autor.

Para a execução do grid search foi utilizada a GridSearchCV da biblioteca Scikit-

Learn.
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Considerando as duas abordagens foram escolhidos parâmetros em comum ao três

modelos, a fim de buscar seus melhores valores com o grid search. Os parâmetros escolhidos

foram os seguintes:

• n_estimators: o número máximo de árvores na floresta. Em geral, quanto maior o número

de árvores, melhor será o aprendizado dos dados. No entanto, a adição de muitas árvores

pode chegar a um valor que já não influencia mais no resultado, causando apenas atraso no

processo de treinamento. No experimento 1 foram avaliados os seguintes valores: 200,

300, 500, 800, 1200, 1500, 1800. Após a obtenção dos resultados no primeiro experimento,

foi definido um novo intervalo de valores para o experimento 2. Como a amostra de dados

aumentou e com limitações de processamento para os executar os algoritmos, foi definido

um novo intervalo com os seguintes valores: 200, 300, 500, 800, 1200, 1500.

• max_depth: representa a profundidade de cada árvore na floresta. Quanto mais

profundidade, mais a árvore se divide e assim captura mais informações sobre os dados. O

ajuste para cada árvore de decisão foi feito com os seguintes valores:

1,2,3,4,5,6,7,8,9,10,15,20,25,30,35,40,45,50. Após a obtenção dos resultados no primeiro

experimento, foi definido um novo intervalo de valores para o experimento 2. Como a

amostra de dados aumentou e com limitações de processamento para os executar os

algoritmos, foi definido um novo intervalo com os seguintes valores:

1,2,3,4,5,6,7,8,9,10,15,20.

A Tabela 7 apresenta os valores selecionados após o ajuste realizado pelo grid search

nos parâmetros para cada modelo considerando os dois experimentos.

Tabela 7 – Valores obtidos para cada parâmetro após o grid search.

Experimento 1 Experimento 2

RF GBRT ADABOOST RF GBRT ADABOOST
n_estimators 1200 200 200 800 1500 300
max_depth 10 3 6 20 9 6

Fonte – Elaborado pelo autor.

Levando em consideração o experimento 1, com uma quantidade menor de dados,

percebe-se que pela característica do algoritmo, temos uma discrepância entre os valores de

n_estimators do RF e os demais modelos. O RF precisa de mais estimadores (números de

árvores) para ponderar os valores avaliados e assim poder classificá-los melhor diante de uma
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pequena amostra de dados. A desvantagem dessa característica é que pode ocasionar um maior

custo de processamento para predições em tempo real, por isso, é importante buscar uma maneira

de buscar outros parâmetros que ajudem no desempenho do modelo à medida em que ele possa

usar uma quantidade menor de estimadores.

Já em relação aos resultados obtidos no experimento 2, o mesmo aconteceu com o

modelo GBRT.

Os modelos foram criados utilizando as mesmas features e seus respectivos

parâmetros. Após a criação do modelo, a importância das features para cada modelo e em cada

experimento foi avaliada. O que pode ser visto respectivamente nas Figuras 9, 10, 11, 12, 13 e

14.

Figura 9 – Classificação da importância de cada features para o modelo RF considerando o

experimento 1.

Fonte - Elaborado pelo autor.
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Figura 10 – Classificação da importância de cada features para o modelo RF considerando o

experimento 2.

Fonte - Elaborado pelo autor.

Figura 11 – Classificação da importância de cada features para o modelo GBRT considerando o

experimento 1.

Fonte - Elaborado pelo autor.
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Figura 12 – Classificação da importância de cada features para o modelo GBRT considerando o

experimento 2.

Fonte - Elaborado pelo autor.

Figura 13 – Classificação da importância de cada features para o modelo ADABOOST

considerando o experimento 1.

Fonte - Elaborado pelo autor.
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Figura 14 – Classificação da importância de cada features para o modelo ADABOOST

considerando o experimento 2.

Fonte - Elaborado pelo autor.

É possível perceber que cada modelo elegeu suas melhores features. As Figuras 9 e

10 mostram que o RF teve como melhor resultado em ambos os experimentos, até de uma forma

mais discrepante, a média do volume considerando o dia e a hora dos quais a janela de tempo está

presente. Já na Figura 11 podemos perceber que o GBRT elegeu a representação de cada janela

de tempo (window_n) no primeiro experimento e a 12 mostra que a feature volume_anterior_2

que representa o volume presente em duas janelas de tempo anteriores no experimento 2, como

melhores features. Já na Figura 13, o ADABOOST teve como melhor avaliação a feature valor

mínimo do volume para cada hora do dia para o primeiro experimento, e na Figura 14 a feature

da média considerando cada hora do dia para o segundo experimento.

A Tabela 8 mostra as 5 melhores features, ordenadas da mais importante para a

menos importante por modelo, considerando a abordagem do experimento 1. Já a Tabela 9

mostra as 5 melhores features, ordenadas da mais importante para a menos importante por

modelo, considerando a abordagem do experimento 2.



49

Tabela 8 – Ordem das features mais importantes consideradas por cada modelo considerando o

experimento 1.

RF GBRT ADABOOST

1 media_volume_hora_dia window_n min_volume_hora_dia
2 mediana_volume_hora_dia media_volume_hora_dia media_volume_hora_dia
3 desvio_padrao_weekday desvio_padrao_weekday max_volume_hora_dia
4 window_n desvio_padrao_hora_dia volume_anterior
5 volume_anterior volume_anterior window_n

Fonte – Elaborado pelo autor.

Tabela 9 – Ordem das features mais importantes consideradas por cada modelo considerando o

experimento 2.

RF GBRT ADABOOST

1 media_volume_hora_dia volume_anterior_2 media_volume_hora_dia
2 volume_anterior volume_anterior max_volume_hora_dia
3 volume_anterior_2 desvio_padrao_weekday min_volume_hora_dia
4 desvio_padrao_hora_dia desvio_padrao_hora_dia volume_anterior_2
5 window_n window_n window_n

Fonte – Elaborado pelo autor.

É notório a presença de algumas features em comum sendo consideradas como

importantes para cada modelo nos dois experimentos. Entre elas, temos presença nos três

modelos as features: media_volume_hora_dia, window_n e volume_anterior. No RF, das 5

melhores features 3 se repetiram nos dois experimentos. Para o GBRT, das 5 melhores features 4

se repetiram nos dois experimentos. Já para o ADABOOST das 5 melhores features 4 se repetiram

nos dois experimentos. Isso nos diz que elas são features que estão altamente correlacionadas

com a variável a ser predita, que é o volume de tráfego, destacando assim, a importância da

escolha dessas features para um melhor desempenho dos modelos de predição.

7.4 Análise Comparativa dos Resultados Obtidos

Os resultados obtidos no processo de aplicação dos métodos sobre os dados das

praças de pedágio, foram comparados e classificados do melhor para o que obteve pior

desempenho, levando em consideração as métricas de avaliação MAPE, RMSE e MAE. A
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seguir, os mesmo são mostrados na Tabela 10.

Tabela 10 – Resultados obtidos através das métricas de avaliação para cada modelo em cada

experimento.

Experimento 1 Experimento 2

RF GBRT ADABOOST RF GBRT ADABOOST

MAPE 0.129 0.135 0.165 0.146 0.176 0.197
RMSE 8.716 8.706 9.705 11.251 13.371 10.573
MAE 6.715 6.955 8.155 8.377 9.587 8.642

Fonte – Elaborado pelo autor.

Avaliando resultados de forma geral, pode-se perceber que os modelos que tiveram

um melhor desempenho foram o RF avaliado pela métrica MAPE e também pela métrica MAE, e

o GBRT avaliado pela métrica RMSE. Os valores obtidos pelo MAPE foram satisfatórios, tendo

em vista que é uma métrica de avaliação bastante sensível para lidar com pequenas quantidades de

dados, que é o caso do experimento 1. Houve uma piora no seu desempenho quando considerou

o deslizamento das janelas de tempo abordado no experimento 2, mesmo assim ainda foi o

modelo que obteve o melhor desempenho entre os três. O mesmo não pode ser comparado

com os resultados ranqueados na competição KDD CUP 2017, pois são considerados horários

diferentes dos que foram disponibilizados para teste durante a competição, e a plataforma não

disponibiliza mais ambiente para submissão dos resultados para serem avaliados.

Os valores obtidos pelo MAE no experimento 1 mostram que existe uma média

na taxa de erro das previsões do volume de tráfego em 6.715 no melhor caso, isso indica que

para cada janela de tempo prevista, houve um erro de 6.7 veículos para mais ou para menos.

Considerando um grande fluxo de tráfego nos principais horários do dia, têm-se uma boa

avaliação considerando esta métrica. Já para o experimento 2 esse valor aumentou para 8.3.

Já o RMSE, tem por característica dar um peso maior para desvios maiores nas

variáveis a serem preditas, como nesse caso a variável é o volume de tráfego, a mesma tem uma

variação um pouco maior devido o aumento da mesma nos horários considerados de pico nas

primeiras 12 horas e nas últimas 12 horas do dia. Isso pode ter influenciado no resultado um

pouco maior que o MAE, que dá um peso igual a todos os desvios encontrados nas variáveis

a serem preditas. Os melhores resultados para o RMSE foram o GBRT no experimento 1 com

valor de 8.706, e o ADABOOST com valor de 10.573.
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8 DISCUSSÃO

Dentre os dois experimentos apresentados, vimos que o experimento 1 se sobressaiu

com melhores avaliações em relação ao experimento 2. Uma possível explicação para esses

resultados pode está no fato de que ao deslocar as janelas de tempo, a incidência dos dados

referentes a horários de pico durante um determinado dia aumentou na amostra de dados de

treino, o que pode ter afetado a predição para dados em horários que não são considerados

totalmente como horários de pico. Uma saída para isso seria considerar pesos para as janelas de

tempo presente em horários do dia considerados como de pico. Outro fator que pode ter sido

determinante foi a não exploração na busca de outros hiper-parâmetros para cada modelo, o que

deixou os mesmos mais simples na busca por um padrão de uma variável com uma amostra de

dados mais complexa. Com isso, fica como sugestão também uma exploração maior sobre os

parâmetros de cada modelo utilizado para predição neste presente trabalho.

Com os resultados das métricas de avaliação apresentadas, precisamos garantir que

os modelos apresentados realmente estão trazendo resultados fidedignos e que os mesmos possam

ser utilizados em outras situações e com outros dados desconhecidos. Para isso, é preciso realizar

uma avaliação de cada modelo utilizado para a predição. Um bom modelo é aquele que fornece

boas previsões sobre os novos dados e evita o excesso de ajuste (overfitting) e a falta de ajuste

(underfitting).

Um modelo com excesso de ajuste ocorre quando o algoritmo de aprendizado de

máquina captura os outliers dos dados, e acaba ajustando muito bem os dados que treina, mas

obtém resultados ruins em novos conjuntos de dados. Esse modelo não possui muita utilidade

para prever situações em novos casos. Já um modelo com falta de ajuste ocorre quando o

algoritmo de aprendizado de máquina não pode capturar a tendência subjacente dos dados. A

falta de ajuste é geralmente o resultado de um modelo simples, em busca de resultados que

requerem mais complexidade.

Para verificar se ocorreu algum problema com os modelos, dividiu-se os conjuntos

de dados de treino em subconjuntos. O procedimento possuiu um único parâmetro chamado

k, que se refere ao número de subconjuntos nos quais o total dos dados de treino deveria ser

dividido. Este procedimento é chamado de validação cruzada. Foi utilizada a métrica RMSE

para este procedimento. O conjunto de dados de treino foi dividido em 4 subconjuntos, obtendo

assim 4 valores diferentes de RMSE, ao final foi calculado a média e o desvio padrão dos quatro

resultados obtidos. O procedimento foi realizado considerando os dois experimentos propostos.
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A seguir, a Tabela 11 mostra os resultados obtidos para cada modelo em cada experimento.

Tabela 11 – Resultados obtidos através da validação cruzada para os modelos considerando o

experimento 1.

Média Desvio Padrão

RF 10.48 1.65
GBRT 10.12 1.42

ADABOOST 10.48 1.65

Fonte – Elaborado pelo autor.

É perceptível que houve um considerável resultado dos modelos levando em

consideração a validação cruzada sobre os dados de treino, o valor do RMSE se manteve bem

próximo do que foi obtido por cada modelo através da avaliação da predição feita com os dados

de teste. Além disso, com o k = 4, a divisão entre os dados de treino deixou bem mais dados

para validação, o que pode abranger dados com características bem mais diferente do que os

dados utilizados para testar os modelos. Com isso, pode-se dizer que os modelos se caracterizem

pela capacidade de se generalizar para outros casos e cenários de predição.

A seguir é apresentada a Tabela 12 com os resultados obtidos através da validação

cruzada para os modelos abordando o experimento 2.

Tabela 12 – Resultados obtidos através da validação cruzada para os modelos considerando o

experimento 2.

Média Desvio Padrão

RF 10.55 1.03
GBRT 10.55 1.47

ADABOOST 12.92 1.32

Fonte – Elaborado pelo autor.

No experimento 2 é possível verificar que os modelos se adaptaram melhor para os

dados de treino, como mostra o resultado da média do erro obtida através da validação cruzada.

Os três modelos utilizados possuem uma característica semelhante que é o uso de

árvores de decisão para predição. A diferença nos resultados obtidos em cada modelo pode ser

atribuída às características dos dados disponíveis para treino, como as diferenças entre valores

da variável de interesse. Outro fator crucial também pode ser atribuído as técnicas e métodos
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utilizados para construir e avaliar os modelos. Nesse caso, foi considerado apenas duas variáveis

em comum aos três modelos para realizar o grid search na busca por hiper-parâmetros e avaliar

os mesmos. O refinamento de outros parâmetros de cada modelo pode melhorar a performance

individual dos modelos mais flexíveis. A quantidade de dados disponíveis para treino também

pode ocasionar variações nos resultados da performance, principalmente em pequenos conjunto

de dados.

O desafio abordado neste trabalho foi um dos desafios propostos pela competição

KDD CUP 2017, predição do volume de tráfego em praças de pedágio. Não foi possível realizar

uma comparação diretamente com os resultados dos primeiros colocados da competição, pois

a plataforma de submissão de resultados já não está mais disponível. A competição também

não disponibilizou informações dos dados que eram utilizados para avaliar as submissões. A

métrica de avaliação utilizada pela competição foi o MAPE, na Tabela 13 são mostrados os

resultados obtidos pelos três primeiros colocados na competição e os algoritmos de aprendizado

de máquina que cada um utilizou para chegar aos resultados, assim como, o melhor resultado do

MAPE alcançado neste trabalho com o RF aborbado no experimento 1.

Tabela 13 – Resultados dos 3 primeiros colocados na competição KDD CUP 2017 e o melhor

resultado obtido no presente trabalho.

Colocação Pontuação MAPE Modelo

1 0.120 Neural Network
2 0.129 Neural Network
3 0.132 Linear Regression

Presente Trabalho 0.129 Random Forest

Fonte – Elaborado pelo autor.

Outro fator importante também a ser levantado em relação a competição, é que a

mesma disponibiliza os dados de teste que não representa períodos do dia considerados como

horários de pico. Porém nas submissões para a plataforma os dados considerados para teste

representavam horários de pico no período da primeiras e das últimas 12 horas de um determinado

dia.
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9 CONCLUSÃO E TRABALHOS FUTUROS

Neste trabalho, foram realizados estudos para comparação de técnicas de

aprendizagem de máquina para a predição de fluxo de tráfego em praças de pedágio. Para fins de

comparação foram utilizados métodos ensemble de boosting e bagging, a fim de encontrar o

melhor modelo para predição de fluxo de tráfego em praças de pedágio. Foram usadas técnicas

para realizar uma engenharia de features para que as mesmas fossem usadas igualmente em cada

modelo. As features foram consideradas de forma igual para a execução dos dois experimentos

abordados, o primeiro considerou a amostra dos dados de treino apenas as janelas de tempo de

20 minutos começando a partir das 00:00h de cada dia. Já o segundo experimento, no intuito de

aumentar o tamanho da amostra dos dados de treino, considerou o deslocamento das janelas de

tempo a partir do início de cada dia, como, as janelas de tempo começando a partir das 00:00h,

00:05h, 00:10h e 00:15h de cada dia aumentando o tamanho da amostra de dados de treino 3

vezes mais do que a amostra considera no primeiro experimento.

Cada modelo foi analisado com base nas features escolhidas e considerando os dois

experimentos separadamente, com o intuito de ter os melhores parâmetros para cada modelo. O

modelo que obteve melhor desempenho para o primeiro experimento, de acordo com as métricas

de avaliação, foi o RF para a métrica MAPE e MAE, e o GBRT para a métrica RMSE. Já levando

em consideração o segundo experimento obteve-se os melhores resultados com os modelos RF

para as métricas MAPE e MAE e o modelo ADABOOST para a métrica de avaliação RMSE.

Com o trabalho concluído, alcançam-se os objetivos propostos e adquirem-se

informações valiosas para outros estudos e pesquisas relacionadas a mobilidade urbana. Apesar

dos bons resultados obtidos, ainda faz-se necessário mais estudos para otimização e avaliação

das predições.

Os resultados obtidos ainda têm a possibilidade de serem melhorados, e para estudos

futuros fica como sugestão para o problema o uso de modelos considerando verificar o

comportamento da predição para cada estação de pedágio e direção de fluxo de tráfego

separadamente. Bem como, realizar um estudo sobre os dados relacionados ao clima que foram

disponibilizados, afim de saber o quanto os mesmos podem influenciar no fluxo de tráfego.

É importante também buscar alguma forma de poder aumentar o tamanho da amostra

dos dados de treino sem que os mesmos percam sua identidade e diminuir a incidência dos

dados relacionados aos horários de pico de um determinado dia, assim possa vir a facilitar o

desempenho de modelos mais complexos. Importante salientar que não é possível usar dados
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muito antigos para predição de trafego, pois pode não representar tão fidedignamente o fluxo de

tráfego atual, comprometendo a capacidade de generalização dos modelos estimados. Novos

experimentos podem ser realizados utilizando os dados de dias correspondentes a feriados,

adicionando uma nova features que possa identificá-los e assim lidar também com esses dias

para treinar os modelos.

Outro tipo de abordagem que pode ser aplicada para esta predição é considerar

separadamente os dados de um determinado dia para treino, o ponto de separação seria entre as

primeiras 12 horas do dia e as últimas 12 horas do dia. Além disso, também considerar um estudo

mais aprofundado dos hiper-parâmetros dos modelos utilizados no presente trabalho, a fim de

tirar dos mesmos um melhor proveito para predição. Para facilitar a busca por valores ideais,

fica como sugestão o uso da técnica de early stopping, que consiste em demonstrar quantas

iterações podem ser executadas até que o modelo comece a se ajustar demais (overfitting). Assim

como também é importante considerar o uso de outras técnicas de aprendizado de máquina para

predição.



56

REFERÊNCIAS

ALVARENGA, G.; VIVEIROS, H.; CANALE, A. Estudo do impacto do pedágio no aumento do
tempo de viagem, no consumo de combustível e na geração de poluentes. Pesquisa e
Tecnologia Minerva, v. 6, n. 3, p. 263–271, 2006.

ARAÚJO, J. J. de. Características operacionais de praças de arrecadação de pedágio.
2001. Dissertacão (Mestrado em Transportes) - Escola de Engenharia de São Carlos,
Universidade de São Paulo, São Carlos, 2001.

ARMSTRONG, J. S.; COLLOPY, F. Error measures for generalizing about forecasting methods:
Empirical comparisons. International journal of forecasting, Elsevier, v. 8, n. 1, p. 69–80,
1992.

BERGSTRA, J.; BENGIO, Y. Random search for hyper-parameter optimization. Journal of
Machine Learning Research, v. 13, n. Feb, p. 281–305, 2012.

BREIMAN, L. Bagging predictors. Machine learning, Springer, v. 24, n. 2, p. 123–140, 1996.

CHAI, T.; DRAXLER, R. R. Root mean square error (rmse) or mean absolute error (mae)?
Geoscientific Model Development Discussions, v. 7, p. 1525–1534, 2014.

DRUCKER, H. Improving regressors using boosting techniques. In: ICML. [S.l.: s.n.], 1997.
v. 97, p. 107–115.

FARIA, B. S. d.; CAMPOS, V. B. G. Procedimento e protótipo computacional para
dimensionamento de uma praça de pedágio. Journal of Transport Literature, v. 6, n. 4, p.
38–58, 2012.

FREUND, Y.; SCHAPIRE, R. E. A decision-theoretic generalization of on-line learning and an
application to boosting. Journal of computer and system sciences, Elsevier, v. 55, n. 1, p.
119–139, 1997.

FRIEDMAN, J.; HASTIE, T.; TIBSHIRANI, R. The elements of statistical learning. [S.l.]:
Springer series in statistics New York, 2008. v. 2.

FRIEDMAN, J. H. Greedy function approximation: a gradient boosting machine. Annals of
statistics, JSTOR, p. 1189–1232, 2001.

FRIEDMAN, J. H. Stochastic gradient boosting. Computational Statistics & Data Analysis,
Elsevier, v. 38, n. 4, p. 367–378, 2002.

GÉRON, A. Hands-on machine learning with Scikit-Learn and TensorFlow: concepts,
tools, and techniques to build intelligent systems. [S.l.]: "O’Reilly Media, Inc.", 2017.

HAMNER, B. Predicting travel times with context-dependent random forests by modeling local
and aggregate traffic flow. In: IEEE. Data Mining Workshops (ICDMW), 2010 IEEE
International Conference on. [S.l.], 2010. p. 1357–1359.

HAN, J.; PEI, J.; KAMBER, M. Data mining: concepts and techniques. [S.l.]: Elsevier, 2011.

HYNDMAN, R. J.; KOEHLER, A. B. Another look at measures of forecast accuracy.
International journal of forecasting, Elsevier, v. 22, n. 4, p. 679–688, 2006.



57

IJ, C.; HINSBERGEN, J. van; SANDERS, F. Short term traffic prediction models. 2007.

MONARD, M. C.; BARANAUSKAS, J. A. Conceitos sobre aprendizado de máquina. Sistemas
Inteligentes-Fundamentos e Aplicações, v. 1, n. 1, 2003.

MYTTENAERE, A. D.; GOLDEN, B.; GRAND, B. L.; ROSSI, F. Mean absolute percentage
error for regression models. Neurocomputing, Elsevier, v. 192, p. 38–48, 2016.

OLIVEIRA, M. L. d. Fatores intervenientes na capacidade de atendimento de praças de
pedágio. Dissertação (Mestrado) — Programa de Pós-Graduação em Engenharia de Produção -
UFRGS, Porto Alegre, 2004.

OLIVEIRA, M. L. de; NETO, J. M. R.; CYBIS, H. B. B. A influencia do tamanho das filas na
capacidade de atendimento das praças de pedágio. 2003.

PONTES, T. F. Avaliação da mobilidade urbana na área metropolitana de Brasília. 2010.
275 f. Dissertação (Mestrado em Arquitetura e Urbanismo)-Universidade de Brasília, Brasília,
2010.

RZESZÓTKO, J.; NGUYEN, S. H. Machine learning for traffic prediction. Fundamenta
Informaticae, IOS Press, v. 119, n. 3-4, p. 407–420, 2012.

SCHAUFLER, A. E. Toll plaza design. [S.l.]: Transportation Research Board, 1997. v. 240.

SHRESTHA, D. L.; SOLOMATINE, D. P. Experiments with adaboost. rt, an improved boosting
scheme for regression. Neural computation, MIT Press, v. 18, n. 7, p. 1678–1710, 2006.

TIEFENSEE, M. D. Dimensionamento de cabines de cobrança em praças de pedágio. 2005.
Dissertação (Mestrado) — Universidade Federal do Rio Grande do Sul. Porto Alegre, 2005.

TORALLES, C. P.; PAULITSCH, N. da S. Restrição veicular e tributação: o pedágio urbano
enquanto solução urbanística e espécie tributária [i]. urbe. Revista Brasileira de Gestão
Urbana, Pontifícia Universidade Católica do Paraná, v. 2, n. 2, p. 179–190, 2010.

VLAHOGIANNI, E. I.; GOLIAS, J. C.; KARLAFTIS, M. G. Short-term traffic forecasting:
Overview of objectives and methods. Transport reviews, Taylor & Francis, v. 24, n. 5, p.
533–557, 2004.

ZHANG, Y.; HAGHANI, A. A gradient boosting method to improve travel time prediction.
Transportation Research Part C: Emerging Technologies, Elsevier, v. 58, p. 308–324, 2015.

ZIGNANI, R. d. C. Avaliação da escolha de rota dos motoristas frente à cobrança de
pedágio e rodovias de qualidades distintas. Dissertação (Mestrado) — Engenharia de
Produção da Universidade Federal do Rio Grande do Sul., 2007.


	Folha de rosto
	Agradecimentos
	Resumo
	Abstract
	Lista de abreviaturas e siglas
	Sumário
	Introdução
	Organização

	Objetivos
	Objetivo Geral
	Objetivos Específicos

	Fundamentação Teórica
	Mobilidade Urbana
	Praça de Pedágio
	Predição de Tráfego
	Aprendizado de Máquina
	Árvores de Decisão
	Ensemble Learning
	Random Forest
	Gradient Boosting Regression Tree
	AdaBoost

	Métricas de Avaliação dos Modelos
	Root Mean Square Error (RMSE)
	Mean Absolute Error (MAE)
	Mean Absolute Percentage Error (MAPE)


	Trabalhos Relacionados
	Predicting Travel Times with Context-Dependent Random Forests by Modeling Local and Aggregate Traffic Flow
	A gradient boosting method to improve travel time prediction 
	Fatores intervenientes na capacidade de atendimento de praças de pedágio
	Comparação entre os trabalhos relacionados e o proposto

	Problemática
	Desafios

	Procedimentos Metodológicos
	Coleta e Descrição dos Dados
	Análise e pré-processamento dos dados
	Aplicação da seleção de atributos
	Criação dos modelos preditivos
	Análise comparativa dos resultados obtidos

	Experimentos e Resultados
	Coleta e Descrição dos Dados
	Análise e pré-processamento dos dados
	Seleção de Hiper-Parâmetros e Aplicação dos Modelos
	Análise Comparativa dos Resultados Obtidos

	Discussão
	CONCLUSÃO E TRABALHOS FUTUROS
	REFERÊNCIAS

