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Resumo

Mapas topologicamente ordenados são técnicas de representação de dados baseadas em
redução de dimensionalidade com a propriedade especial de preservação da vizinhança

espacial entre os protótipos no espaço dos dados e entre suasrespectivas posições no espaço
de saída. Com base nesta propriedade, mapas topologicamenteordenados são aplicados
principalmente em agrupamento, quantização vetorial ou redução de dimensionalidade e
visualização de dados. Esta tese propõe uma nova classificação para os algoritmos de formação
de mapas topologicamente ordenados baseada no mecanismo decorrelação entre os espaços
de entrada e de saída, e descreve um novo algoritmo, baseado em computação evolucionária,
denominado EvSOM, para a formação de mapas topologicamenteordenado. As principais
propriedades do novo algoritmo são a sua flexibilidade para ponderação pelo usuário da
importância relativa das propriedades de quantização vetorial e de preservação de topologia no
mapa final, além de boa rejeição aoutliersquando comparado ao algoritmo SOM de Kohonen.
O trabalho desenvolve uma avaliação empírica destas propriedades. O EvSOM é um algoritmo
híbrido, neural-evolucionário, biologicamente inspirado, que se utiliza de conceitos de redes
neurais competitivas, computação evolucionária, otimização e aproximação iterativa. Para
validar sua viabilidade de aplicação, o EvSOM é estendido e especializado para a solução de
dois problemas básicos relevantes em processamento de imagens e visão computacional, quais
sejam, o problema de registro de imagens médicas e o problemade rastreamento visual de
objetos em vídeo. O algoritmo apresentou desempenho satisfatório nas duas aplicações.

Palavras-chaves: Mapa topologicamente ordenado, Algoritmo evolucionário, Registro de
imagem, Rastreamento visual de objetos.



Abstract

Topologically ordered maps are data representation techniques based on dimensionality
reduction with the special property of preserving the neighborhood between the data

prototypes lying in the data space and their positions on to the output space. Based on
this property, topologically ordered maps are applied mainly in clustering projected, vector
quantization or dimensionality reduction and data visualization. This thesis proposes a new
classification for the existing algorithms devoted to the formation of topologically ordered
maps, which is based on the mechanism of correlation betweenthe input and output spaces,
and describes a new algorithm based on evolutionary computation, called EvSOM, for the
topologically ordered maps formation. The main propertiesof the new algorithm are its
flexibility for consideration by the user of the relative importance of the properties of vector
quantization and topology preservation of the final map, andgood outliers rejection when
compared to the Kohonen SOM algorithm. The work provides an empirical evaluation of
these properties. The EvSOM is a hybrid , neural-evolutionary, biologically inspired algorithm,
which uses concepts of competitive neural networks, evolutionary computing, optimization
and iterative approximation approximation. To validate its application feasibility, EvSOM
is extended and specialized to solve two relevant basic problems in image processing and
computer vision, namely, the medical image registration problem and the visual tracking of
objects in video problem. The algorithm exhibits satisfactory performance in both aplications.

Palavras-chaves: Topologically ordered maps, Evolutionary algorithm, Image registration,
Visual object tracking.
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1 Introdução

Construir máquinas alimenta o sonho e desafia a inteligência dos homens desde o alvorecer
da humanidade. Durante séculos essas máquinas eram puramente mecânicas, ainda

assim chegando a um elevado grau de sofisticação, exigindo grande perícia dos artesãos para
construí-las. Máquinas representativas desse período sãoo relógio mecânico de precisão e os
instrumentos de navegação dos Séculos XV e XVI. Já nessa época o princípio de funcionamento
de muitas máquinas era de inspiração biológica, como demonstram os desenhos e algumas
das máquinas construídas por Leonardo da Vinci [Usher 1982]. Outras parecem ser mesmo
invenção do espírito humano, como a sofisticada máquina de calcular proposta por Charles
Babbage em 1822, inspirada no tear mecânico programável, capaz de ler padrões de cores em
cartões perfurados [Huskey & Huskey 1976]1.

Em dias atuais, a noção de máquina vai além daquela envolvendo um objeto físico,
adquirindo um caráter abstrato, de natureza lógico-matemática. Algoritmos são máquinas
abstratas cuja execução pode acontecer sobre variados substratos, incluindo as máquinas
mecânicas. O computador eletrônico digital forma um dos substratos mais sofisticados
conhecidos para a execução de algoritmos. Algoritmos executados por computadores digitais
são, por exemplo, usados para comandar sistemas com partes mecânicas capazes de sensoriar
e atuar no ambiente, criando-se robôs capazes de imitar muitas das atividades humanas. A
fronteira atual desse processo de evolução encontra-se na construção de algoritmos inspirados
no funcionamento da natureza (e.g. teoria da evolução), na fisiologia dos organismos
(e.g. imunologia), no comportamento social (e.g. matilhas, enxames, cardumes, etc.)

1Paralelamente, os avanços teóricos na compreensão e na modelagem matemática do comportamento dinâmico
dos sistemas lineares e não lineares davam suporte à construção de máquinas cada vez mais sofisticadas. Harold S.
Black (1927) desenvolve o amplificador com retroalimentação negativa cujo princípio regulador será a chave para
a cibernética [Black 1977, Mayr 1970]. Vannevar Bush (1931)constroi o analisador diferencial, um precursor do
moderno computador analógico. Alan M. Turing (1936) formalizou o conceito de algoritmo e computação ao criar
a máquina de Turing. M. Minsky e D. Edmonds (1950) construiram o primeiro computador neural.

Karl Ludwig von Bertalanffy (1950) inaugurou uma teoria geral dos sistemas a qual pretendia explicar o
comportamento dinâmico de sistemas tão variados quanto um circuito elétrico ou o crescimento de populações.
Bertalanffy caracterizou sistemas com modos de dacaimentoexponenciais, ou seja, compostos de modos cuja taxa
de variação instantânea seja proporcional ao estado atual do sistema.

Norbert Wiener (1948) foi o criador da cibernética, e, juntamente com outros pesquisadores, como John von
Neumann, Walter Pitts, Warren McCulloch e William Ross Ashby, entre outros, deram novo impulso na construção
de máquinas cada vez mais elaboradas. John von Neumann (1952) desenvolveu a teoria dos autômatos e criou
o princípio do computador digital, Ashby (1952) propôs e tentou construir um cérebro eletrônico inspirado no
cérebro humano e na teoria cibernética, McCulloch & Pitts (1943) descreveram o primeiro neurônio artificial e
o propuseram como o primeiro mecanismo de aprendizagem neural artificial. Donald Hebb (1949) demonstrou
um outro princípio de aprendizagem que ficou conhecido “Aprendizado de Hebb”. Com a criação do computador
digital muitas destas propostas podiam ser testadas na forma de algoritmos executados no computador de propósito
geral. Os trabalhos de McCulloch & Pitts foram precursores do estudo de redes neurais artificiais e Inteligência
Artificial (IA) [Russell & Norvig 2009]. A IA dedica-se à compreensão e construção de máquinas inteligentes.
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ou no funcionamento do cérebro (redes de neurônios). Nesse último caso, o avanço da
neurociência oferece ideias úteis para a construção de algoritmos que exibem, em algum grau,
comportamentos de adaptação, aprendizagem ou auto-organização.

Redes neurais artificiais (RNAs) são algoritmos biologicamente inspirados que procuram
mimetizar alguns aspectos do processamento da informação no cérebro humano. Esse
processamento se caracteriza por ser altamente distribuído e realizado por unidades simples
e de baixo consumo. Central ao entendimento de RNAs são os conceitos de neurônio e sinapse
artificiais. O neurônio é uma unidade de processamento operando sobre uma combinação
ponderada de entradas que chegam através de conexões chamadas sinapses. O conhecimento
atual da neurociência afirma que o cérebro humano é constituido de milhões de neurônios
interconectados por sinapses, formando, no entanto, regiões especializadas, tais como, o córtex
visual, que detecta estímulos visuais, o córtex sensorial primário, que recebe informação tátil,
ou ainda, o córtex motor primário, responsável pela produção dos movimentos voluntários.

Os modos de processamento da informação em algumas dessas regiões especializadas
inspiraram importantes algoritmos computacionais. É o caso dos mapas corticais, como o mapa
retinotópico no córtex visual [Hubel & Wiesel 1974], o mapeamento da superfície do corpo
para o córtex somatossensório [Kaas & Nelson 1979], ou o mapeamento tonotópico no córtex
auditivo [Suga & O’Neill 1979]. Além disso, auto-organização com preservação de topologia
também desempenha importante função no planejamento e coordenação das atividades motoras
dos organismos [Morasso & Sanguinetti 1995,Hoffmannet al. 2010].

As primeiras tentativas de construir modelos de redes neurais auto-organizáveis foram
motivadas essencialmente pelo propósito de simular computacionalmente a formação de mapas
corticais topologicamente ordenados []. Fortemente inspirados pelo trabalho pioneiro de
Hubel & Wiesel [Hubel 1962] sobre o processamento sensorialno córtex visual de gatos,
estes modelos buscavam simular o ordenamento topográfico das células nervosas corticais. A
principal constatação daquele estudo foi a de que neurôniospróximos no córtex representavam
regiões próximas do campo visual; ou seja, o córtex visual cria uma espécie de mapa espacial
do campo visual.

O estudo dos mapas topologicamente ordenados (MTOs) é de interesse tanto do
ponto de vista neurobiológico [Simpson & Goodhill 2011] ou da sua implementação em
hardware [Bamford, Murray & Willshaw 2010], quanto como uma ferramenta computacional
para aplicações diversas. Tais mapas têm sido aplicados comsucesso em processamento
de voz [Kohonen 2001], processamento de imagens [Ritter & Schulten 1989, Yin 2008],
robótica [Araújo & Barreto 2002] e em um número de outras aplicações [Ritter 1988,
Hulle 2010]. MTOs realizam operações de redução de dimensionalidade, agrupamento ou
quantização vetorial lançando mão de uma propriedade especial chamada preservação de
vizinhança entre dois espaços, o espaço dos dados e um espaçode saída. O espaço de
saída costuma ser um arranjo regular de nós igualmente espaçados, geralmente bidimensional,
aos quais estão associados vetores-protótipos. Grosso modo, a preservação de vizinhança
consiste em que pontos de dados que estão próximos um do outrono espaço de entrada
original são mapeados em neurônios que estão, por sua vez, próximos um do outro no
arranjo de saída, resultando assim em um mapeamento com preservação de topologia. Estas
duas propriedades, redução da redundância de informação, através de quantização vetorial, e
ordenamento topológico, imitam, aproximadamente, o que aparenta ocorrer no córtex visual.
A projeção ordenada gerada pelos MTOs é, também, ferramentaútel para visualização de
dados [Lee & Verleysen 2007].
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1.1 Motivação para o Trabalho

De modo sucinto, auto-organização é um processo autônomo peloo qual alguma forma
de ordem global emerge em uma população, a partir de interações e informações puramente
locais [Camazineet al. 2001]. Contrastando com esta definição, dois aspectos do
funcionamento da rede SOM (Self-Organizing Map) de Kohonen (2001) instigaram o início
desta pesquisa. A aprendizagem competitiva, que exige uma avaliação global do neurônio
vencedor; e a função vizinhança, que tem que iniciar com uma abertura cobrindo toda a grade
da rede e decair com o tempo para garantir a convergência, o que também requer avaliação
e atualização dos pesos globais, pelo menos no início do processo. Embora podendo-se
caracterizar que a rede SOM armazena conhecimento de forma distribuída, essas propriedades
exigem processamento essencialmente centralizado. A literatura especializada registra várias
propostas de algoritmos para a formação de mapas topologicamente ordenados que não
incorporam alguma dessas propriedades [Obermayer & Sejnowski 2001].

Além disso, o algoritmo SOM é usado para tarefas muito diversas, tais como agrupamento,
quantização vetorial, redução de dimensionalidade, aproximação de funções e de densidades, e
visualização de dados, ficando difícil caracterizar o que ele realmente faz e quais medidas de
qualidade utilizar na avaliação do mapa resultante.

As metaheurísticas populacionais apresentam a perspectiva de criação de novos paradigmas
de algoritmos para formação de MTOs [Handl, Knowles & Dorigo2006]. No entanto, algumas
propostas, utilizando ou não essas metaheurísticas, que dizem preservar a topologia dos dados,
não o fazem, ou se o fazem, fazem de modo muito limitado. Dentre as várias opções
para algoritmos de formação de mapas, resolveu-se investigar a abordagem de algoritmos
evolucionários.

1.2 Objetivos da Tese

Em ampla pesquisa bibliográfica constatou-se que a formaçãode mapas topologicamente
ordenados baseados em algorimos evolucionários é ainda incipiente tendo ampla margem para
ser explorada tanto no desenvolvimento de algoritmos quanto nas aplicações. A partir do
exposto na seção anterior e dessa constatção, esta tese trabalhou com o seguinte objetivo geral:

• Propor uma estratégia alternativa de formação de MTOs baseada em algoritmos
evolucionários, que não envolva a utilização explícita de uma função de vizinhança no
espaço de saída, tal qual proposta no algoritmo SOM.

O objetivo geral foi ainda desdobrado em dois objetivos específicos:

• Investigar a formação de MTOs através de algoritmos evolucionários, usando a correlação
cruzada como métrica de indução do ordenamento dos vetores-protótipos.

• Estender a estratégia de formação de MTOs proposta de modo a adaptá-la e aplicá-la
em problemas complexos, tais como registro de imagem e rastreamento de objetos em
seqüências de vídeo.
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1.3 Produção Científica

Ao longo desta pesquisa foram publicados os seguintes trabalhos científicos:

• J. E. B. Maia, G. A. Barreto e A. L. V. Coelho, On Self-organizing Feature Map (SOFM)
Formation by Direct Optimization through a Genetic Algorithm, In: 8th International
Conference on Hybrid Intelligent Systems (HIS 2008), 2008, Barcelona. Proceedings of
8th International Conference on Hybrid Intelligent Systems(HIS 2008). Los Alamitos :
IEEE Computer Society Press, Vol. 1. p. 661-666, 2008

• J. E. B. Maia, G. A. Barreto e A. L. V. Coelho, Uma Abordagem Evolucionária para a
Formação de Mapas Topológicos Auto-Organizáveis, Learning and Nonlinear Models,
Vol. 6, No. 2, pp. 154-166, 2008.

• J. E. Bessa Maia, A. L. V. Coelho e G. A. Barreto, Directly Optimizing
Topology-Preserving Maps with Evolutionary Algorithms: AComparative Analysis,
In: International Conference on Neural Information Processing (ICONIP 2008), 2009,
Auckland. Advances in Neuro-Information Processing, 15thInternational Conference,
ICONIP 2008, Revised Selected Papers, Part I - Lecture Notes inComputer Science
(LNCS). Berlin : Springer-Verlag, Vol. 5506. p. 1180-1187, 2009

• J. E. Bessa Maia, G. A. Barreto e A. L. V. Coelho, Image Registration by the Extended
Evolutionary Self-Organizing Map, In: European Symposiumon Artificial Neural
Networks, Computational Intelligence and Machine Learning, 2010, Bruges. Procs. of
18th European Symposium on Artificial Neural Networks, Computational Intelligence
and Machine Learning (ESANN 2010). Evere : d-side publications, Vol. 1. pp. 523-528,
2010.

• J. E. Bessa Maia, G. A. Barreto e A. L. V. Coelho, Evolving a Self-Organizing Feature
Map for Visual Object Tracking, In: 8th Workshop on Self-Organizing Maps (WSOM
2011), 2011, Espoo. WSOM 2011, 8th Workshop on Self-Organizing Maps - Lecture
Notes in Computer Science (LNCS). Berlin : Springer, Vol. 6731,p. 121-130, 2011.

• J. E. Bessa Maia, G. A. Barreto e A. L. V. Coelho, Visual Object Tracking by an
Evolutionary Self-Organizing Neural Network, Journal of Intelligent and Fuzzy Systems,
Vol. 22, pp. 61-89, 2011.

1.4 Organização do Restante da Tese

A leitura desta tese requer o acompanhamento de conceitos e notação oriundos de áreas
do conhecimento e de aplicações nem sempre proximamente relacionadas. O leitor notará
alguma redundância e repetição na apresentação de conceitos e da notação, mantidas assim
tendo dois propósitos em vista. O primeiro foi o de facilitara leitura, reduzindo os retornos às
definições da notação e a trechos conceituais anteriores. O segundo foi o de deixar cada capítulo
auto-contido ou quase isso. Com este último propósito, optou-se também por apresentar os
resultados pertinentes em cada capítulo. Entretanto, issofoi realizado com o cuidado de não
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estender excessivamente o texto. A seguir é apresentada umabreve descrição do conteúdo dos
capítulos restantes desta tese.

Capítulo 1 - Sobre a Formação de Mapas Topologicamente Ordenados

Este capítulo parte da constatação (premissa) de que qualquer algoritmo de formação de
mapas topologicamente ordenados contém algum mecanismo para induzir uma correlação entre
o espaço dos dados (entrada) e o espaço de saída (em geral, um arranjo ordenado regular de
neurônios). Revisa formalmente a literatura sobre as principais características dos MTOs,
quais sejam, auto-organização, quantização vetorial, preservação de topologia e o fator de
magnificação, e faz uma revisão abrangente dos princípios que regem os principais algoritmos
de formação de MTOs encontrados na literatura. Adicionalmente propõe uma classificação
para os algoritmos de formação de MTOs baseada no mecanismo de correlação utilizado entre
o espaço dos padrões e o espaço dos protótipos. Finalmente faz uma cobertura exaustiva das
propostas existentes de algoritmos evolucionários para a formação de MTOs.

Capítulo 2 - A Metaheurística EvSOM

Este capítulo descreve e avalia o algoritmo proposto EvSOM sobre três conjuntos de
dados sintéticos, adotando o algoritmo SOM de Kohonen [Kohonen 2001] como padrão de
comparação. O EvSOM é um algoritmo híbrido, neural-evolucionário, baseado em princípios
de computação evolucionária, redes neurais artificiais e sistemas auto-organizáveis. Descreve
detalhadamente a função de aptidão (fitness), os operadores genéticos de recombinação e
mutação, e as técnicas de seleção de reprodutores e de descendentes utilizadas. Compara o
desempenho do EvSOM frente ao SOM em relação às métricas erromédio de quantização, erro
topográfico ponderado, distorção localmente ponderada e coeficiente de correlação de Pearson.
Faz uma análise preliminar empírica da sensibildade da estratégia utilizada experimentando
com seis variantes do algoritmo básico, alterando os mecanismos de recombinação, as taxas
de mutação e as estratégias de seleção dos reprodutores e dosdescendentes. Nesta tese,
denominou-se também Metaheurística EvSOM o conjunto de algoritmos obtido mantendo-se
a função de aptidão e os operadores genéticos do EvSOM e variando-se os demais parâmetros
do algoritmo evolucionário.

Capítulo 3 - EvSOM-IR - Extensão do Algoritmo EvSOM para Registrode Imagem

Este capítulo descreve um algoritmo para registro de imagemmédica tendo como núcleo o
EvSOM. O problema do registro de imagem médica é detalhadamente descrito e uma minuciosa
revisão das soluções encontradas na literatura é apresentada. O EvSOM-IR, um algoritmo de
registro de imagem com o EvSOM embarcado, é do tipotemplate matchingcom restrições
estruturais. Ele é formalmente apresentado e é avaliado sobre três tipos de imagens médicas
obtidas de bancos de imagens públicos frequentemente utilizados para comparação nestes
trabalhos. O desempenho é comparado com os algoritmos bem conhecidos ICP (Iterative
Closest Point), TM (Template Matching) e com a ferramenta de registro interativo manual
disponível no Images MATLAB Toolbox (IMT). A figura de méritoé o desvio percentual médio
em translação, rotação e escala entre as imagens.

Capítulo 4 - EvSOM-VT - Extensão do Algoritmo EvSOM para Rastreamento Visual
de Objetos

Este capítulo apresenta detalhadamente o problema de rastreamento visual de objetos
em vídeo e faz uma revisão minuciosa das soluções encontradas na literatura para este
problema. O EvSOM-VT, um algoritmo de rastreamento visual de objetos com o EvSOM
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embarcado, é formalmente apresentado e é avaliado frente a filmes sintéticos e filmes reais.
O comportamente do algoritmo frente à oclusão parcial, auto-oclusão eoutliers é analisado
empiricamente. Para análise do desempenho são utilizados um filme sintético, um filme próprio
e um filme publicamente disponível, frequentemente utilizado em outros trabalhos de pesquisa.
O desempenho é comparado frente ao algoritmoDirect Trackinge a figura de mérito utilizada
é a raiz do erro quadrático médio (RMSE - Root Mean Squared Error).

Capítulo 5 - Conclusão

Este capítulo faz um apanhado geral das contribuições destetrabalho e das principais
conclusões, e aponta algumas perspectivas para trabalhos futuros.
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2 Sobre a Formação de Mapas
Topologicamente Ordenados

Este capítulo apresenta uma revisão de conceitos e algoritmos essenciais para a compreensão
do problema de formação de mapas topologicamente ordenados(MTOs). A linha de

raciocínio seguida é a seguinte. Primeiro, o algoritmo SOM de Kohonen é descrito de maneira
rigorosa e os aspectos qualitativos relevantes do seu funcionamento são destacados. Dada a sua
importância, ele será usado como referência no restante do capítulo. Em seguida, é feita uma
revisão da sua gênese enquanto modelo biologicamente inspirado e da sua interpretação como
um procedimento iterativo de minimização de uma função de energia. Nas seções seguintes,
quatro importantes propriedades dos mapas topográficos sãorevisadas: quantização vetorial,
ordenamento topológico, fator de magnificação e convergência. Finalmente, é apresentada
uma revisão dos mais importantes algoritmos de formação de mapas topográficos com base
no mecanismo utilizado para a formação de mapas topologicamente ordenados.

2.1 O Algoritmo SOM

Credita-se a Kohonen (1982) a proposição do primeiro algoritmo computacionalmente
eficiente, embora menos biologicamente plausível, para a formação de MTOs, de modo
auto-organizado, ao introduzir o popular algoritmo SOM (Self-Organizing Map). Originalmente
pensado como uma versão simplificada do modelo de von der Malsburg (1973), o algoritmo
SOM tornou-se uma das mais importantes arquiteturas de redes neurais auto-organizáveis,
com inúmeras aplicações importantes em reconhecimento de padrões, especialmente como
técnica de visualização e de redução de dimensionalidade [Flexer 2001]. Grosso modo,
o algoritmo SOM é uma técnica de quantização vetorial1 que tenta preservar relações de
distâncias (proximidade) entre os padrões de entrada em um arranjo uni-, bi- ou tridimensional
de neurônios de saída. Em outras palavras, padrões que estãopróximos um do outro no espaço
de entrada original são mapeados em neurônios que estão, porsua vez, próximos um do outro no
arranjo de saída, resultando assim em um mapeamento (ou projeção) que preserva a topologia
do espaço de entrada.

Mais especificamente, o algoritmo SOM é uma rede neural de aprendizagem competitiva
não-supervisionada cujos neurônios são dispostos regularmente espaçados em um arranjo
geométrico de saída. O número de neurônios e a dimensão do arranjo devem ser definidos
previamente. A Figura 1 ilustra este mapeamento para uma rede SOM bidimensional.

1Ou seja, os dados são representados por vetores-protótipos, que no contexto de redes neurais recebem o nome
de vetores de peso.
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Espaço de entradaX Espaço de saídaA
(contínuo) (discreto)

Figura 1: Representação do mapeamentoΩ construído por uma rede SOM bidimensional

Cada neurônio está associado a um vetor de pesos representando o centróide de uma região
particular do espaço de padrões. Dá-se o nome de célula de Voronoi à região de domínio de
um dado vetor de pesos2. Os vetores de pesos têm a mesma dimensão dos padrões de entrada.
Este trabalho adota a seguinte notação matemática:N é o número de neurônios;L é o número
de padrões de entrada,P é a dimensão do espaço de entrada,w j(wr ) ∈ R

P é o vetor de pesos
do neurônioj (na posiçãor ), wi ∈ R

P é o vetor de pesos do neurônio vencedor,W é a matriz
N×P de pesos dos neurônios,x ∈ R

P é um padrão de entrada particular,X é a matrizL×P de
padrões de entrada,X é o espaço de entrada,A é o espaço de saída, ou seja, o arranjo,r j é o
vetor de coordenadas doj-ésimo neurônio neste arranjo,Ω é a transformação deX emA , e
Ω−1 é a transformação inversa, deA emX .

O treinamento da rede SOM compõe-se de dois mecanismos básicos. Primeiro, uma
estratégia competitiva do tipowinner-take-all(WTA) é usada para a seleção de um único
neurônio vencedor para cada padrão de entrada; por exemplo,o neurônio vencedor é aquele
cujo vetor de pesos é o mais próximo do padrão de entrada em termos de distância euclidiana.
Segundo, uma estratégia cooperativa faz uso de uma função devizinhança centrada na posição
do neurônio vencedor no arranjo de saída para atualizar também os vetores de pesos dos
neurônios em torno do vencedor. A atualização dos vetores depesos do neurônio vencedor
e de seus vizinhos no arranjo de saída é sempre na direção do padrão de entrada.

A conseqüência da abordagem cooperativa é que os vetores de pesos daqueles neurônios
que estão mais próximos ao neurônio vencedor são atualizados mais fortemente na direção do
padrão de entrada atual. Por sua vez, observa-se que após um número suficiente de iterações
de treinamento, o trabalho conjunto das estratégias competitiva e cooperativa subjacentes ao
algoritmo SOM promove o surgimento de um mapa computacionalem que a preservação de
topologia é uma notável propriedade emergente.

Pseudo-código para o algoritmo SOM

1. Iniciar (aleatoriamente) os vetores de pesos:w j(0), j = 1, . . . ,N.

2. Selecionar os padrões de entradax de acordo com uma distribuição de probabilidade
p(x).

3. Encontrar o índice do neurônio vencedori(x) na iteraçãon, utilizando o critério da
distância euclidiana mínima:

2Os termos campo receptivo ou região de atração também são comuns no jargão da área.
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i(x) = argmin
∀ j

∥
∥x(n)−w j(n)

∥
∥ , j = 1, . . . ,N. (2.1)

4. Atualizar os vetores de pesos dos neurônios de acordo com aseguinte expressão:

w j(n+1) = w j(n)+η(n)hi, j(n)
[
x(n)−w j(n)

]
, (2.2)

em queη(n) é a taxa de aprendizagem,hi, j(n) é uma função vizinhança centrada em torno
da coordenadar i do neurônio vencedor no arranjo de saída, sendo a função vizinhança
do tipo gaussiana uma das mais usadas:

hi, j(n) = exp
(

−β (n)
∥
∥r i − r j

∥
∥2
)

, (2.3)

em queβ (n) = 1/2σ2(n). É importante destacar que, para garantir a convergência do
algoritmo SOM, as seguintes condições devem ser observadas:

η(n)→ 0 eσ(n)→ 0, paran→ ∞.

5. Repetir os passos 2-5 até que nenhuma alteração significativa nas posições dos protótipos
seja observada. Neste caso, diz-se que a rede convergiu.

A propriedade de preservação de topologia pode ser expressade forma simplificada da
seguinte maneira. Considere quex1 e x2 são dois padrões de entrada separados entre si por
uma distânciad(x1,x2) = ‖x1−x2‖. Considere também que as coordenadas dos neurônios
vencedores no arranjo de saída parax1 e x2 são representadas porr1 e r2, respectivamente. A
distância entre as duas coordenadas é dada pord(r1, r2) = ‖r1− r2‖. Assim, diz-se que o MTO
preserva relações de proximidade entre os padrões de entrada na projeção destes no arranjo de
saída, se à medida qued(x1,x2)→ 0, for observado qued(r1, r2)→ 0.

A definição acima só é válida em um sentido (a saber, do espaço de entrada para o espaço
de saída). Em outras palavras, o fato de dois neurônios estarem próximos no arranjo de saída
não implica necessariamente que os padrões neles mapeados também o estejam no espaço de
entrada. A única situação em que a preservação de topologia éobservada nos dois sentidos
dá-se quando o espaço de entrada e o de saída tem a mesma dimensão (e.g., os padrões de
entrada têm duas componentes e o arranjo de saída é bidimensional). Neste caso, diz-se que o
espaço de entrada e o de saída são isomórficos.

Para garantir a convergência e um mapa topologicamente ordenado, o escalonamento dos
parâmetrosη(n) eσ(n) deve ser cuidadoso. Diz-se que o processo de ajuste dos pesos, partindo
de uma configuração inicial aleatória até a configuração finalordenada passa por duas fases:
uma fase inicial de ordenamento, na qual os valores deη(n) e σ(n) são altos, e uma fase
de convergência, durante a qual esses valores são pequenos equase não se alteram. Leis de
decaimento exponencial são recomendadas em Ritter et al. (1992), dadas por:

η(n) = η0.

(
η f

η0

) n
τ1

(2.4)

e,

σ(n) = σ0.

(
σ f

σ0

) n
τ2
, (2.5)
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ondeη0 eσ0 são os valores iniciais,η f eσ f são os valores finais, eτ1 eτ2 são as constantes de
tempo que determinam a velocidade de redução destes parâmetros. Dessa forma, os processos
de competição, cooperaçãoe ajuste dos pesosse repetem tanto na fase de ordenamento
quanto na fase de convergência, mas com valores diferentes dos parâmetros. Além disso, as
seguintes condições da teoria da aproximação estocástica devem ser satisfeitas para garantir a
convergência [Robbins & Monro 1951]:

lim
t→∞

[
t

∑
n=0

η(n)

]

= ∞, (2.6)

e

lim
t→∞

[
t

∑
n=0

η2(n)

]

< ∞. (2.7)

Essas condições são satisfeitas pelas leis de decaimento exponenciais das Equações (2.4) e (2.5).

Uma propriedade da rede SOM, assim como de outros algoritmosde quantização vetorial, é
que ele particiona o espaço de entrada em regiões convexas caracterizadas pela propriedade de
que cada ponto no interior deste espaço está mais próximo do vetor de pesos da sua região do
que do vetor de pesos de qualquer outra região. Um particionamento deste tipo é chamado
particionamento de Voronoi (Voronoi tessellation) e cada região é chamada uma célula de
Voronoi. A aparência geométrica das células de Voronoi no plano pode ser vista na Fig. 2(a).
Formalmente, em um espaço de dimensãoP, a j-ésima região,Rj , com centróide emw j , é
definida por

Rj =
{

x,x ∈ R
P |
∥
∥x−w j

∥
∥≤ ‖x−wk‖ ,∀k 6= j

}
. (2.8)

A triangulação de Delaunayé o dual das linhas retas do diagrama de Voronoi. Ela
é obtida conectando todos os pareswi ,w j ∈ W para os quais as células de VoronoiVi e
Vj correspondentes compartilham uma aresta. No plano, a cada aresta da triangulação de
Delaunay corresponde uma aresta perpendicular no diagramade Voronoi, vide Fig.2(b). Para
uma dimensão arbitráriaP, a triangulação de Delaunay de um conjunto de pontos emwi ∈ R

P

é definida pelo grafo cujos vértices são oswi e cujamatriz de adjacênciasA =
[
ai j
]
, com

ai j ∈ {0,1}, i, j = 1, ...,N assume valor 1 seVi ∩Vj 6= /0. Ou seja, dois vértices estão conectados
por uma aresta se suas células de Voronoi são adjacentes.

No estado de convergência, uma rede SOM devidamente treinada, e que tenha utilizado
a função de vizinhança dada pela Equação (2.3), minimiza estocasticamente a Distorção
Localmente Ponderada (DLP) [Ritter & Schulten 1988], que é a soma das distâncias quadradas
ponderadas pela função de vizinhança, dada por

DLP(W) =
L

∑
i=1

N

∑
j=1

hi j
∥
∥xi −w j

∥
∥2

, (2.9)

ondeL é o número de padrões no conjunto de treinamento eN é o número de neurônios.
Esta equação é definida para um conjunto discreto de padrões de entrada tal que nenhum deles
coincida com uma fronteira das células de Voronoi3. Sob esta hipótese, a regra de atualização
da rede SOM pode ser obtida diferenciando o funcionalDLP(W) em relação aos vetores de

3Numa amostra discreta esse evento tem probabilidade zero.
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(a) (b)

Figura 2: (a) Particionamento de Voronoi para uma rede SOM. Os pontos pretos representam
os vetores protótipos e as linhas retas são fronteiras de células de Voronoi. (b) Triangulação de
Delaunay correspondente.

pesos, desconsiderando as descontinuidades nas fronteiras das células de Voronoi:

∂DLP(W)

∂w j
= 2

L

∑
i=1

hi j
(
xi −w j

)
. (2.10)

Da Equação (2.10) obtém-se a regra de Kohonen para a rede SOM.Esta regra, portanto,
aproxima o gradiente descendente estocástico daDLP. Entretanto, como será visto na
Seção 2.5, essa função erro não pode ser uma função energia devido às descontinuidades nas
fronteiras das células de Voronoi.

2.2 Aprendizagem Hebbiana e Inibição Lateral

A rede SOM é um modelo matemático abstrato, simples de ser implementado e pode
ser usado como um algoritmo computacionalmente eficiente para formação de MTOs sem
associá-lo a qualquer processo natural. No entanto, a concepção da rede SOM faz parte de uma
linha de pesquisa em neurociências que procura modelar o funcionamento de alguns processos
sensoriais e neurais, especialmente o funcionamento conjunto da retina e do córtex visual. A
retina constitui-se de uma rede neural complexa que pré-processa a informação recebida das
células fotossensíveis antes de entregá-la ao córtex visual através de cerca de cem milhões de
axônios (nervos óticos) [Yin 2008].

O paradigma comumente aceito baseia-se em um processo de aprendizado competitivo, não
supervisionado, resultando em um processo de auto-organização. A auto-organização emerge
como resultado da interação entre dois mecanismos fundamentais: competição e correlação.
Quando cada estímulo é apresentado, os neurônios competem entre si pela posse da informação
de entrada. O neurônio vencedor modifica seus pesos no sentido de fortalecer sua correlação
com esta entrada. A base desta auto-organização é o postulado da aprendizagem hebbiana
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declarado em Hebb(1949): “Quando um axônio da célula A está próximo o suficiente para
excitar uma célula B, e persistentemente e repetidamente toma parte em excitá-la, algum
processo de crescimento ou mudança metabólica acontece em uma ou em ambas as células
de forma tal que a eficiência das células A como excitadoras das células B, aumenta.”

Matematicamente, a regra da aprendizagem hebbiana pode serescrita como [Haykin 1994]

∂wi j (t)

∂ t
= αxi(t)y j(t), (2.11)

ou, na sua aproximação discreta,

wi j (t +1)−wi j (t)

h
∼= αxi(t)y j(t), (2.12)

a qual, sem perda de generalidade, fazendoh= 1, leva à

wi j (t +1)∼= wi j (t)+αxi(t)y j(t), (2.13)

ondeα é a taxa de aprendizagem positiva(0<α < 1), xi ey j são as ativações dos dois neurônios
envolvidos, ewi j é o peso da sinapse entre eles. Segundo a Equação (2.13), a mudança no
peso sináptico é proporcional à correlação entre uma entrada e sua saída associada. Se a
entrada e a saída são ambas não nulas e de sinais iguais, o pesoque as conecta é fortalecido
(xi(t)y j(t) > 0), caso contrário ele é enfraquecido (xi(t)y j(t) ≤ 0). Desta forma, pelo menos
teoricamente, dados dois conjuntos de neurônios totalmente interligados por sinapses com
pesoswi j é possível montar um conjunto de equações diferenciais acopladas que modelam a
dinâmica do aprendizado auto-organizado. Esta é a abordagem usada em trabalhos pioneiros
em aprendizado auto-organizado, tais como os de Von der Malsburg (1973) e Grossberg (1976).

Se o conceito de aprendizagem hebbiana for aplicado diretamente na forma que está
expressa na Equação (2.13), levará rapidamente a soluções com pesoswi j saturados ou
ilimitados (positiva ou negativamente). Uma solução para este problema é incluir um termo
de “esquecimento” para prevenir o crescimento ou decrescimento exagerado dos pesos.
Equivalentemente, Oja (1989) propôs uma fórmula de normalização de cada peso que introduz
naturalmente um termo de esquecimento na fórmula da aprendizagem hebbiana:

wi j (t +1) =
wi j (t)+αxi(t)y j(t)

{

∑∀i
[
wi j (t)+αxi(t)y j(t)

]2
}1/2

, (2.14)

cuja expansão em série de potência leva, paraα pequeno, a

wi j (t +1) = wi j (t)+α(t)
[
xi(t)−y j(t)wi j (t)

]
+O(α2), (2.15)

ondeO(α2) representa termos de segunda ordem e ordens superiores emα e que podem ser
ignorados quandoα é pequeno. De fato, mostra-se que o algoritmo de Oja aplicadoa um
neurônio extrai a componente principal do conjunto de dados[Oja 1989].

Por outro lado, foi amplamente observado que mapas corticais constróem projeções
topograficamente ordenadas dos dados sensoriais realizando eficientemente redução de
dimensionalidade e extração de características [Miikkulainen et al. 2005]. Von der Malsburg
(1973) e Willshaw & Von der Malsburg (1976) foram os primeiros a desenvolverem, na forma



2.2 Aprendizagem Hebbiana e Inibição Lateral 26

matemática, o mapeamento topograficamente auto-organizado, usando como modelo a projeção
ordenada de uma camada bidimensional de neurônios da retinavisual (pré-sináptica) para uma
camada bidimensional de neurônios no córtex visual (pós-sináptico).

A idéia básica foi que [Willshaw & Malsburg 1976]: “ (...) a proximidade geométrica
das células pré-sinápticas é codificada na forma de correlações na sua atividade elétrica. Estas
correlações podem ser usadas na camada pós-sináptica para reconhecer os axônios das células
pré-sinápticas vizinhas e conectá-las às células pós-sinápticas vizinhas produzindo assim um
mapeamento contínuo (...)”. Esta idéia é implementada através de conexões laterais na camada
de saída. Tal modelo usa conexões excitatórias de curto alcance entre as células próximas,
que assim se reforçam mutuamente, e conexões inibitórias delongo alcance para prevenir o
espalhamento desse efeito para muito distante.

Matematicamente, no modelo de von der Malsburg (1973) e Willshaw & Von der Malsburg
(1976), as atividades pós-sinápticas

{
y j(t), j = 1,2, ...,Ny

}
, no tempo contínuot, são expressas

como
∂yi(t)

∂ t
+cyi(t) = ∑

j
wi j (t)xi(t)+∑

k

eiky∗k(t)−∑
k′

bik′y
∗
k′(t), (2.16)

ondec é uma constante de membrana,wi j é a intensidade do peso sináptico entre as célulasi e
j, nas camadas pré-sináptica e pós-sinaptica, respectivamente,{xi(t), i = 1, ...,Nx} é o estado da
célula pré-sináptica, igual a 1 se a célula está ativa e 0 em caso contrário,ei j ebi j são constantes
de excitação de curto alcance e de inibição de longo alcance,respectivamente, ey∗j (t) é uma
célula ativa na camada pós-sináptica. A célula pós-sináptica é ativada se sua excitação fica
acima de um limiar, ou seja,

y∗i (t) =

{
yi(t)−θ , se yi(t)> θ

0, caso contrário.
(2.17)

Os pesos sinápticos entre as células apropriadas nas camadas de entrada e de saída são então
modificados de acordo com a regra da aprendizagem hebbiana:

∂wi j (t)

∂ t
= αxi(t)y

∗
j (t), sujeito a

1
N ∑

i
wi j = cte, (2.18)

ondeα é a taxa de aprendizagem e a normalização corresponde a uma limitação de recurso,
aplicada após cada iteração, que serve para prevenir os pesos sinápticos de tornarem-se muito
grandes em amplitude.

Kohonen (1982) simplificou as regras de aprendizagem dadas pelas Equações (2.17) e
(2.18), mas manteve as propriedades relevantes que levam à ordenação topológica, quais sejam,
a aprendizagem hebbiana e o mecanismo de interconexão lateral. A função de vizinhança
hi j na Equação (2.2) simula a interconexão lateral e, ao invés danormalização, um termo de
“esquecimento” é incluído com sinal negativo, chegando à Equação (2.2).

A função vizinhança pode ser entendida como uma versão simplificada da função
chapéu mexicano [Haykin 1994], muito usada em modelos auto-organizáveis de inspiração
neurobiológica para definir a natureza das interações laterais (se inibitória ou excitatória) entre
neurônios vizinhos. De acordo com essa função, o neurônio mais ativo excita os neurônios em
sua vizinhança imediata, enquanto neurônios mais distantes são inibidos. Kohonen eliminou
a necessidade de conexões laterais inibitórias, ao permitir apenas iterações laterais excitatórias
entre neurônios vizinhos implementadas por meio de uma função vizinhança positiva centrada
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no neurônio vencedor. Portanto, o uso da função vizinhança éuma forma prática de se emular a
formação de respostas localizadas similares àquelas obtidas pelo uso de conexões laterais e da
função chapéu mexicano. Haykin (1994) destaca que o principal propósito da função vizinhança
é correlacionar as direções de ajuste dos vetores de pesos dos neurônios que compõem a
vizinhança do vencedor com a direção de ajuste deste. No início do treinamento, a vizinhança
deve ser larga, de modo que praticamente todos os vetores de pesos são alterados na mesma
direção. À medida que a largura da vizinhança diminui com o tempo, o número de neurônios
cujas direções de atualização dos pesos são correlacionadas entre si também diminui. O efeito
final é a emergência da propriedade de preservação de topologia.

2.3 Medidas de Ordenamento Topológico

MTOs realizam projeções ordenadas que combinam aspectos dequantização vetorial com
ordenamento topológico. A qualidade da quantização vetorial é geralmente medida pelo erro
de reconstrução. A preservação de topologia é o que distingue os algoritmos de formação de
MTOs dos algoritmos de quantização vetorial clássicos, como, por exemplo, LBG [Linde, Buso
& Gray 1980] e K-médias [Everitt, Landau & Leese 2001]. A preservação de topologia pode ser
explorada para reduzir os efeitos do ruído na transmissão dedados quantizados [Ibnkahla 2000],
para interpolar entre pontos de dados [Saleemet al. 2007], para melhorar a visualização de
dados com alta dimensão [Lee & Verleysen 2007], dentre inúmeras outras aplicações [Kohonen
2001].

Várias medidas já foram propostas para avaliar a qualidade do ordenamento topológico
gerado por um dado algoritmo. Para estudá-las, é necessáriodistinguir entre os termos
ordenamento topológico, preservação da vizinhança por postose preservação da topologia
métrica[Bauer, Herrmann & Villmann 1999]. Esses termos, ilustradosna Figura 3, representam
diferentes conceitos ou critérios de verificação de ordenamento topológico. Eles são explicados
aqui através de um exemplo. A Figura 3(a) mostra um ordenamento perfeito pelos três critérios.
O mapa 3(b) viola a topologia por qualquer dos critérios. O mapa 3(c) é topologicamente
ordenado e atende o critério de vizinhança por postos, mas viola o ordenamento métrico pois
dX (w1,w2)< dX (w3,w4) enquantodA (1,2)> dA (3,4). O mapa 3(d) atende o ordenamento
topológico mas viola os ordenamentos métrico e por postos. Para ver a violação do ordenamento
por postos, observe que os dois primeiros vizinhos da unidade 3 no espaço de saída são 2 e 4
enquanto os dois primeiros vizinhos dew3 sãow1 e w2. O ordenamento métrico é também
violado já quedX (w3,w4) > dX (w3,w1) enquantodA (3,4) < dA (3,1). Aqui dS (x,y)
representa a distância entrex ey medida no espaçoS .

As subseções seguintes discutem as propriedades de cinco medidas importantes e
frequentemente citadas na literatura, a saber: Erro Topográfico [Kohonen 2001], Preservação
da Topologia Métrica [Bezdek & Pal 1995], Produto Topográfico[Bauer & Pawelzik 1992],
Função Topográfica [Villmannet al. 1997] e a MedidaC [Goodhill & Sejnowski 1997].
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Figura 3: Três critérios de ordenamento topográfico: topológico, por postos e métrico. O mapa
(a) é topograficamente perfeito pelos três critérios. O mapa(b) viola a topografia por qualquer
dos critérios. O mapa (c) é topologicamente ordenado e atende o critério de vizinhança por
postos mas viola o ordenamento métrico. O mapa (d) atende o ordenamento topológico mas
viola os ordenamentos métrico e por postos.

2.3.1 Erro Topográfico

O índice mais simples e comumente utilizado para avaliar a preservação de topologia de
um MTO é o Erro Topográfico (ET) [Kohonen 2001], definido como

ET(X,W) =
1
L

L

∑
l=1

Ψ(xl ,w1, ...,wN) , (2.19)

em queW denota o conjunto completo dos vetores de pesos eΨ(xl ,w1, ...,wN) ∈ [0,1] é uma
função dada por

Ψ(xl ,w1, . . . ,wN) =

{
1, se‖r1(xl )− r2(xl )‖ ≤

√
2,

0, em caso contrário.
(2.20)

em quer1(xl ) e r2(xl ) são, respectivamente, as coordenadas no arranjo de saída dos neurônios
cujos vetores de pesos são o mais próximo e o segundo mais próximo do padrão de entradaxl .

Em poucas palavras, o índiceET é um indicador da propriedade de preservação de
vizinhança, ao quantificar a proporção de pontos cujos dois vetores de pesos mais próximos
não são adjacentes no arranjo de saída.

2.3.2 Preservação da Topologia Métrica

Preservação da Topologia Métrica (Metric Topology Preservation - MTP), proposta por
Bezdek e Pal (1995), avalia a posição relativa de todos os vizinhos de cada ponto do arranjo
de saída e de sua projeção no espaço de entrada. Por essa definição,Ω é uma transformação
com preservação da topologia métrica se, e somente se, para qualquerwr , sewr ′ é o k-ésimo
vizinho mais próximo emX (espaço de entrada),r ′ é o k-ésimo vizinho mais próximo der em
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A (espaço de saída).

Esta noção de preservação de topologia representada por correlações ordinais pode ser
quantificada pelo coeficiente de correlação de postos (ou de ordem) de Spearman [Bezdek &
Pal 1995], dado por:

ρs(bX ,bA ) = 1− 1
T3−T

(

6
T

∑
k=1

(bA (k)−bX (k))2

)

. (2.21)

Na Equação (2.21),T = N(N−1)/2 é o número de distâncias entre quaisquer dois vetores de
pesos emX ebA (k) ebX (k) são a ordem (posto ourank) do k-ésimo vizinho nas respectivas
sequências dos valores de distâncias ebX , ebA são vetores de postos.

O coeficiente de Spearman mede a intensidade da relação entrevariáveis ordinais. Para isso,
usa, em vez do valor observado, apenas a ordem das observações. Assim sendo, este coeficiente
não é sensível à presença deoutlierse nem à distribuição dos pesos.

2.3.3 Produto Topográfico

O Produto Topográfico (PT) relaciona, para cada neurônio, a sequência de vizinhos no
espaço de entrada com a sequência dos vizinhos no espaço de saída. Uma sequência de
argumentos heurísticos leva à seguinte fórmula dePT [Bauer & Pawelzik 1992]:

PT =
1

N2−N
×

N

∑
j=1

N−1

∑
k=1

log





k

∏
l=1

dX

(

w j ,wnA
l ( j)

)

dX

(

w j ,wnX
l ( j)

)
dA

(
j,nA

l ( j)
)

dA

(
j,nX

l ( j)
)





1/2k

, (2.22)

onde, para cada unidadej, dX (ou dA ) é a sequência ordenada das distâncias entre os vetores
de pesos (ou índices) as quais determinam a sequência dos vizinhos enA

l ( j) (ou nX
l ( j)) é o

l -ésimo vizinho do neurônioj no espaçoA (ouX ).

Além da medida quantitativa do ordenamento topológico, o sinal de PT indica
aproximadamente a relação entre as dimensões dos espaços deentrada e de saída [Bauer &
Pawelzik 1992]. Quando o espaço de entrada é de muito menor dimensão que o espaço de saída
resulta emPT < 0, já PT = 0 indica um casamento aproximado ePT > 0 corresponde a um
espaço de entrada de muito maior dimensão. O cálculo dePT mistura propriedades métricas e
topológicas, o que torna difícil caracterizar com precisãoo que ele realmente mede. Segundo
Bauer et al. (1999), isso é resultado da sua concepção heurística [Bauer, Herrmann & Villmann
1999].

2.3.4 Função Topográfica

A Função Topográfica [Villmannet al. 1997] utiliza distâncias sobre um grafo em vez
de distâncias euclidianas. Um grafo de relações de vizinhança entre os ponteiros (vetores de
pesos) é construído pelo método dos polígonos de Voronoi projetados no espaço de entrada. As
distâncias entre quaisquer dois ponteiros podem então ser calculadas como distâncias sobre esse
grafo. A função topográfica mede o desvio topológico contando, para cada par de vizinhos mais
próximos em um dos espaços, a ordem da vizinhança do par correspondente no outro espaço.
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Especificamente, para cada coordenadar , a funçãofr (k) é calculada como:

fr (k)
de f
= #

{

r ′|
∥
∥r − r ′

∥
∥

max> k; dGX

(
r , r ′
)
= 1
}

, (2.23)

fr (−k)
de f
= #

{

r ′|
∥
∥r − r ′

∥
∥

max= 1; dGX

(
r , r ′
)
> k
}

, (2.24)

ondedGX denota a distância sobre o grafo no espaço de entrada,k= 1, ...,N−1 e #{.} denota
a cardinalidade de um conjunto. As distâncias sobre o grafo no espaço de saída diferem para
direções diferentes. A Função TopográficaΦ é então definida por

Φ(k)
de f
=







1
N ∑r ′∈A fr ′ (k) k> 0

Φ(+1)−Φ(−1) k= 0
1
N ∑r ′∈A fr ′ (k) k< 0

(2.25)

Assim definida,Φ ≡ 0 se os mapeamentos diretoΩ e inversoΩ−1 são contínuos com respeito
a essa medida topológica. Bauer et al. (1999) sugerem que, se informações menos detalhadas
forem suficientes, considere simplesmente a diferençaΦ = Φ(+1)−Φ(−1).

2.3.5 A Medida C

Goodhill e Sejnowsky (1997) propõem um funcionalC(Ω) para caracterizar mapeamentos
biunívocos ou bijetores. A intenção é que a medidaC seja uma expressão geral que unifica
diversos índices anteriores, sendo instanciada ao se adotar diferentes critérios de otimização
com base no uso de diferentes métricas de distância. A expressão geral do funcionalC é dada
por

C(Ω) =
1
2∑

r
∑

r ′ 6=r
dX (wr ,wr ′)dA

(
r , r ′
)
. (2.26)

Aqui wr , wr ′ , r e r ′ são como anteriormente definidos. Assim,C(Ω) é o resultado do produto
de distâncias nos espaços de entrada e de saída. Esta medida assume seu valor mínimo
se o ordenamento das distâncias coincidem em ambos os espaços. Goodhill & Sejnowski
(1997) mostram que importantes algoritmos utilizam funcionais de custo que são instâncias
da medidaC, tais como o produto topográfico e a função topográfica; os algoritmos de
caminho de comprimento mínimo (minimal path length), o algoritmo de rede elástica (elastic
net) [Durbin & Willshaw 1987, Durbin, Szeliski & Yuille 1989] utilizado para resolver o
problema do caixeiro viajante; o algoritmo de escalamento métrico multidimensional (metric
multidimensional scaling - metric MDS) [Sammon 1969]; a quantização vetorial tolerante a
ruído [Kangas 1995]; e o algoritmo de fiação mínima (minimal wiring) [Graeme 1995].

2.4 Quantização Vetorial e Fator de Magnificação

O objetivo dos procedimentos de quantização vetorial é reduzir o erro de reconstrução
dos dados a partir de protótipos, segundo alguma medida de dissimilaridade. Por exemplo,
o algoritmoLBG escolhe o vencedor pela mesma regra que o algoritmo SOM básico; ou seja,
a busca pelo vencedor é realizada seguindo a Equação (2.1) utilizando a distância euclidiana.
É possível mostrar que esse quantizador vetorial busca minimizar o Erro Quadrático Médio
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(EQM) dado por:

EQM=
1
2

∫

x∈X

p(x)d
(
x(n)−w j(n)

)
dx, (2.27)

onded
(
x(n)−w j(n)

)
=
∥
∥x(n)−w j(n)

∥
∥2

é a medida de dissimilaridade utilizada ep((x))
é a função densidade de probabilidade dos dados. Com essa função objetivo, Zador (1982)
mostra que a minimização pode ser obtida por um algoritmo iterativo de gradiente descendente
estocástico em que a correção do peso vencedor em cada iteraçãon é dada por:

∆w j(n) =−η
∂d
(
x(n)−w j(n)

)

∂w j(n)
, (2.28)

ondeη é um valor positivo pequeno.

Quando o foco da aplicação é a estimação de densidades por meio de técnicas de
quantização vetorial, o EQM não é uma medida adequada de qualidade. Em tais aplicações
deve-se levar em conta ofator de magnificaçãoα, ou seja:

q(w) = k[p(x)]α . (2.29)

O fator de magnificaçãoα mede a relação entre a densidade dos dados,p(x), e a densidade dos
protótiposq(w) no espaço de entrada, sendok uma constante.

Um mapa comα = 1 maximiza a entropia de Shannon [Bauer, Der & Herrmann 1996,
Villmann & Claussen 2006] e, portanto, produz a melhor aproximação para a densidade dos
dados com um determinado número de protótipos. A entropia deShannon sobre um quantizador
é dada por [Haykin 1994]:

H(W) =
N

∑
j=1

p( j) log2 p( j), (2.30)

ondep( j) = I j/IN é a estimativa da probabilidade do protótipoj vencer para uma amostra de
entrada qualquer, comI j sendo o número de amostras de entrada mapeadas no protótipoj e
IN é o número total de amostras. Uma entropia normalizada é obtida dividindo-seH(W) por
log2(N).

A utilização de quantizadores diferentes resultam em mapascom fatores de magnificação
diversos. Por exemplo, a quantização vetorial baseada no EQM leva aα = d

d+2 [Zador 1982],
onded é a dimensão dos dados, enquanto o algoritmo SOM gera mapas unidimensionais com
α = 2/3 [Dersch & Tavan 1995,Ritter & Schulten 1986]. Resultados teóricos para o SOM com
dimensões maiores não são conhecidos [Ritter, Martinetz & Schulten 1992].

Diversas técnicas já foram propostas para melhorar o fator de magnificação do algoritmo
SOM e aproximá-lo de 1,0. Duas variantes representativas destas técnicas são a aprendizagem
competitiva com consciência [DeSieno 1988] e o controle explícito [Bauer, Der & Herrmann
1996]. A primeira, o SOM com consciência, é uma técnica heurística e a última, o controle
explícito do fator de magnificação, é uma técnica baseada em funções de custo ou energia.

A ideia na proposta de Baueret al. (1996), para influenciar o fator de magnificação, é tornar
a taxa de aprendizagem dependente da densidade dos dados de entrada. Nesta abordagem a taxa
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de aprendizagemη é alterada para

ηs(n) = η0

(

1
∆ts

(

1

‖x(n)−ws‖d

))m

, (2.31)

onde m é um parâmetro livre,n é a iteração atual,∆ts é a diferença de tempo desde que
o protótipo s venceu pela última vez,η0 é a taxa de aprendizagem inicial ed denota a
dimensionalidade efetiva do campo receptivo dews. O valor deηs calculado desta forma é
aplicado na atualização de todos os vetores de pesos do passoatual. Assim,ηs é determinado
localmente e propagado aos vizinhos. Baueret al. (1996) mostraram que a relação de
magnificação do algoritmo SOM transforma-se em

q(w) = p(x)(2/3)(1+m) , (2.32)

onde o parâmetro livremé usado para controlar e atingir o expoente de magnificação desejado.
Estes resultados são válidos para duas condições: dados de entrada unidimensional e dados
de entradan-dimensional com distribuição conjunta fatorável,p(x) = p(x1).p(x2)....p(xP), ou
seja, quando os atributos (variáveis) são independentes.

Constrastando com a abordagem baseada em conceito descrita,DeSieno (1988) concebeu
uma heurística chamadaaprendizagem com consciênciana qual ele modifica a determinação
do vencedor na Equação (2.1) inserindo explicitamente um viés que empurra na direção dos
dados os protótipos com baixa probabilidade de vencer. No cálculo do vencedor, a heurística
de DeSieno usa a seguinte fórmula de distância:

‖x−ws‖= min
∀ j

(∥
∥x−w j

∥
∥−b j

)
(2.33)

ondesé o índice do vencedor eb j é introduzido para modificar a competição e é definido como

b j =C

(
1
N
− p j

)

, (2.34)

comC sendo uma constante eN o número total de protótipos.

Exaustivos resultados de simulação mostram que essa heurística é efetiva na geração de
mapas com fator de magnificação próximo a 1,0 [DeSieno 1988].

2.5 Convergência, Ordenamento e Função Energia

O algoritmo SOM é relativamente simples de ser programado. Além disso, quando a
dimensionalidade dos vetores de entrada e o número de neurônios no arranjo de saída são
baixos ou médios (aproximadamente até 10 e 100, respectivamente), a sintonia experimental dos
parâmetros pode ser obtida após um esforço aceitável. Essa relativa facilidade de programação
e de sintonia, aliadas ao apelo da visualização das soluções, tornam o algoritmo SOM uma
das arquiteturas de redes neurais mais importantes da atualidade. Entretanto, provas formais
de convergência e ordenamento topológico das soluções encontradas pelo algoritmo SOM de
Kohonen foram obtidas apenas para o caso em que os padrões de entrada e o arranjo de saída
são unidimensionais.
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É importante ressaltar que o problema da convergência dos vetores de pesos para um valor
fixo não é o mesmo que o problema do ordenamento das unidades. Pode haver convergência
com as unidades não ordenadas. Ordenamento e convergência foram analisados em Kohonen
(1991), Kohonen (2001), Cottrell et al. (1998) e Erwin et al. (1992a), e provas formais para o
caso unidimensional podem ser encontradas em Kohonen (1991) e Kohonen (2001).

Uma prova formal para o caso multidimensional ainda não foi conseguida e é mostrado em
Erwin et al. (1992) e Erwin et al. (1992a) que, no caso geral, não há uma função energia a
qual é otimizada pelo algoritmo proposto por Kohonen. O argumento dessa prova é baseada em
conceitos das Ciências Naturais, tais como Campo Conservativo.

O primeiro passo consiste em definir a função energia como a generalização da Equação 2.9
para uma variavel aleatória contínuax com densidade de probabilidadepX(x):

E (x,W) = ∑
i∈W

∫

h(x, i)‖x−wi‖2 pX(x)dx (2.35)

onde, como antes,W é a matriz de pesos dos neurônios,wi são vetores de pesos ex é um padrão
de entrada aleatório cujo erro é ponderado pela correspondente densidade de probabilidade
pX(x).

Em Física, um campo conservativo é aquele no qual a energia gasta por uma partícula para
deslocar-se entre dois pontos, quando submetida somente à força deste campo, é a mesma,
independente da trajetória seguida pela partícula. A função energia associada a partículas em
campos conservativos geralmente é uma função contínua e seugradiente representa a força
atuando sobre a partícula no ponto [Heskes 1999]. Assim, em geral, para um problema de
otimização cuja função objetivo pode ser interpretada comouma função energia de campo
conservativo, uma regra de aproximação estocástica discreta de busca por uma solução local
pode ser obtida a partir do gradiente da função energia. Se essa função é uma função de
Lyapunov4, a solução obtida é um ótimo global [Haykin 2009].

A prova de Erwin et al. (1992,1992a) consiste em considerar uma amostra localizada
exatamente na fronteira de duas regiões de Voronoi fazendo um movimento diferencial em
uma e outra direção. A mudança brusca do neurônio vencedor para essa amostra, calculado
pela Equação (2.1), provoca descontinuidade da função na Equação (2.35) tornando-a não
diferenciável e portanto deve ser descartada como função energia. Heskes (1999) mostra que se
a regra de cálculo do vencedor for modificada para

i(x) = argmin
∀ j

∑
k

hk, j
∥
∥x−w j

∥
∥ , (2.36)

então a Equação (2.35) e sua versão discreta, Equação (2.9),atendem os requisitos de
continuidade de uma função de energia5. Neste caso, a regra de aproximação estocástica é
a regra de atualização de Kohonen. Mas como a regra do vencedor é outra, este algoritmo já
não é mais aquele proposto por Kohonen.

Luttrell (1989,1994) chega a resultado semelhante partindo de uma interpretação totalmente
original. Ele trata do problema do codificador-decodificador ótimos para a transmissão de
informações por um canal ruidoso. É um problema de otimização duplo que procura minimizar

4Uma função de Lyapunov é definida positiva (V(x) > 0) com (V(0) = 0) e suas derivadas são definidas
negativas (ddtV(x)< 0) nas trajetórias do sistema dinâmico.

5Ainda restam alguns problemas na fronteira do mapa não considerados aqui.
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tanto a distorção da codificação (quantização vetorial) quanto a distorção da transmissão (ruído
do canal) atuando sobre a informação codificada. Nesta interpretação de canal de comunicação
ruidoso, supondo o ruído aditivo gaussiano, ele chega em equações semelhantes às Equações
(2.35) e (2.36) com a função de vizinhança interpretada comoa densidade de probabilidade do
ruído do canal.

2.6 Estratégias de Formação de MTOs

A indução da propriedade de preservação da topologia entre as posições dos vetores de
pesos no espaço de entrada e as coordenadas dos neurônios vencedores no arranjo de saída
obriga a que, em princípio, qualquer algoritmo para a formação de MTOs inclua um mecanismo
de correlação entre pontos destes espaços. No algoritmo SOMo processo cooperativo, ao
induzir correções nos pesos dos neurônios que são vizinhos ao vencedor na grade de saída,
através da função de vizinhança, é o responsável por formar tal correlação. Esta seção propõe
uma taxonomia para algoritmos de formação de MTOs baseada nomecanismo utilizado para
estabelecer a correlação entre as posições dos vetores de pesos no espaço dos padrões e sua
posição no espaço de saída (arranjo). Os algoritmos são classificados em quatro categorias: de
fases separadas, variantes do algoritmo SOM, baseados em campos receptivose deotimização
direta.

2.6.1 Algoritmos de Fases Separadas

Na primeira classe estão os algoritmos cujo treinamento é baseado na separação do
processamento em fases. Um mapa topográfico é construído comdois objetivos primários:
quantização vetorial (o que significa escolherN << L) e mapeamento topológico entre os
padrões de entrada e as coordenadas dos neurônios vencedores no arranjo de saída. Estes
objetivos são em geral contraditórios no algoritmo SOM, pois se observa que, após certo número
de iterações de treinamento, quando a vizinhança já estreitou, a melhoria de um objetivo se dá
à custa da degradação do outro [Kirk & Zurada 2002,Polani 1999]. Assim, uma primeira ideia
para a construção de mapas topográficos seria processar os dois objetivos supracitados em fases
separadas, uma vez que são conhecidos algoritmos para quantização vetorial e também para
ordenamento de dados.

Para estabelecer um contraste, observe que a lógica implícita em algoritmos do tipo SOM é
impor inicialmente as relações de vizinhança (uma topologia) aos protótipos e então estabelecer
um procedimento iterativo de quantização vetorial que não destrua totalmente a relação de
vizinhança construída inicialmente.

A ideia geral usada pelos algoritmos de fases separadas inverte o sentido desse processo.
Ao invés de impor antecipadamente as relações de vizinhança(uma topologia) aos protótipos,
um algoritmo de quantização vetorial (e.g.,K-médias) posiciona os protótipos nomanifold
de entrada, e só então um segundo algoritmo estabelece as relações de vizinhança entre os
protótipos. Durante esta segunda fase os vetores de pesos dos protótipos não mais se alteram.
Combinações diversas de algoritmos de quantização vetoriale de ordenamento podem ser
utilizadas nesta abordagem.

Em Martinetz & Schulten (1994) a regra de aprendizagem hebbiana (veja Equação (2.13))
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é utilizada como parte do algoritmo TRN (Topology Representing Networks)6. A estratégia
utilizada forma triangulações de Delaunay (Ver Seção 2.1, Fig. 2(b)) entre os vetores protótipos
pelo processamento repetido dos padrões de entrada. O procedimento pode ser usado para
formação de MTOs em duas fases: numa primeira fase, um algoritmo de quantização vetorial
(K-médias, e.g.) é utilizado para localizar os vetores protótipos de forma ótima, e numa segunda
fase, esse algoritmo pode ser usado para formar triangulações de Delaunay entre os vetores
protótipos a fim de representar relações de vizinhança. Embora os autores proponham um
algoritmo final que realiza iterativamente a quantização vetorial e ordenamento topológico em
passos alternados a abordagem em fases também é consideradapor eles.

De modo mais específico, considere um conjunto de unidades neurais i, i = 1, ...,N, eCi j

representando a intensidade das conexões laterais entre osneurôniosi e j. As conexões laterais
são descritas por uma matriz de intensidades de conexõesC com elementosCi j ∈ R+

0 . Se
Ci j > 0, a unidadei está ligada à unidadej, seCi j = 0 a unidadei não está ligada à unidadej.
Por aprendizagem hebbiana, a correção dos vetores de pesos édada por

∆Ci j ∝ yi ·y j , (2.37)

ondeyi = R(‖x−wi‖), com R(·) sendo uma função positiva monotonicamente decrescente
(e.g. gaussiana). O procedimento do algoritmo TRN consiste em usar essa regra de forma
competitiva no modo ‘vencedor leva tudo’ (WTA -winner-take-all), ou seja, a apresentação do
padrão de entradax modifica somente a conexãoi − j cuja atividadeYi j = yi ·y j é a maior. Em
termos matemáticos:

∆Ci j ∝
{

yi ·y j , se yi ·y j ≥ yk ·yl , ∀k, l = 1, ...,N
0, caso contrário.

(2.38)

Martinetz & Schulten (1994) mostram que a apresentação sequencial dos padrões de entrada
constrói uma estrutura de conectividade entre as unidades neuraisi, i = 1, ...,N, que corresponde
à triangulação de Delaunay dos vetores de pesosw1, ...,wN. A matriz de adjacências da
triangulação de DelaunayA é obtida pela aplicação da função degrau de Heaviside aos
elementos deC, obtendo-se

Ai j =

{
1, seVi ∩Vj 6= /0 (Vi, Vj são adjacentes)
0, seVi ∩Vj = /0 (Vi, Vj não são adjacentes)

(2.39)

ondeVi e Vj denotam os poliedros de Voronoi dewi e w j , isto é, os campos receptivos das
unidadesi e j na rede do tipo ‘vencedor leva tudo’.

Em Kirk & Zurada (2000) a formação do mapa também é alcançada em duas etapas. Na
primeira, aplica-se o algoritmoK-médias para posicionar os vetores protótipos7 de modo a
atingir o mínimo erro de quantização. Na segunda etapa, com os vetores-protótipos congelados,
utiliza-se um algoritmo genético (AG) para rearranjar as coordenadas dos protótipos no arranjo
de saída, de modo que tais coordenadas reflitam a ordenação topológica dos padrões de entrada.
A função de aptidão do AG é a correlação positiva entre pares de distânciasd(x1,x2) ed(r1, r2)
nos espaços de entrada e de saída, respectivamente. Este trabalho, entretanto, só apresenta
resultados para mapas unidimensionais.

Su & Chang (1999) também adotam um procedimento de duas etapas. Na primeira etapa,

6A descrição do algoritmo TRN ficará completa na Subseção 2.6.3.
7Equivalente aos vetores de pesos no algoritmo SOM.
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o algoritmo busca por
√

N×
√

N padrões que melhor representam o conjunto dos dados; na
segunda etapa, os

√
N×

√
N padrões selecionados são alocados em um arranjo topologicamente

ordenado. Os autores propõem uma medida própria para quantificar a preservação de topologia,
a qual é utilizada para buscar o ordenamento. Em Su & Chang (2000) um procedimento em três
etapas é adotado. A primeira etapa utilizaK-médias para selecionarN elementos representativos
do conjunto de padrões. Na segunda etapa, um método heurístico é utilizado para realizar
um mapeamento que preserve vizinhanças. E na terceira e última etapa, o algoritmo SOM é
empregado para refinamento caso a qualidade do mapa não seja satisfatória, partindo de uma
solução quase final.

2.6.2 Variantes do Algoritmo SOM

O algoritmo SOM nasceu como uma proposição empírica numa sequência de
desenvolvimentos biologicamente inspirados. Kohonen (2001) lista diversas variantes do
SOM básico, alterando um ou mais dos passos do algoritmo, como a forma de calcular o
vencedor [DeSieno 1988] ou a definição da vizinhança [Kangas, Kohonen & Laaksonen 1990].
No entanto, conforme discutido na Seção 2.5, algoritmos de formação de MTOs podem ser
obtidos como aproximação do gradiente estocástico de funções custo. Nesta segunda classe
da taxonomia estão os modelos que, mesmo sendo baseados em funções custo, inserem
arbitrariamente uma função de vizinhança na regra de atualização iterativa dos vetores de
pesos seguindo, portanto, a filosofia do algoritmo SOM. O procedimento geral consiste em
definir uma função de custo com alguma propriedade desejada na quantização vetorial (e.g.,
fator de magnificação igual a 1), derivar a regra de aproximação estocástica correspondente e
então inserir a função de vizinhança arbitrariamente, ponderando a amplitude da correção dos
vetores de pesos de forma ordenada pelo arranjo de saída. O papel da função de vizinhança
é forçar o ordenamento topológico. A seguir são descritos ospassos básicos de um algoritmo
representativo deste grupo.

O trabalho de Linsker (1989), com seu princípio da máxima preservação da informação
(infomax), é o precursor de várias propostas de algoritmos de formação de MTOs baseados
em conceitos de Teoria da Informação. Este princípio diz queo objetivo a ser maximizado
na transferência de informação entre duas camadas de uma rede neural é a informação mútua
média sobre as atividades dos padrões de entradax e do conjunto dos neurônios de saída{ j}.
A informação mútua média é dada por

I (x;{ j}) =
∫ ∞

−∞
dxp(x)∑

j
P( j|x) log

P( j|x)
P( j)

. (2.40)

SejaSo conjunto dos mapeamentos de entrada-saída admissíveis, ou seja:

S∋ Φ : X → A , (2.41)

ondeX denota o espaço contínuo de entrada eA , o espaço discreto definido pelo arranjo
de saída. O objetivo é escolher o mapeamentoΦ ∈ S que maximizaI (x;{ j}) dado pela
Equação (2.40). Na estrutura da rede que deve maximizarI (x;{ j}), Linsker impõe as conexões
laterais através de uma função de vizinhança do tipoG( j,k) = exp(−β | j −k|2) e então deriva
uma regra de atualização iterativa dos vetores de pesos dependente das conexões laterais. O
ponto fraco deste algoritmo para implementações práticas éque osP( j), necessários para
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calcular I na Equação (2.40), devem ser aproximados a partir do histórico das atividades
recentes dos neurônios e isso requer armazenamento. Extensões desta abordagem foram
desenvolvidas para mapeamento baseado em núcleos (kernel) em van Hulle (2002) e para
minimização da divergência de Kullback-Leibler em Kaski & Sinkkonen (2001). Em todos
os casos a auto-organização topológica é obtida inserindo afunção de vizinhança na regra de
aprendizagem.

Outros algoritmos que seguem esta linha de desenvolvimentosão [Kamimura 2011],
[Kamimura 2010], [Hulle 2002] e [Hulle 1997].

2.6.3 Algoritmos Baseados em Campos Receptivos

Na terceira classe estão os algoritmos que não definem explicitamente uma função de
vizinhança em torno de um vencedor por qualquer critério e operam de forma totalmente
local. O princípio geral neste caso é baseado no conceito de campo receptivo de um neurônio.
O ordenamento espacial ocorrerá desde que exista alguma superposição entre os campos
receptivos dos neurônios envolvidos, refletida na ativaçãosimultânea dos respectivos neurônios.
A partir de interações locais entre os campos receptivos, emerge uma ordem global entre os
vetores de pesos. Esta seção revisa 3 algoritmos representativos desta classe: TRN (Topology
Representing Networks) [], MER (Maximum Entropy learning Rule) [Hulle 1997] e GTM
(Generative Topographic Mapping) [Bishop, Svensén & Williams 1998]

O algoritmo TRN [] utiliza aprendizagem hebbiana competitiva entre sinapses, já descrita
na Subseção 2.6.1, para construir MTOs com base neste paradigma. O algoritmo TRN combina
o algoritmo Neural Gas8 [Martinetz & Schulten 1991] para distribuir os vetores de pesoswi

sobre omanifolddos dados e a regra de Hebb competitiva para formar as conexões. O algoritmo
alterna iterativamente um passo de atualização dos pesos com um passo de atualização das
intensidades das conexõesCi j . Os vetores de pesos vão sendo ajustados durante o processo
e as conexões laterais que vão sendo estabelecidas não são definitivas. Para resolver esse
problema, um tempo de vida máximoT é atribuído a cada conexão quando ela é criada e
em cada iteração os tempos de vidati j são incrementados e todas as conexões comti j > T
são apagadas. Assintoticamente, os vetores de pesos e as conexões convergem para uma rede
representando a topologia dos dados.

Em van Hulle (1997) é apresentado o algoritmo MER (Maximum Entropy learning Rule) de
formação de MTOs baseado em interações puramente locais entre os neurônios. O artigo mostra
que é possível derivar uma regra para a formação de MTOs sem utilizar a noção de função
de vizinhança. Além disso, o mapa gerado é equiprovável; ou seja, o fator de magnificação
é aproximadamente 1,0. A principal limitação do algoritmo MER é que este requer que a
dimensão dos espaços de entrada e de características sejam iguais, ou seja,dim(A ) = P. A
ideia básica e a regra de aprendizagem do MER são apresentadas a seguir.

Para efeito de comparação, observe que o algoritmo SOM baseia sua regra de atualização
dos pesos no neurônio vencedor enquanto o TRN de Martinetz e Schulten (1994) baseia sua
atualização na conexão vencedora; ou seja, leva em conta o produto das atividades de dois
neurônios (pré- e pós- sinápticos). Já o algoritmo MER de vanHulle (1997) utiliza o conceito

8Neural Gas é um algoritmo iterativo de quantização vetorialbaseado em aprendizagem competitiva que ajusta,
em cada passo, o vencedor e uma vizinhança no espaço de entrada, acelerando assim a convergência, mas que não
gera MTOs.
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deregião de quantizaçãovencedora.

Para facilidade de exposição e de compreensão, considere o caso bidimensional mostrado
na Figura 4. No plano, uma região de quantização, e.g.He, é definida pelas 4 (quatro)
ligações entre neurônios adjacentes. No exemplo o neurônioj é o neurônio comum a regiões
de quantização adjacentes e ele é ativado se o padrão de entrada apresentado à rede ativa uma
das quatro regiõesHh, Hi, He ou H f . Quando a dimensão do espaço éd, cada neurônio tem
Q = 2d hipercubosd-dimensionais adjacentes que representam regiões de quantização. Sob
a suposição de que a densidade de probabilidade dos padrões de entradap(x) é contínua, a
probabilidade de que um padrão de entrada venha ativar mais de uma região é zero, a não ser
quando existem regiões sobrepostas. Esse é precisamente o critério de parada do algoritmo:
monitorando o número de regiões de quantização ativas por iteração pode-se detectar quando a
fase de ordenamento terminou.

Hg Hh Hi

Hd He H f

Ha Hb Hc

l j

k m

Figura 4: Regiões de quantização adjacentes ao neurônioj: Hh, Hi, He, H f

Pelo algoritmo MER, quando um padrão é apresentado à rede, a região vencedora é
identificada e os neurônios que são vértices do hipercubo ativo são atualizados. Para o exemplo
da Figura 4, supondo que a região ativa éHe, os neurôniosj,k, l ,mseriam atualizados na direção
do padrão apresentadox pela regra:

∆wi∗ =
η

nHe

(x−wi∗) , ∀i∗ ∈ { j,k, l ,m} , (2.42)

ondeη é a taxa de aprendizagem enHe é o número de vértices (nesse caso, 4). Os casos de
fronteira do arranjo são tratados de forma similar. A função(u) atua componente a componente
e retorna 1 (seu≥ 0) e−1 (seu< 0).

Para o casod-dimensional, define-se1H j (x), j = 1, ...,Q, como a função indicadora de
pertinência dosQ hipercubos adjacentes ao neurônioj no arranjoA:

1H j (x) =

{
1

nHj
sex ∈ H j

0, sex /∈ H j .
(2.43)
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A regra de atualização dos vetores de pesosd-dimensionais correspondente torna-se:

∆wi = η ∑
j∈Si

1H j (x)Sign(x−wi) , ∀i ∈ A, (2.44)

ondeSi é o conjunto dos 2d hipercubos que têm o neurônioi como um vértice comum. É
mostrado por Martinetz (1994) que a média da aplicação da regra da Equação (2.44) com a
média tomada sobre todo o espaço de entrada realiza o gradiente descendente estocástico da
seguinte função custo:

E(x,W) =
N

∑
i=1

∑
j∈Si

1H j (x) |x−wi | , (2.45)

com|x−wi | representando a normaL1 do vetor diferençax−wi.

O algoritmo GTM é baseado em conceitos probabilísticos e foiproposto como uma
alternativa fundamentada em princípios teóricos bem definidos, em contraste com a proposição
empírica do SOM. O algoritmo GTM define um arranjo ordenado noespaço de variáveis
latentes e o algoritmo constroi um mapeamento não lineary(r ,W) do espaço latente para o
espaço dos dados, conforme ilustra a Figura 5. A cada ponto noespaço dos dados que é a

r1

r2

x3

x2

x1

y(r,W)

A X

Figura 5: Mapeamento do espaço de variáveis latentes (A ) para o espaço dos padrões (X ).

projeção de um vértice do espaço latente ele associa uma função de base radial com centro
neste ponto. Utilizando a função gaussiana o modelo corresponde a um modelo de mistura de
gaussianas sujeito a restrições. As restrições surgem do fato de que os centros das gaussianas
não podem ser escolhidos livremente, pois estão sujeitos aomapeamento. Por outro lado, se o
mapeamento é contínuo e suave, o ordenamento topológico do arranjo no espaço latente (A ) se
refletirá no espaço dos padrões (X ).

Para utilizar um algoritmo EM (Expectation-Maximization)[Bishop 1995] na pesquisa
iterativa pela solução, o “dado perdido” é a identidade da componente da mistura que gera
cada ponto do espaço latente projetado no espaço dos dados. Afunção de mapeamento pode
ser qualquer função contínua parametrizada, embora os autores proponham um modelo de
regressão linear generalizado da formay(x,W) =Wφ(x), ondeW é uma matriz de coeficientes
D×M. Os parâmetros da mistura pesquisados pelo EM são a matrixW e a variância comum
aos elementos da mistura.
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2.6.4 Algoritmos de Otimização Direta

Embora algumas variantes do algoritmo SOM consideradas na Subseção 2.6.2 derivem a
regra de atualização iterativa dos pesos a partir de uma função de custo, em todos os casos a
função vizinhança é inserida arbitrariamente na regra e nãofaz parte da função de custo. Em
outras palavras, o custo não inclui um critério de ordenamento topológico e a emergência desta
propriedade é obtida pela inclusão arbitrária, a posteriori, à moda do algoritmo SOM, da função
de vizinhança na regra de aproximação estocástica derivadada função custo.

Na terminologia desta seção, algoritmos de otimização direta referem-se a algoritmos
obtidos a partir de funções custo que incluem diretamente osdois critérios de qualidade dos
MTOs: um critério de quantização vetorial e um critério de ordenamento topológico. Esta
seção apresenta dois exemplos representativos de algoritmos com otimização direta. O primeiro
obtém uma regra de atualização dos pesos baseada em gradiente estocástico da função custo e
o segundo utiliza algoritmos genéticos.

No primeiro exemplo, Kamimura (2006) otimiza uma função custo composta de duas
partes. Para dar conta da quantização vetorial o critério utilizado é maximizar a informação
mútua entre as variáveis aleatórias discretas representando os padrões no espaço de entrada e
os neurônios no espaço de saída. Para induzir o ordenamento topológico, um termo de função
de vizinhança é adicionado na função custo. O índice resultante a ser maximizado é então dado
por

IG(w)=−
M

∑
j=1

p( j) logp( j)+
1
S

S

∑
s=1

M

∑
j=1

p( j|s) logp( j|s)− 1
2S

S

∑
s=1

M

∑
j=1

Φs
j

L

∑
k=1

(
xs

k−w jk
)2

(2.46)

onde

Φs
j =

M

∑
m=1

p(m|s)exp

(

−
d2

jm

2σ2
2

)

(2.47)

e
d jm =

∥
∥r j − rm

∥
∥ . (2.48)

Na Equação (2.46),p( j) é a probabilidade marginal de ativação do neurônioj e p( j|s) é a
probabilidade condicional de ativação do neurônioj quando o padrãos é apresentado. Essas
probabilidades são obtidas de forma aproximada registrando a frequência de ativações dos
neurônios.

Diferenciando a Equação (2.46) com respeito aos vetores de pesos chega-se à seguinte regra
de aproximação de gradiente estocástico para a atualizaçãodos vetores de pesos:

∆w jk =−α
S

∑
s=1

(

logp( j)−
M

∑
m=1

p(m|s) logp(m)

)

Qs
jk (2.49)

+β
S

∑
s=1

(

logp( j|s)−
M

∑
m=1

p(m|s) logp(m|s)
)

Qs
jk (2.50)

+ γ
S

∑
s=1

Φs
j

(
xs

k−w jk
)
, (2.51)
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com

Qs
jk =

p( j|s)
(
xs

k−w jk
)

Sσ2
1

, (2.52)

em queα, β eγ (todos positivos) são parâmetros de aprendizagem eσ1 eσ2 são constantes. No
último termo desta regra observa-se que sendoΦs

j uma função de base radial (e.g. gaussiana) um
efeito de vizinhança semelhante ao de Kohonen ocorrerá na atualização dos vetores de pesos.

No segundo exemplo, Curry e Morgan (2004) implementam a otimização direta utilizando
um algoritmo genético (AG). A função de aptidão é a DistorçãoLocalmente Ponderada, definida
na Equação (2.9) e repetida a seguir por conveniência:

DLP=
n

∑
i=1

m

∑
j=1

hi j
∥
∥xi −w j

∥
∥2

(2.53)

Vesanto et al. (2003) mostram que a DLP codifica simultaneamente critérios de qualidade
de quantização vetorial e de ordenamento topológico. Estesautores mostram que através de
manipulação algébrica o funcionalDLP pode ser expandido para

DLP=
m

∑
i=1

NjH j

(

Var{x| j}+
∥
∥n j −w j

∥
∥2

+Varh{m| j}
)

. (2.54)

e finalmente para

DLP=
m

∑
j=1

NjH jVar{x| j}
︸ ︷︷ ︸

Eqx

+
m

∑
j=1

NjH j
∥
∥n j −w j

∥
∥2

︸ ︷︷ ︸

Enb

+
m

∑
j=1

NjH jVarh{w| j}
︸ ︷︷ ︸

Env

, (2.55)

em quen j é o centróide daj-ésima célula de Voronoi,w j é o vetor protótipo médio ponderado,
Var{w| j} é a variância das amostras na célulaj, Varh{w| j} é a variância dos protótipos
ponderada pela função de vizinhança centrada na célulaj, Nj é o número de amostras na célula
j eH j é o valor máximo da função de vizinhança na posição do neurônio j.

Os termos do lado direito da Equação (2.55) conferem interessanteinsightsobre a medida
de distorçãoDLP. O primeiro termo,Eqx, mede a qualidade da quantização vetorial do
algoritmo SOM no interior de cada célula de Voronoi através da variância local dos dados.
O terceiro termo,Env, por sua vez, é a variância da vizinhança e é uma medida da qualidade
do ordenamento topológico do mapa. O termo do meio,Enb, mede o viés da vizinhança e
representa um compromisso entre quantização e preservaçãode vizinhança. A funçãoDLP será
mínima quando os vetores de pesos coincidirem com o centróide das células de Voronoi, mas
esta solução não necessariamente conduz à melhor preservação de vizinhança.

Em suma, otimizando a funçãoDLP obtém-se um MTO porque se está otimizando
diretamente medidas de qualidade de quantização vetorial ede ordenamento topológico.

2.7 Discussão e Conclusão

Este capítulo apresentou o problema da formação de mapas topologicamente ordenados
(MTOs) e sua gênese em modelos da neurociência. O algoritmo SOM de Kohonen foi
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apresentado juntamente com uma perspectiva histórica do seu desenvolvimento. O estado da
arte das propriedades mais importantes dos Mapas Auto-Organizáveis foram descritas, quais
sejammedidas de ordenamento topológico, quantização vetorial, fator de magnificaçãoe
convergência.

Especialmente, foi mostrado por Heskes (1999) e Erwin et al.(1992,1992a) a não existência
de uma função de energia cujo gradiente descendente estocástico leva ao algoritmo de Kohonen.
A consequência é que a prova da convergência e ordenamento domapa resultante no caso geral
é um problema ainda não totalmente resolvido apesar das evidências empíricas favoráveis. Após
essa constatação a pesquisa voltou-se para a procura de algoritmos que geram MTOs a partir de
funções custo, resultando em novas propostas na literatura. Cada proposta oferece propriedades
específicas, geralmente explorando alguma limitação do algoritmo de Kohonen. Entretanto, em
igualdade de condições (e.g. arranjo de saída fixo, iniciação aleatória, etc) o algoritmo SOM
de Kohonen ainda não foi claramente superado em eficiência computacional e facilidade de
aplicação.

A noção de MTOs impõe a existência de dois espaços de trabalho: o espaço dos padrões
(entrada) e o espaço dos protótipos (saída). Um procedimento de formação de mapas deve
implementar, de alguma forma, um mecanismo de correlação entre esses dois espaços. Isso
posto, uma contribuição deste capítulo é a apresentação de uma taxonomia dos mais conhecidos
algoritmos de formação de MTOs (com arranjo de saída prefixado) em quatro classes, baseada
justamente no mecanismo de correlação utilizado. Essas classes são: (i) algoritmos defases
separadas, nos quais as tarefas de quantização vetorial e ordenamentotopológico são realizadas
sequencial e independentemente; (ii)variantes do algoritmo SOM, nos quais uma função custo,
que não incorpora ordenamento topológico, é otimizada, e o mecanismo empírico seminal
da função de vizinhança, introduzido por Kohonen, é utilizado; (iii) algoritmos baseados
em campos receptivos, nos quais a propagação do ordenamento acontece pela ativação de
múltiplos campos receptivos parcialmente sobrepostos (ouo inverso, como no algoritmo de
Van Hulle (1997)); e (iv) algoritmos baseados emotimização direta, nos quais uma função
objetivo é formulada, a qual incorpora diretamente medidasde qualidade da quantização
vetorial como também do ordenamento topológico. Nesse último caso a solução pode ser obtida
por aproximação de gradiente estocástico ou por busca no espaço de estados utilizando, por
exemplo, algoritmos de computação evolucionária.
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3 A Metaheurística EvSOM

Oobjetivo deste capítulo é apresentar uma abordagem baseadaem algoritmos evolucionários
(AE) para a formação de mapas topologicamente ordenados (MTOs) e compará-la com

os algoritmos SOM, subida da encosta (Hill Climbing) e também com o algoritmo publicado
em Curry & Morgan (2004), quanto à qualidade do mapa gerado. Uma vez que métodos
evolucionários não se baseiam em derivadas, eles apresentam-se como opções adequadas para
trabalhar com funções custo descontínuas, além de serem menos susceptíveis a encontrar
soluções subótimas (i.e. mínimos locais) que os métodos baseados no gradiente de funções
custo não convexas.

O uso de AE em conjunto com MTOs tem sido abordado em diversos trabalhos [Chang,
Yu & Heh 1998, Curry & Morgan 2004, Harpet al. 1991, Kirk & Zurada 2002, McInerney
& Dhawan 1994, Polani 1999, Handl, Knowles & Dorigo 2006]. Contudo, alguns destes
trabalhos [Harpet al. 1991, Kirk & Zurada 2002, McInerney & Dhawan 1994, Polani 1999]
não tratam explicitamente da formação de MTOs, pois utilizam AE para evoluir aspectos
do algoritmo SOM a fim de encontrar a topologia ótima (número de neurônios e dimensão
do arranjo de saída), bem como os valores ótimos dos parâmetros de treinamento (i.e. o
ritmo de redução da taxa de aprendizagem e da largura da função vizinhança). O trabalho
de Polani (1999), que utiliza algoritmos genéticos, é representativo desse grupo. Já Curry
& Morgan (2004) propõem uma abordagem para formação de MTOs por otimização direta
baseada em AG. O termo “otimização direta”, conforme definido na Seção 2.6.4, refere-se ao
fato de que o ajuste dos vetores de pesos e a ordenação topológica dos mesmos são realizados
simultaneamente, guiados por uma função custo. Outra abordagem populacional, utilizando
algoritmo de otimização por colônia de formigas, também foiexplorada em Handl et al. (2006).

Que seja do conhecimento do autor, Curry & Morgan (2004) forampioneiros em propor
uma abordagem de otimização direta baseada em AG, em um únicopasso, para a formação de
MTOs. A presente proposta adota a metodologia do trabalho deCurry e Morgan, mas difere
significativamente deste em vários pontos, a saber: o tipo defunção de aptidão, os operadores
genéticos utilizados e os parâmetros de desempenho utilizados para comparação. A função de
aptidão é uma combinação linear do erro de quantização (EQ) com o coeficiente de correlação
de pearson (CCP) entre as distâncias correspondentes nos doisespaços. Os índices de mérito
utilizados para comparação são o erro de quantização (EQ), oerro topográfico ponderado (ETP),
o coeficiente de correlação de pearson (CCP) e a distorção localmente ponderada (DLP), cujas
definições serão apresentadas nas próximas seções. Além disso, mostra-se que a abordagem
proposta é robusta à presença deoutliersenquanto a de Curry & Morgan não é.
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3.1 Fundamentos de Algoritmos Evolucionários

Algoritmos evolucionários (AE) compreendem uma família dealgoritmos iterativos de
busca estocástica que se baseiam no princípio da Seleção Natural (sobrevivência do mais apto)
e em conceitos de genética populacional [Eiben & Smith 2003]. Tais algoritmos lançam mão de
uma população de soluções candidatas (os indivíduos), codificadas em uma estrutura de dados
chamada cromossomo, as quais são avaliadas por uma função deaptidão, esta relacionada ao
problema sob análise. A função de aptidão define o ambiente noqual as soluções “vivem” e
mede o seu grau de adaptação. Soluções ótimas emergem através da evolução da população,
a qual ocorre após a aplicação repetida de operadores que simulam o fenômeno da seleção
natural: seleção dos reprodutores, recombinação, mutaçãoe substituição dos descendentes.

A cada geração de um AE, indivíduos são escolhidos determinística ou probabilisticamente
para reprodução, geralmente, com base em seus valores de aptidão, gerando descendentes
(novas soluções) mediante o uso de operadores genéticos (mutação e recombinação).
Finalmente, dentre pais e filhos, são selecionados aqueles que comporão a próxima geração,
etapa esta conhecida como seleção para substituição. Geralmente, com o objetivo de preservar
a diversidade, a estratégia não é limitada à seleção dos indivíduos mais aptos, embora
esta estratégia seja adotada frequentemente. Essa escolhamuitas vezes pode incorrer em
convergência prematura.

As próximas seções descrevem os componentes da abordagem evolucionária proposta
especificamente para a formação de MTOs. O pseudocódigo do Algoritmo Evolucionário
utilizado é dado abaixo [Michalewicz 1996].

Pseudocódigo para o Algoritmo Evolucionário

1. Gerar a população inicial.

2. Avaliar a aptidão de cada indivíduo da população.

3. Repetir

• Seleção para reprodução.

• Recombinação (crossover).

• Operadores locais.

• Mutação.

• Avaliar a aptidão dos descendentes.

• Seleção evolucionária (próxima geração).

4. Até terminar.

Dentre as vantagens dos AEs estão o seu elevado grau de flexibilidade e adaptabilidade
à tarefa em mãos, sua robustez em lidar com problemas mal especificados e de elevada
dimensionalidade, bem como a sua capacidade de realizar busca global sobre o espaço de
soluções. Por outro lado, a chave para o sucesso na implementação de AEs reside muito
frequentemente na escolha de uma representação genética e de uma função de aptidão
apropriadas, bem como na adoção de operadores genéticos inteligentes, os quais consigam
manipular eficientemente as soluções sem ferir as restrições do problema.
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3.2 Proposição de um Mapa Auto-Organizável
Evolucionário (EvSOM)

Esta seção descreve detalhadamente o algoritmo EvSOM. Embora o arcabouço geral do
algoritmo seja típico de um AE, sua aplicação ao problema de formação de MTOs requer a
definição de operadores específicos para o problema em mãos.

3.2.1 A função de aptidão proposta

Conforme analisado no Capítulo 1, a formação do MTO busca atingir dois objetivos: baixo
erro de quantização e elevado ordenamento topológico. Assim, em princípio, combinações
diversas de índices de qualidade destes dois critérios podem ser utilizadas como função de
aptidão para avaliar soluções em uma população de soluções potenciais. A função de aptidão
tem um efeito significativo sobre a qualidade do mapa e sobre ademanda computacional por
parte do AE.

Por outro lado, a importância relativa dos índices que medema qualidade da quantização
vetorial e do ordenamento topológico no mapa final depende daaplicação e é praticamente
impossível de ser avaliada e/ou controlada usando o algoritmo SOM original. É desejável,
portanto, ter algum grau de controle desses índices durantea formação do MTO, de forma que
o usuário possa escolher qual deles é o mais importante para uma dada aplicação. A abordagem
baseada em AE provê tal flexibilidade pela escolha adequada da função de aptidão.

Kirk & Zurada (2002), trabalhando com mapas unidimensionais, usaram como índice de
avaliação da preservação de topologia o erro topográfico ponderado (ETP), definido na notação
original como

ETP=
1
L

L

∑
l=1

|i1(l)− i2(l)|−1
N−1

, (3.1)

em quei1(l) e i2(l) são os índices dos neurônios cujos vetores de pesos são, respectivamente, o
primeiro e o segundo mais próximos dol -ésimo padrão de entrada, e|x| denota o valor absoluto
dex. Os autores comparam os valores deETPobtidos pela abordagem evolucionária (AG) por
eles proposta com aqueles obtidos pelo algoritmo SOM original, mostrando vantagens claras
para o AG.

Curry & Morgan (2004) usam como função de aptidão a distorção localmente ponderada
(DLP), já definida na Equação (2.9) e repetida aqui por conveniência:

DLP(W) = E

[

∑
∀ j

hi j
∥
∥xi −w j

∥
∥2

]

, (3.2)

em queE[·] denota o operador valor esperado tomado sobre todo o conjunto dos padrões de
entrada, indexados pori, segundo a distribuiçãop(x). Uma comparação, em termos dos valores
obtidos daDLP, entre a abordagem genética proposta por Curry e Morgan e o algoritmo SOM
original favorece a primeira.

Esta tese tem por objetivo mostrar que uma função de aptidão formada pela combinação
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simples do erro de quantização (EQ) e do coeficiente de correlação de pearson (CCP) é tão boa
quanto ETP e DLP para o propósito de formação de MTOs. Isso posto, a função de aptidão do
EvSOM é dada por

Aptidão(W) = α ·CCP(W)−β ·EQ(W), (3.3)

em que os parâmetrosα, β ≥ 0 ponderam a importância relativa entre os índices. A escalaou a
normalização deα eβ dependem do domínio da aplicação. No contexto de formação deMTOs,
o índice CCP é a correlação cruzada entre todos os pares de distâncias[d(rm, rn) ,d(wm,wn)],
sendo que(rm, rn) são as coordenadas dos pares de neurônios no arranjo de saídae (wm,wn)
são os correspondentes pares de vetores de pesos. O índice CCP écalculado como:

CCP=
∑m∑n [d(rm, rn)d(wm,wn)]

(N−1)SrSw
, (3.4)

em qued(rm, rn) = ‖rm− rn‖ e d(wm,wn) = ‖wm−wn‖ sendo‖.‖ a norma euclidiana. Além

disso, Sr =
( 1

N−1 ∑N
l=1‖r l − r̄‖

)1/2
é o desvio-padrão das distâncias entre os neurônios no

arranjo de saída eSw =
( 1

N−1 ∑N
l=1‖wl − w̄‖

)1/2
é o desvio-padrão das distâncias entre os

vetores de pesos. Aquīw e r̄ são os valores médios dos vetores de pesos e das coordenadas no
arranjo de saída, respectivamente. As grandezasSr e Sw normalizam as distâncias nos espaços
de saída e entrada, respectivamente, tornando os valores deCCP independentes de escala e
situados no intervalo [0, +1].

Por sua vez, o erro de quantizaçãoEQé calculado como:

EQ(W) =
1
L

L

∑
i=1

N

∑
j=1

∥
∥xi −w j

∥
∥2

. (3.5)

Ou seja,EQé o valor médio do erro cometido pela reconstrução de cada amostra de dado pelo
correspondente vetor protótipo.

É importante frisar que CCP é um índice do tipo “quanto maior, melhor”, enquanto EQ é
do tipo “quanto menor, melhor”. A maximização da função de aptidão mostrada na Equação
(3.3) via AE é o núcleo do algoritmo aqui proposto. A abordagem proposta é comparada com o
algoritmo SOM, com um AE utilizandoDLPcomo função de aptidão como em Curry & Morgan
(2004) e com um algoritmo subida da encosta com a mesma funçãode aptidão, Equação 3.3,
em termos dos valores de EQ, ETP, DLP e CCP para um dado mapa formado.

As referências Curry & Morgan (2004) e Kirk & Zurada (2002) sãorepresentativas da
abordagem adotada neste trabalho no sentido de que ambas aplicam otimização evolucionária
de uma função de aptidão para a formação do MTO. No entanto, deve-se destacar uma diferença
fundamental entre os algoritmos ali utilizados e aquele aqui proposto, qual seja: as funções de
aptidão de ambos os trabalhos incorporam direta ou indiretamente o conceito de uma função
de vizinhança que varia durante o processamento do algoritmo, inserido heuristicamente por
Kohonen para induzir o ordenamento topológico entre os espaços de entrada e de saída. Já
foi notado por Bishop et al. (1998) e Heskes (1999) que, emboranão exista uma função
objetivo ou função de energia a qual é minimizada pelo algoritmo SOM de Kohonen, funções de
energia existem, tais que, quando minimizadas resultam no ordenamento topográfico do mapa
de neurônios (Veja Seção 2.5). Uma dessas funções, propostaem Heskes (1999), é precisamente
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o índice DLP utilizado por Curry & Morgan (2004). Para essa função de energia uma regra de
busca estocástica baseada em gradiente descendente foi derivada em Heskes (1999), o que torna
o experimento de Curry & Morgan (2004) um exercício de AG. Por outro lado, o índice ETP,
utilizado em Kirk & Zurada (2002), também faz uso do conceitode vizinhança no arranjo de
saída, na medida em que não apenas conta (acumula) as inversões de ordem entre os primeiros
e segundos vencedores de cada amostra, mas pondera essas inversões pela distância entre eles
na grade de saída.

Já a combinação de EQ e CCP como função de aptidão, aqui proposta, não incorpora
um mecanismo explícito do tipo função de vizinhança (ponderação pelas distâncias no espaço
de saída) como indutor do ordenamento topológico, tornandoeste um algoritmo de natureza
qualitativamente diferente daqueles. De fato, no cálculo da correlação, cada distância tem peso
igual.

3.2.2 Operadores Genéticos

Operadores genéticos atuam sobre indivíduos da população chamados de cromossomos.
A estrutura de dados escolhida para codificar os cromossomoscostuma ter papel decisivo
no desempenho do AE e na definição dos operadores genéticos. No AE aqui considerado a
codificação dos MTOs em indivíduos foi realizada de maneira muito direta. No que segueNP

denota o tamanho da população.

Cada indivíduovk, k= 1, . . . ,NP é representado por uma matriz de números reais. Na forma
mais geral, cada linha dessa matriz é um vetorui , i = 1, . . . ,N composto pela concatenação do
vetor de pesos com dois conjuntos de parâmetros da estratégia evolucionária utilizada [Castro
2006]. Para um arranjo de saída comN neurônios,vk = {ui , i = 1, . . . ,N} com cada linha
de vk dada porui = 〈wi ,σi,θi〉 em quewi é o vetor de atributos, ou seja, o vetor de pesos
associado ao neurônioi, σi é um vetor de desvios padrões eθi é um vetor de ângulos de
rotação. Aqui,wi ∈ R

P, em queP é a dimensão do espaço dos dados,σi ∈ R
lσ e θi ∈ (0,2π]lθ ,

com lσ ∈ {1, . . .P} e lθ ∈ {0,(2P− lσ )(lσ −1)/2} [Castro 2006]. Com estas definições, cada
indivíduo é representado como uma matriz de números reais dedimensõesN× (P×lσ×lθ ).
Em correspondência com a metáfora biológica da evolução, cada matrizvk é um indivíduo
(cromossomo) e cada vetorui é um gene. Esta representação facilita a interpretação e a
manipulação das soluções geradas e também a possibilidade de aplicação de operadores locais
e operadores genéticos customizados. Os operadores genéticos de recombinação e mutação são
descritos em seguida.

Operadores de Recombinação (Crossover)

O papel do operador de recombinação é o de gerar novas soluções mediante o rearranjo de
segmentos (blocos de genes) de pares de cromossomos escolhidos previamente para reprodução.
Diferentes operadores de recombinação estão disponíveis na literatura, muitos deles projetados
especificamente para atender a um determinado domínio de aplicação e tendo em vista
uma representação utilizada. Diferentes operações de recombinação podem ser realizadas
simultaneamente sobre o vetor de atributos e sobre os vetores de parâmetros. Nesse caso
dizemos que há co-evolução. A seguir descrevem-se três operadores aplicáveis no contexto
desta tese.

O primeiro operador tira proveito da representação em números reais e recombina dois
indivíduos através de operações aritméticas. Entre as possibilidades de recombinação aritmética
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descritas em [Castro 2006], o seguinte operador aplica-se aovetor de atributosw j ou a todo o
geneu j ,

un+1
j = un

S, j +α
(

un
T, j −un

S, j

)

, (3.6)

em quen é o índice da geração dos indivíduos,S e T são dois ascendentes arbitrários eα ∈
[0,1]. A Equação 3.6 é semelhante ao operador básico utilizado em Evolução Diferencial [Neri
& Tirronen 2010]. Observe que esse mesmo operador poderia ser aplicado também a cada
elemento dew j .

O segundo é um operador discreto baseado em localização, queescolhe aleatoriamente uma
posição do arranjo de saída e troca os vetores de pesos dos neurônios nessa posição para os dois
mapas (cromossomos) escolhidos previamente. Ou seja,

un+1
j = {un

S, j ouun
T, j}. (3.7)

Se os atributos trocados saírem de posições diferentes, a Equação 3.7 seria escrita comoun+1
j =

{un
S,i ouun

T, j}. Aqui, um dado par de vetoresw j tem probabilidadepc (taxa de recombinação)
de ter seu material genético efetivamente recombinado.

Cada indivíduo da população, no problema de formação de MTOs,é uma estrutura
geométrica representando o arranjo de saída. Os dois operadores anteriores, descritos pelas
Equações 3.6 e 3.7 não consideram essas relações entre os genes. Assim, o terceiro é um
operador discreto baseado em localização que considera as relações geométricas entre os genes
e troca juntos grupos de vetores de pesos relacionados em vezde vetores individuais. Para
definir esse operador sejaf cross(i) uma função que retorna o conjuntoci dos índices dos
vetores de pesos de distância igual a 1 do vetorwi . Observe na Figura 6 que, para um arranjo
bidimensional, dependendo da posição aleatória selecionada, três diferentes tipos de segmentos
podem ser intercambiados pela aplicação do operador recombinação baseado em vizinhança:
(i) um segmento em cruz, para posições no interior da grade; (ii ) um segmento em ’L’, para
pontos localizados em um dos quatro vértices do mapa; e (iii ) um segmento em ’T’, para pontos
localizados nas arestas laterais do mapa. Após definir o ponto de recombinaçãoi, e utilizando a
função f cross(.), o terceiro operador pode ser definido como

un+1
{ci} = {un

S,{ci} ouun
T,{ci}; ci = f cross(i)}. (3.8)

Como mencionado anteriormente, a seleção dos indivíduos pais é geralmente feita
probabilisticamente, com base nos valores de aptidão dos indivíduos da população atual.
Contudo, em geral, os operadores de recombinação mais utilizados são aqueles baseados em
pontos de corte. Este tipo de operador toma como entrada um par de cromossomos-pais
e um ou mais pontos de corte escolhidos aleatoriamente, gerando como saída um par de
cromossomos-filhos a partir da troca de material genético nos ou entre tais pontos de corte. Este
último operador também pode ser adaptado para arranjos uni-ou tridimensionais e para outros
tamanhos de raio. Também, as três operações de recombinaçãodescritas podem ou não incluir
os vetores de parâmetrosσ e θ que compõemu.. Um dado par selecionado tem probabilidade
pc (taxa de recombinação) de ter seu material genético efetivamente recombinado.

Operadores de Mutação

O papel do operador de mutação é o de preservar a diversidade na população e evitar que ela
convirja a mínimos locais, sendo que sua aplicação é controlada por um parâmetro específico,
chamado detaxa de mutação(pm). O operador de mutação opera adicionando uma realização
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Figura 6: Três exemplos de segmentos intercambiados pelo operador de recombinação baseado
em vizinhança numa grade 6×6.

de uma variável aleatória normalP-dimensional ao gene selecionado. Os vetores de parâmetros
σj eθj que compõemu j controlam a amplitude (passo) e a direção da mutação aplicada. Na sua
forma mais geral, envolvendo mutações correlacionadas, porém comσj e θj fixos, a mutação é
representada pela equação

un+1
j = un

j +N(0,C(σ ,θ)) , (3.9)

na qualN(0,C(σ ,θ)) corresponde ao vetor de mutações correlacionadas.

Nas implementações descritas na Seção 3.4 foi adotada a forma mais simples de um único
desvio padrão fixo para todos os atributos, o que resulta emlσ = 1 e lθ = 0. Dessa forma, com
I denotando a matriz identidade de ordem adequada, a Equação 3.9 torna-se

un+1
j = un

j +σN(0, I) . (3.10)

Uma vez que a representação aqui utilizada é uma matrizN×(P×lσ×lθ ), outras estratégias
de mutação podem ser implementadas. Por exemplo, uma taxa demutaçãopm poderia ser
adotada para cada componente dos vetores de pesos, ou poder-se-ia estipular que apenas um
componente de cada vetor de pesos escolhido fosse alterado acada aplicação do operador. Outra
possibilidade seria a de se adotar outras distribuições de probabilidade para o valor (passo) de
mutação, tais como a distribuição uniforme. Estas estratégias foram experimentadas e aquela
com melhor resultado foi adotada. Na apresentação dos resultados, na Seção 3.4, a estratégia e
os valores utilizados para estes parâmetros serão especificados.

3.2.3 Operadores Locais

Os operadores locais realizam operações determinísticas sobre indivíduos da população
muito embora a seleção dos indivíduos para receber a operação possa ser aleatória. Como estes
operadores não envolvem alteração ou troca de genes, eles não são considerados operadores
genéticos. Em geral, operadores locais são sintonizados com o problema e constituem uma
forma de se inserir conhecimento do domínio no mecanismo do algoritmo. Existem tipicamente
três pontos de inserção de conhecimento do domínio no arcabouço conceitual de AEs [Eiben
& Smith 2003]: (1) na fase de geração da população inicial; (2) na fase de avaliação dos
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indivíduos; e (3) quando da aplicação dos operadores genéticos. No caso do segundo escopo de
aplicação, a adaptação do indivíduo geralmente é abordada como um fator de “aprendizado”.

EvSOM aplica um operador local que consiste em ordenar um segmento de vetores de pesos
segundo a ordenação topológica de uma das coordenadas do arranjo de saída. O ponto inicial do
segmento e o seu comprimento são escolhidos aleatoriamente. Um caso especial desse operador
consiste em trocar a ordem de dois genes vizinhos no cromossomo. Oinsightpara este operador
advém do seguinte raciocínio: dado que se deseja um mapa topologicamente ordenado como
produto final, se dois vetores de pesos estão “fora de ordem” no arranjo de saída, geralmente
serão necessárias muitas operações de mutação e recombinação até que a ordem seja invertida.
Um operador local de ordenamento de subsequências pode acelerar o processo de ordenamento
do mapa.

Especificamente, sejami ∈ {1, . . .N} o ponto de aplicação do operador, ou seja, um índice
paraui emvk, j ∈ {1, . . .P} um índice para um atributo dewi ⊂ ui e l uma dimensão na grade
de saída, todos aleatoriamente escolhidos, e sejals o comprimento de um segmento a partir do
pontoi. Com essas definições, o operador local utilizado pelo EvSOM pode ser expresso por

{

un+1
i , . . . ,un+1

i+ls

}

= ssort
{

j,un
i , . . . ,u

n
i+ls

}
, (3.11)

em que a função de conjuntossort
{

j,un
i , . . . ,u

n
i+ls

}

retorna o mesmo conjunto de vetores

ordenados pela coordenadaj segundo a dimensãol da grade.

Para um exemplo concreto, considere a grade de saída 3× 3 da Figura 7(a), na qual os
espaços de entrada e de saída são bidimensionais. Os valoresentre parênteses representam
os vetores de pesosw, com dois atributos(a1,a2), e cada vetor de pesos tem um vetor de
coordenadasr = (i, j) associado, com a posiçãor = (1,1) no canto superior esquerdo. Por
exemplo, o vetor de coordenadas dew= (5,5) no canto inferior direito ér = (3,3). Para aplicar
ssort{.} uma vez sobre essa grade, uma posição na grade (p.e.r = (2,3)), uma dimensão da
grade (ou seja, uma coordenada der , j, p.e., o que significaria ordenar pela coluna) e um dos
atributos dew, (a2, p.e.) são selecionados aleatóriamente. Sejals = 3. A configuração da
grade após aplicar a funçãossort{.} ficaria como na Figura 7(b). Observe que os 3 vetores de
pesos da última coluna, ou seja na dimensãoj da grade, em torno da posiçãor = (2,3), foram
ordenados pelo atributoa2.

(1, 4)  (3, 7)  (8, 4)

(2, 5)  (3, 9)  (5, 1)

(6, 1)  (3, 6)  (7, 2)

(1, 4)  (3, 7)  (5, 1)

(2, 5)  (3, 9)  (7, 2)

(6, 1)  (3, 6)  (8, 4)

(a) (b)

Figura 7: Exemplo do efeito do operador local sobre uma gradede saída bidimensional.

Os operadores definidos pelas Equações 3.8, 3.10 e 3.11 foramutilizados na implementação
do EvSOM para gerar os resultados da Seção 3.4
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3.2.4 Seleção para substituição

Uma vez avaliada a aptidão dos cromossomos-filhos, passa-sea selecionar, dentre pais
e filhos, os indivíduos para a próxima geração. Nesse contexto, duas estratégias são
comumente encontradas na literatura de Estratégias Evolucionárias (EE) [Michalewicz 1996].
Na estratégia-(λ +µ), µ pais geramλ descendentes, sendo que a seleção opera sobre todos os
λ + µ indivíduos retornando osµ melhores. Neste caso, os pais sobrevivem até que os filhos
gerados sejam mais aptos. Já na estratégia-(µ,λ ), µ pais geramλ (λ > µ) filhos, sendo que
os µ melhores filhos serão selecionados para ocupar o lugar dos pais. Assim, a seleção opera
apenas sobre os descendentes. A pesquisa avaliou as duas estratégias, porém, nos experimentos
reportados neste trabalho, adota-se a estratégia-(µ +λ ) pois esta revelou-se superior.

3.3 O Algoritmo de Subida da Encosta ( Hill Climbing)

Para estudo e comparação com as técnicas evolucionárias descritas nos parágrafos
anteriores, implementou-se também uma versão do algoritmode subida da encosta iterado
(Random-restart, steepest ascent hill climbing) [Castro 2006]. Ao contrário do AE proposto, o
algoritmo subida da encosta iterado não é um algoritmo populacional. A versão implementada
é gulosa e consiste em, partindo de uma solução inicial aleatória, gerar 5 (cinco) descendentes
por perturbação aleatória e avançar para aquele que gera maior ganho na função de aptidão.
Para efeito de comparação adotaram-se os mesmos valores para parâmetros equivalentes nos
algoritmos evolucionário e no subida da encosta iterado, para cada execução: o número
de iterações no subida da encosta é igual ao tamanho da população utilizado no algoritmo
evolucionário, as perturbações são realizadas em nível de gene com mesmo valor de passo e
mesma probabilidade de mutação. Esta estratégia possibilitou um controle da implementação e
também uma avaliação qualitativa do efeito obtido com os operadores local e de recombinação,
pela comparação dos resultados dos dois algoritmos.

Para reduzir o tempo de processamento do algoritmo subida daencosta iterado, foi
adotada uma estratégia em etapas, que consiste em interromper o processo de busca naquelas
soluções que, após um número pré-estabelecido de iterações, apresentarem os resultados menos
promissores. O fator de redução utilizado foi 2 (dois), ou seja, em cada etapa é eliminada
metade das soluções. Para tal, o procedimento implementa o algoritmo em paralelo; ou seja,
inicialmente geram-se todas as soluções aleatórias iniciais; na primeira etapa evoluiram-se todas
as soluções porNi iterações e escolhe-se a metade melhor das soluções para continuar na etapa
seguinte e assim sucessivamente até restar uma única solução. Por exemplo, começando com
64 soluções iniciais e comNi = 5000, ter-se-á 7 (sete) etapas com 64, 32, 16, 8, 4, 2 e 1 soluções
cada, sendo que a solução apresentada no final operou porNg = 7×5= 35.000 iterações.

3.4 Simulação Computacional

Uma extensa bateria de experimentos com dados sintéticos foi realizada para fins de prova
de conceito do AE proposto. Aplicações reais que utilizam variantes do algoritmo EvSOM são
desenvolvidas nos Capítulos 3 e 4. Esta seção registra um conjunto de resultados selecionados
que evidencia o seu desempenho satisfatório. Resultados para três conjuntos diversos de
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dados, para 6 variantes paramétricas do algoritmo e para seudesempenho frente aoutliers
são apresentados nas próximas três subseções. Também, paraum acompanhamento qualitativo,
foram registrados dados da convergência durante os experimentos.

3.4.1 Dados e Resultados Básicos

Na implementação do algoritmo EvSOM, cada indivíduo da população gera um número
fixo de 8 (oito) descendentes; ou seja, a seleção para reprodução não é baseada no valor da
aptidão. Adota-se este procedimento com o intuito de se obter ganhos computacionais. Mais
especificamente, para uma população deµ cromossomos, a seleção para reprodução consiste
em sequencialmente tomar cada cromossomo da populaçãoui, i = 1, . . .µ, e casar com outros
8 cromossomos escolhidos aleatóriamente, sem repetição. Cada par assim escolhido gera um
descendente pela aplicação dos operadores definidos pelas Equações 2.7, 2.9 e 2.10.

Os descendentes assim gerados são avaliados e posteriormente selecionados pela
estratégia-(λ + µ). Três distribuições de dados foram usadas nas simulações:(i) uma
distribuição uniforme sobre o quadrado unitário no planox-y, [0,1]× [0,1] (conjunto de dados
D1); (ii) uma distribuição uniforme sobre o triângulo isóceles com vértices em (0, 0), (1,
0) e (0,5, 1) (conjunto de dados D2); e (iii) uma distribuiçãono espaço tridimensional,
uniformemente distribuída sobre a superfíciez= x2, com domínio no quadrado unitário do
planox-y, [0,1]× [0,1] (conjunto de dados D3). Um total de 250 amostras foi utilizado para
os padrões de entrada e uma população deµ = 32 indivíduos foi adotada em cada geração.
Os códigos foram todos escritos emMATLABc© usando como apoio algumas funções da SOM
toolbox [Vesantoet al. 2000].

Uma série de execuções do AE foi conduzida em que se adotou taxas de mutação no
intervalo [0,01 - 0,50]. A inicialização da população foi determinada por um valor dado de
semente para o gerador de números aleatórios, de forma a permitir uma eventual replicação
dos experimentos. Os testes comparativos foram realizadoscom o algoritmo EvSOM, com o
algoritmo subida da encosta iterado, com o algoritmo genético proposto em Curry & Morgan
(2004) e com o algoritmo SOM original para as seguintes topologias de mapa: 5×5, 8×8 e
1× 25. Os parâmetrosα e β da função de aptidão do algoritmo EvSOM assumiram valores
no intervalo [0,10 - 10,0]. Os valores médios e os desvios padrões para 30 realizações do
experimento para os índices EQ, ETP, DLP e CCP, para os conjuntos de dados D1, D2 e D3,
estão mostrados na Tabela 1.

Alguma variabilidade foi encontrada nas realizações para as três topologias de rede e para as
três distribuições. Como esperado, constatou-se uma predominância de resultados favoráveis à
abordagem EvSOM para todos os índices. Observa-se ainda quepara redes menores o algoritmo
subida da encosta é tão bom quanto o AE. Os dados da Tabela 1 e uma consulta aos resultados
apresentados em Kirk & Zurada (2002) mostram que uma função de aptidão formada pela
combinação simples dos índices EQ e CCP é tão boa quanto ETP e DLPpara o propósito de
formação de MTOs.

A título de ilustração, MTOs formados pelo AE proposto para os conjuntos D1, D2 e D3
são mostrados, respectivamente, nas Figuras 8, 9, 10 e 12, a partir das quais pode-se observar
que os MTOs apresentam-se ordenados topologicamente. Paracomparação, a Figura 11 mostra
o mapa formado pelo SOM padrão para o conjunto de dados D3. A Figura 13 mostra um
exemplo de mapa gerado pelo algoritmo subida da encosta no qual o processamento prosseguiu
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Tabela 1: Valores médios (med) e desvios padrões (dp) de EQ, ETP, CCP e DLP para os quatro
algoritmos (AE - algoritmo evolucionário, AG - com a função de aptidão de Curry & Morgan
(2004), HC - subida da encosta, SOM -self-organizing map), para os três conjuntos de dados
(D1, D2, D3) e para três dimensões diferentes do mapa. NG é o número de gerações ou épocas
(para o SOM). Parâmetros:µ = 32, λ = 8µ (d/a), pm = 0,15, σ = 0,2, pc = 0,10, ls = 3,
(α;β ) = {(1,0;2,0) ,(1,0;3,0) ,(1,0;3,0) ,(1,0;3,0) ,(1,0;1,0)}.

Método/Dados EQ ETP CCP DLP NG
/Dimensão med dp med dp med dp med dp med dp
AE/D1/5x5 0,0821 0,0044 0,0355 0,0142 0,9621 0,031 1,2633 0,0632 1930 47
AG/D1/5x5 0,0913 0,0067 0,0346 0,0192 0,9163 0,038 1,2908 0,0687 2434 96
HC/D1/5x5 0,0830 0,0031 0,0315 0,0120 0,9712 0,024 1,3045 0,0932 14750290
SOM/D1/5x5 0,0833 0,0016 0,0303 0,0101 0,9116 0,007 1,2856 0,0695 23 0,7
AE/ D1/8x8 0,0362 0,0042 0,0457 0,0172 0,9608 0,049 0,7127 0,0923 18550 1853
AG/ D1/8x8 0,0368 0,0064 0,0484 0,0195 0,9116 0,036 0,7219 0,1300 23556 3008
HC/ D1/8x8 0,0366 0,0071 0,0511 0,0121 0,9440 0,041 0,9213 0,2204 55923 2310
SOM/D1/8x8 0,0344 0,0010 0,0421 0,0133 0,9245 0,013 0,7355 0,1107 79 4
AE/ D2/5x5 0,0797 0,0038 0,0354 0,0233 0,9545 0,067 1,3899 0,1212 2285383
AG/ D2/5x5 0,0734 0,0029 0,0314 0,0155 0,9606 0,035 1,3776 0,1165 1756286
HC/ D2/5x5 0,0813 0,0034 0,0354 0,0218 0,9572 0,046 1,0821 0,1734 12550 320
SOM/D2/5x5 0,0712 0,0015 0,0310 0,0101 0,8985 0,011 1,3826 0,1141 21 0,7
AE/D3/5x5 0,1314 0,0087 0,0365 0,0189 0,9604 0,061 1,4208 0,2831 1905 260
AG/D3/5x5 0,1388 0,0065 0,0388 0,0176 0,9336 0,044 1,4135 0,1954 2312 304
HC/D3/5x5 0,1201 0,0083 0,0326 0,0173 0,9502 0,087 1,0828 0,3655 15506291
SOM/D3/5x5 0,0898 0,0025 0,0308 0,0113 0,9155 0,014 1,4811 0,1756 28 1,1
AE/D3/1x25 0,1643 0,0150 0,0390 0,0140 0,9401 0,121 0,2111 0,0376 2115275
AG/D3/1x25 0,1422 0,0138 0,0383 0,0121 0,9455 0,140 0,2085 0,0545 1668246
HC/D3/1x25 0,1714 0,0141 0,0367 0,0176 0,9434 0,098 0,2999 0,0783 21456 562
SOM/D3/1x25 0,0971 0,0016 0,0310 0,0126 0,9210 0,012 0,2103 0,0256 24 0,7

até o número máximo de iterações e não atingiu um mapa bem formado. Neste caso, o erro
de quantização resultou significativamente alto. A Figura 12 mostra um mapa gerado pelo AE
proposto para o mesmo conjunto de dados da Figura 13 e mesma quantidade de neurônios.
Percebe-se claramente que no AE proposto os vetores de pesostendem a se “espalhar” mais por
todo omanifoldde dados a fim de gerar um menor erro de quantização que o mapa gerado pelo
algoritmo subida da encosta iterado.

3.4.2 Variantes Evolucionárias do Algoritmo EvSOM

Os componentes básicos do AE descritos na Seção 3.2 foram sistematicamente combinados
para dar origem a diferentes estratégias evolucionárias com vistas à formação de bons MTOs.
Embora um número maior de variações tenha sido investigado,esta seção analisa os resultados
para seis delas, cujas configurações estão mostradas na Tabela 2. Em todas elas, a mesma função
de aptidão, dada pela Equação (3.3), foi adotada, embora algumas vezes variando os coeficientes
α eβ . Também foi utilizado o mesmo critério de parada: atingir o número máximo de gerações
(2.500 na maioria dos casos) ou atingir uma solução cujo valor da função de aptidão seja maior
ou igual a 0,9 (por exemplo, para um mapa 5×5, este valor poderia referir-se a um mapa tendo
CCP igual a 0,98 e EQ igual a 0,08). Nesta tabela, PbCross refere-se à recombinação baseada
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Figura 8: Típico mapa 5×5 formado pelo algoritmo EvSOM para o conjunto D1: EQ = 0,078,
CCP = 0,981 (α = 1,β = 1).

em pontos de corte e NbCross refere-se à recombinação baseadaem localização, conforme
definidas na Seção 3.2.2.

A Tabela 3 compara o desempenho alcançado pelos 6 (seis) AEs analisados tendo EQ, ETP
e NG (i.e., o número de gerações para obter um MTO) como figurasde mérito. Esta tabela
também fornece, para fins de comparação, os valores alcançados pelo algoritmo SOM. Várias
execuções foram realizadas variando os valores deα e β na Equação (3.3), assim como os
demais parâmetros dos algoritmos. Os valores particularesmostrados na tabela (exceto aqueles
das duas últimas linhas) representam configurações para as quais mapas de alta qualidade foram
obtidos regularmente. As duas últimas configurações representam casos excepcionais nos quais
valores elevados deβ impedem a formação de mapas com preservação de topologia pelo AE.

Os resultados na Tabela 3 indicam que não existe diferença significativa entre os valores
de ETP apresentados pelos mapas formados pelos seis algoritmos. Porém, considerando o EQ
médio como figura de mérito, os algoritmos AE1 e AE6 apresentam desempenho superior aos
outros, embora para AE6 esse resultado seja obtido ao custo de alto valor para NG (baixa
eficiência computacional). Quando a eficiência é o critério principal, AE2 e AE4 são boas
opções, com AE4 prevalecendo significativamente. A Figura 10 ilustra um dos mapas de boa
qualidade formado pelo AE4.

3.4.3 Robustez a Outliers

Este tópico apresenta definições e relata um exame empírico do comportamento do
Algoritmo EvSOM frente a dados que apresentamoutliers [Barnett & Lewis 1978]. Esta
propriedade pode ser importante em algumas aplicações comoaquela a ser descrita no Capítulo
4.
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Figura 9: Típico mapa 4×4 formado pelo algoritmo EvSOM para o conjunto D2: EQ = 0,066,
CCP = 0,956 (α = β = 3).

Tabela 2: Configurações dos componentes das diferentes variantes do AE proposto.

Componente AE1 AE2 AE3 AE4 AE5 AE6

Representação matriz matriz matriz matriz matriz matriz
Função de
Aptidão Eq. (3.3) Eq. (3.3) Eq. (3.3) Eq. (3.3) Eq. (3.3) Eq. (3.3)
Recombinação
(pc = 0.01) NbCross NbCross NbCross – PbCross PbCross
Mutaçãopm(σ) 0,01 (0,05) 0,30 (0,1) 0,3 (0,1) 0,15 (0,4) 0,01 (0,1) 0,15 (0,4)
Taxa de Mutação e
controle do passo não não não sim sim não
Sel. Reprod. fit-proport. determ. determ. random fit-proport. determ.
Sel. Sobrev. gerac. (µ +λ ) (µ,λ ) (µ +λ ) (µ +λ ) gerac.

Tam. da pop. 40 80 80 80 80 40

A noção deoutlier é um tanto vaga e subjetiva.Outliers são observações que se
diferenciam da maioria das amostras dos dados dos quais fazem parte. Geralmente o interesse na
identificação deoutlierscai em um de três casos. O primeiro é saber se a observação discrepante
é uma realização válida, gerada pelo fenômeno em foco, ou não. O segundo é o interesse em
eventos alternativos ou raros. Esses eventos podem trazer conhecimento novo e gerar uma nova
compreensão do fenômeno em estudo. E, terceiro, em situações nas quais não se tem certeza
de qual modelo reflete bem o comportamento do conjunto de dados, a detecção de observações
discrepantes é fundamental, pois pode indicar um modelo inadequado ou uma escala de medida
imprópria.

Quando a observação discrepante não é gerada pelo fenômeno em foco, ooutlier torna-se
indesejável. Neste caso duas abordagens podem ser tomadas:o da identificaçãoe o da
acomodação. A identificação pode levar à sua rejeição, sua incorporaçãoatravés da revisão
do modelo ou método de estimação, ou à verificação de deficiências no conjunto de dados
e à necessidade de novos experimentos. A acomodação, por suavez, leva a modificações
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Figura 10: Típico mapa 5× 5 formado pelo AE4 (veja Tabela 3) para o conjunto D3: EQ =
0,088, CCP = 0,974 (α = 1,β = 2,5).

apropriadas no modelo ou método de análise, para “conviver”comoutliers, sem a necessidade
de identificar de antemão as observações discrepantes. Métodos de estatística robusta
enquadram-se nesta última categoria [Maronna, Martin & Yohai 2006].

O comportamento do algoritmo quandooutliers estão presentes nos dados é uma
manifestação do dilema estabilidadeversusplasticidade presente nos algoritmos de redes
neurais artificiais. O dilema diz respeito à capacidade da rede em aprender novas informações,
ou seja, adaptar-se aos novos padrões, sem perder informações previamente aprendidas [Haykin
1994]. Os modelos conexionistas, em geral, e o algoritmo MLPtreinado combackpropagation
em particular, apresentam grande plasticidade, porém exibem “esquecimento catastrófico”
(catastrophic forgetting) [McCloskey 1989,French 1999], ou seja, novos padrões apresentados à
rede apagam completamente o aprendizado prévio se os padrões antigos não forem intercalados
e reapresentados juntamente com os novos. Isso acontece devido à natureza distribuída como o
conhecimento é armazenado nestas redes: a alteração de um peso numa camada escondida da
rede causa o re-arranjo de todos os demais pesos da rede.

Por outro lado, a rede SOM, devido à natureza local das representações projetadas nos
protótipos, está menos sujeita ao “esquecimento catastrófico”: um novo padrão afeta mais
especificamente um neurônio vencedor e seu entorno na grade de saída deixando intactos
a maioria dos protótipos aprendidos. Apesar disso, estudosempíricos mostram que esta
estabilidade relativa depende dos valores e do escalonamento dos parâmetros da rede e do
momento, durante o treinamento, no qual os novos padrões (e.g., outliers) são apresentados.
Em particular, [Indrayanto & Allinson 2001, Richardson & Thomas 2008] mostram que se os
novos padrões são apresentados antes que a função de vizinhança tenha se reduzido o suficiente,
a rede SOM apresenta a mesma característica de “esquecimento catastrófico” da rede MLP.

Embora a rede SOM seja relativamente mais imune ao esquecimento catastrófico que a
rede MLP, estabilidade e robustez aoutliers não são propriedades ortogonais. Mostra-se em
Garcia-Escudero & Gordaliza (1999) e Allende et al. (2004) que os algoritmosK-meanse
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Figura 11: Um mapa 5×5 formado pelo SOM padrão para o conjunto D3: EQ = 0,080, CCP =
0,992.

SOM são fortemente sensíveis aoutliers. Para quantificar a propriedade de robustez aoutliers
utilizam-se conceitos de estatística robusta [Maronna, Martin & Yohai 2006]. Algoritmos
de treinamento baseados em estatísticas robustas com o objetivo de melhorar a propriedade
de robustez do SOM, K-means e Neural Gas foram propostos em Allende et al. (2004),
Garcia-Escudero & Gordaliza (1999), Qin & Suganthan (2004), Saavedra et al. (2006) e
Witoelar et al. (2008).

O caminho para aplicar conceitos de estatística robusta na avaliação da robustez aoutliers
é interpretar o processo de aprendizagem da rede neural comoum processo de estimação de
parâmetros a partir dos dados. Quando observações significativamente discrepantes do restante
dos dados estão presentes, elas podem distorcer a estruturado modelo e degradar as estimativas.

O principal conceito em Estatística Robusta para avaliar a robustez aoutliersde estimadores
é o deponto de ruptura(breakdown point). O ponto de ruptura é uma medida global de robustez
que fornece uma ideia da tolerância do estimador a observações discrepantes. Uma definição
assintótica, de natureza matemática, foi apresentada por Hampel (1971). Posteriormente,
Donoho & Huber (1983), apud Marona, Martin & Yohai (2006), formularam uma definição
para amostras finitas, que é usada nesta tese.

Seja uma amostra den observaçõesZ = {z1,z2, . . . ,zn}, e sejaZ∗ um conjunto construído
substituindom observações deZ por valores arbitrários. Seja tambémt um estimador de modo
que aplicando-set sobre essa amostra retorna um conjunto de parâmetros. Define-seb(m; t,Z),
como ovício máximocausado pela contaminação do conjunto de dados:

b(m; t,Z) = sup
Z∗

‖t(Z∗)− t(Z)‖ , (3.12)

onde o supremo é obtido sobre todas as amostras contaminadas. Seb(m; t,Z) é infinito, então
asm observações discrepantes têm um efeito arbitrariamente grande no estimador. Isto leva a
seguinte definição.
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Figura 12: Um mapa 1×25 formado pelo AE para o conjunto D3: EQ = 0,077, CCP = 0,972
(α = β = 1).

Definição: Sejat = tn um estimador aplicado à amostraZ. O ponto de ruptura,ε∗n(t,Z),
desse estimador é dado por

ε∗n(t,Z) = min
1≤m≤n

{m
n
, tal queb(m; t,Z) é infinito

}

. (3.13)

Em palavras, o ponto de ruptura do estimador é igual à proporção mínima de observações
discrepantes contidas na amostra que torna ovício do estimador infinito. Do ponto de vista de
robustez, procuram-se estimadores com alto ponto de ruptura. O valor máximo do ponto de
ruptura é 0,5, pois se a proporção de dados contaminados for maior que este valor não será mais
possível distinguir os valores discrepantes neste conjunto de dados.

Um exemplo relevante no contexto desta tese é aquele do estimador de mínimos quadrados
ordinário no qual se baseia a maioria dos algoritmos de redesneurais. Nesse caso, uma única
observação discrepante pode deslocar o estimador por valores arbitrariamente grandes. Assim,
o ponto de ruptura desse estimador é

ε∗n(t,Z) =
1
n
, levando a queε∗n(t,Z)→ 0 quandon→ ∞. (3.14)

em palavras, os estimadores de mínimo quadrado tem ponto de ruptura zero no limite quandon
tende a infinito. A rede MLP treinada combackpropagatione o algoritmoK-meansminimizam
o erro quadrático médio e enquadram-se nesta categoria. Também, como mostrado em Kohonen
(2001), a rede SOM, nos seus estágios finais de treinamento, minimiza o erro quadrático médio.

Para o exame empírico desta propriedade no algoritmo EvSOM esua comparação com o
algoritmo SOM, foi utilizado um conjunto de dados sintéticos que consiste numa distribuição
uniforme sobre o quadrado unitário comoutliers (conjunto de dados D4). Osoutliers são
simulados por uma pequena nuvem de dados deslocada para forado quadrado unitário, contendo
algum percentual do total dos pontos. Nos experimentos essepercentual variou entre 1% e
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Figura 13: Um mapa 1×25 formado pelo algoritmo HC para o conjunto D3: EQ = 0,127, CCP
= 0,942 (α = β = 1).

10%. Um total de 1000 amostras foi utilizado para os dados de entrada e uma população de 32
indivíduos está disponível em cada geração.

Um MTO formado pelo algoritmo EvSOM para o conjunto de dados D4 com 2% de
amostras discrepantes está mostrado na Figura 14. Para efeito de comparação, a Figura 15
mostra um típico MTO formado pelo algoritmo SOM original.

Comparando as duas figuras pode-se notar que o mapa formado pela abordagem proposta
não desloca um vetor de pesos para cobrir a pequena nuvem de pontos (outliers) no canto
superior da figura, enquanto que o algoritmo SOM de Kohonensempredesloca um protótipo
para cobrir esta nuvem. Uma consequência imediata deste comportamento do algoritmo de
Kohonen é que o mapa final é consideravelmente distorcido. Esse exemplo evidencia que a
abordagem proposta é relativamente mais robusta aoutliersque o algoritmo de Kohonen. Para
todos os valores investigados, com o percentual variando entre 1% e 10% foi possível selecionar
uma combinação deα e β que resultou neste mesmo comportamento robusto do algoritmo
EvSOM.

Como registro final, deve-se apontar que, se for importante para o usuário, a abordagem
proposta pode deslocar um protótipo para a nuvem deoutliers. Isso pode ser realizado dando
mais importância ao índiceEQ que ao índiceCCPna função de aptidão mostrada na Equação
(3.3) durante a evolução do AE. Isso pode ser feito escolhenedo-seβ >> α na função de
aptidão.

A Figura 16 mostra um mapa em uma geração intermediária sendoevoluído pelo algoritmo
proposto comα = 1 e β = 5, onde vemos o início do deslocamento de um vetor peso em
direção à nuvem deoutliers. Ou seja, através do ajuste dos valores deα e β na função de
aptidão, o ponto de ruptura do EvSOM pode ser controlado pelousuário. Esta flexibilidade não
está presente no algoritmo de Kohonen.

Para justificar formalmente estes resultados, considere o cálculo dovício máximodado pela
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Tabela 3: Valores médios (med) e desvio padrão (dp) para EQ, ETP e NG para um mapa 5×5
(α = 1). Parâmetros:µ = 32,λ = 8µ (d/a),pm = 0,15,σ = 0,3, pc = 0,10, ls = 3.

Algoritmo - EQ ETP NG

AE1 med 0,0765 0,012 1517,10
(β = 2,0) dp 0,0024 0,010 217,64
AE2 med 0,0821 0,021 1345,08
(β = 4,0) dp 0,0044 0,034 220,20
AE3 med 0,0863 0,015 1980,45
(β = 4,0) dp 0,0025 0,014 214,32
AE4 med 0,0844 0,011 1252,34
(β = 2,5) dp 0,0029 0,012 109,60
AE5 med 0,0868 0,012 2317,10
(β = 2,5) dp 0,0019 0,016 417,64
AE6 med 0,0794 0,012 1817,10
(β = 2,0) dp 0,0026 0,011 201,64
SOM med 0,0745 0,015 –
– dp 0,0016 0,010 –
AE1 med 0,0806 0,558 3491,34
(β = 6,5) dp 0,0045 0,073 15,55
AE2 med 0,0781 0,645 3414,82
(β = 8,0) dp 0,0096 0,034 36,00

Equação (3.12) para o algoritmo EvSOM quando a estimativat é a Função de Aptidão (f a).
Suponha um conjunto de dadosZ de tamanhon eZ∗ contaminado pormamostras discrepantes.
O cálculo deb(m; t,Z) resulta emb(m; f a,Z) = supZ∗ ‖ f a(Z∗)− f a(Z)‖, ou,

b(m; f a,Z) = sup
Z∗

‖α · [CCP(Z∗)−CCP(Z)]−β · [(EQ(Z∗)−EQ(Z)]‖ . (3.15)

Claramente, pelas definições deCCP e EQ, e se a grade de saída estiver ajustada aos dados,
o deslocamento de vetores de pesos na direção dosoutliers reduz (melhora) o valor deEQ
enquanto também reduz (piora) o valor de CCP, já que a correlação se dá com a grade de saída
que é fixa. Assim, para um conjunto finito de amostras e para qualquer combinação de valores
das diferenças deCCPseEQsentre as amostras contaminada (Z∗) e não contaminada (Z) haverá
uma combinação deα eβ que levará o algoritmo a escolher soluções mais (ou menos) afetadas
pelosoutliers, conforme o interesse. Isto é consistente com os resultadosempíricos obtidos.

3.4.4 Convergência

Para manter o controle e também para adquirir conhecimento empírico sobre o
comportamento dos algoritmos, dados detalhados de convergência foram coletados em todos
os experimentos. Estes dados também permitem analisar qualitativamente as propriedades
de convexidade da superfície da função de aptidão em uma realização típica da Equação
(3.3). Com esse objetivo, a Figura 17 apresenta três diferentes trajetórias obtidas com
diferentes valores do tamanho médio do passo do operador de mutação. Por outro lado, a
Figura 18 apresenta uma análise considerando diferentes realizações da função de aptidão na
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Figura 14: Um típico mapa 5×5 formado pelo algoritmo EvSOM para o conjunto de dados D4
(α = β = 1).

Equação (3.3) (combinações deα e β )). Iniciando em diferentes configurações aleatórias do
mapa e aplicando mutação como única fonte de variação, as três trajetórias convergem para
um mapa bem formado. As três curvas foram artificialmente sobrepostas para o propósito de
visualização, já que o número de iterações não é o mesmo nas três realizações.

A forma das trajetórias nas duas figuras evidencia a dificuldade inerente da otimização
direta da função de aptidão proposta. É notável o alto nível de multimodalidade (mínimos
locais) e de não linearidades presentes na superfície de pesquisa. Esta propriedade
requer algoritmos de busca eficazes em fugir destas situações, um problema típico
daqueles enfrentados por AEs. Métodos de otimização baseados gradiente não funcionam
satisfatoriamente nestas situações.

3.5 Quantização Vetorial Evolucionária

Conforme visto na Seção 2.1, o treinamento da rede SOM passa por uma fase inicial de
ordenamento topológico, quando a abertura da função vizinhança é grande, seguida de uma
fase na qual o mesmo se comporta basicamente como um quantizador vetorial sequencial (um
modelo de LVQ -learning vector quantization). No algoritmo EvSOM, por outro lado, os
critérios de ordenamento topológico e de quantização vetorial mantêm-se atuantes durante todo
processo de treinamento. No entanto, com a flexibilidade da ponderação relativa entre os dois
fatores na função de aptidão, pode-se obter um quantizador vetorial evolucionário fazendoα =
0 naquela função. Embora não seja um algoritmo otimizado para a tarefa, os exemplos desta
seção mostram que resultados interessantes podem ser obtidos.

Quantização vetorial evolucionária não é um tema novo. Parauma revisão o leitor
pode dirigir-se a [Huanget al. 2001]. Muitos algoritmos são híbridos. Por exemplo,
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Figura 15: Um típico mapa 5×5 formado pelo algoritmo SOM de Kohonen para o conjunto de
dados D4.

muitos deles tentam tirar proveito das propriedades de busca de ótimo global proporcionadas
pelos algoritmos evolucionários junto com a eficiência do algoritmo k-meanspara pesquisa
local [Naldiet al. 2011].

Para um exame qualitativo do comportamento do EvSOM como um quantizador vetorial
evolucionário (α = 0), utilizou-se um conjunto de dados com propriedades que permitam
diferenciar os comportamentos dos algoritmos. Embora artificial, este conjunto de dados
possui uma série de características importantes. Dentre asprincipais características podem ser
destacadas as seguintes1:

• A baixa dimensionalidade dos dados (cada vetor pertence aoR
2) permite uma imediata

avaliação da posição em que cada protótipo foi posicionado após o treinamento.

• Os grupos possuem densidade bem diversas. É possível notar que alguns grupos possuem
vários elementos, enquanto outros possuem poucos elementos.

• A forma dos agrupamentos não é circular.

• A variabilidade (espalhamento) dos agrupamentos também é bastante diferente
dependendo do agrupamento.

• A correlação entre os atributos é diferente, dependendo do agrupamento.

Os experimentos consistiram em comparar o mapeamento obtido pela rede SOM com
aqueles obtidos pelo EvSOM para três casos:α = 0, α = 2× β , e α = 9× β , paraN =
4,9,16,25 protótipos. Sendo que a intenção é comparar os resultadosquanto a quantização
vetorial, em todos os casos os protótipos foram iniciados com uma configuração ordenada, com

1Este conjunto de dados está disponível em: www.deti.ufc.br/ guilherme/Codes/dataset1.dat.



3.6 Discussão e Conclusão 63

Figura 16: Um típico mapa 5×5 sendo evoluído pelo algoritmo EvSOM para o conjunto de
dados D4 (α = 1,β = 5).

o protótipo central localizado no centro das coordenadas dos dados, em (0,0). Os resultados
são mostrados nas Figuras 19, 20, 21 e 22. As Figuras (b)α = 0 não mostram informação do
ordenamento topológico, uma vez que este termo não está presente na função de aptidão.

A seguinte observação geral pode ser feita em relação aos resultados encontrados nestas
figuras. Para todas as figuras, o erro quadrático médio (EQM) da Figura (b) (α = 0) é menor
que os das Figuras (c) e (d) e próximos daquele produzido pelarede SOM, na Figura (a).
O maior EQM é sempre o da Figura (d) (α = 9× β ) sendo o EQM da Figura (c) de um
valor intermediário. Esse resultado é interpretado de forma muito direta. Comα > 0, têm
melhor aptidão as soluções que atendem um equlíbrio entre ordenamento topológico e erro de
quantização, enquanto comα = 0, ou seja, quantização vetorial pura, o algoritmo está livre para
selecionar soluções baseado apenas no critério de EQM. Esseviés aparece de forma clara na
simulação comα = 9×β quando o EQM é fortemente penalizado em favor do ordenamento
topológico.

3.6 Discussão e Conclusão

Este capítulo apresentou e avaliou o algoritmo EvSOM. Este algoritmo tem como base
uma nova função de aptidão para a formação de mapas topologicamente ordenados mediante
otimização direta via Algoritmos Evolucionários (AE). A principal motivação foi testar um
procedimento de obtenção de mapas que leve em conta diferentes índices de qualidade. Uma
segunda motivação foi a de possibilitar que o usuário possa ter controle sobre esse processo de
formação calibrando parâmetros da função de acordo com seu interesse. Mapas de diferentes
tamanhos e dimensões obtidos pelo algoritmo proposto foramcomparados àqueles obtidos por
um Algoritmo Genético que utiliza uma função de aptidão alternativa, pelo algoritmo SOM
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aptidão

soluções

Figura 17: Análise empírica da convexidade da superfície deotimização para uma realização
particular da função de aptidão (α = β = 1) considerando diferentes tamanhos no passo de
mutação:σ = 0,10 (linha cheia); 0,25 (ponto-ponto); e 0,40 (traço-ponto).

padrão e com um algoritmo subida da encosta iterado (com a mesma função de aptidão), usando
quatro critérios de qualidade: o Erro de Quantização, o ErroTopológico Ponderado, Distorção
Local Ponderada e o Coeficiente de Correlação de Pearson. Os experimentos evidenciam
valores compatíveis ou melhores desses índices para os mapas obtidos por otimização direta
usando o algoritmo EvSOM.

Além disso, seis diferentes variações do algoritmo EvSOM foram empiricamente avaliadas
frente ao problema de formação de mapas por otimização direta. Todas as variantes
compartilham a mesma função de aptidão mas diferem em termosdos seus componentes.
Os resultados das simulações mostraram que, embora os diferentes esquemas não sejam
distinguíveis em termos da qualidade média dos mapas gerados, eles diferem significativamente
em precisão (variância dos índices de qualidade) e eficiência (número de iterações até convergir
para uma boa solução). Além disso, uma vez que os diferentes AEs fornecem diferentes relações
entre os índices de mérito analisados, existe uma faixa de possibilidades para sua adoção de
acordo com as necessidades do cenário da aplicação.

O algoritmo EvSOM foi avaliado usando quatro conjuntos de dados sintéticos. Nos
próximos dois capítulos aplicações reais de elevada complexidade serão tratadas com sucesso
através de extensões do algoritmo EvSOM. Nestas aplicaçõesserão utilizados dados sintéticos
mas também conjuntos de dados naturais. Uma síntese das propriedades identificadas do
algoritmo EvSOM é feita a seguir.
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aptidão

soluções

Figura 18: Análise empírica da convexidade da superfície deotimização para uma realização
particular da função de aptidão considerando diferentes combinações (α, β ) na Eq. (3.3).

• O desempenho estatístico do algoritmo EvSOM quanto à qualidade dos mapas formados é
da mesma ordem daquele do algoritmo SOM padrão, quando considerando os índices EQ
e ETP, com ligeira vantagem para o algoritmo EvSOM quando os critérios de comparação
são CCP e DLP. Isso é mostrado pelos resultados das Tabelas 1 e 3.

• Na formação de MTOs a partir de inicializações aleatórias dos vetores de pesos, a
eficiência computacional do algoritmo EvSOM está aquém da eficiência do algoritmo
SOM padrão. Isso é demonstrado pelo número de gerações (épocas, no caso do algoritmo
SOM) da coluna NG das Tabelas 1 e 3. Isso se deve ao fato de que o algoritmo EvSOM
ainda não encontrou um conjunto de operadores genéticos e/ou especializados capaz de
tratar a explosão do espaço de estados do problema ao ponto deatingir uma eficiência
computacional competitiva com a do algoritmo SOM quando partindo de iniciações
aleatórias.

• Por outro lado, o algoritmo EvSOM oferece ao usuário a flexibilidade de calibrar a
importância relativa entre os índices de qualidade do mapa formado (EQ e OT), uma
propriedade não presente no algoritmo SOM padrão. Esta propriedade permite sintonizar
o algoritmo com as aplicações e adicionar certa robustez aouliers (quando se pondera
mais o ordenamento topológico que o erro de quantização), propriedade relevante em
aplicações reais.

• Quando a inicialização do algoritmo EvSOM parte de um ponto próximo da configuração
final, o algoritmo EvSOM apresenta-se como um algoritmo viável para aplicações
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Figura 19: Posicionamento dosN = 4 protótipos. (a) SOM-2×2, (b) EvSOM-2×2 comα =
0,β = 1, (c) EvSOM-2× 2 comα = 2× β , (d) EvSOM-2× 2 comα = 9× β . EQM(%) =
{0,248, 0,236, 0,390, 0,726}, respectivamente.

práticas como demonstram as duas aplicações dos Capítulos 3 e4 desta tese.
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Figura 20: Posicionamento dosN = 9 protótipos. (a) SOM-3×3, (b) EvSOM-3×3 comα =
0,β = 1, (c) EvSOM-3× 3 comα = 2× β , (d) EvSOM-3× 3 comα = 9× β . EQM(%) =
{0,192, 0,189, 0,632, 0,756}, respectivamente.
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Figura 21: Posicionamento dosN = 16 protótipos. (a) SOM-4× 4, (b) EvSOM-4× 4 com
α = 0,β = 1, (c) EvSOM-4×4 comα = 2×β , (d) EvSOM-4×4 comα = 9×β . EQM(%) =
{0,154, 0,270, 0,223, 0,704}, respectivamente.
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Figura 22: Posicionamento dosN = 25 protótipos. (a) SOM-5× 5, (b) EvSOM-5× 5 com
α = 0,β = 1, (c) EvSOM-5×5 comα = 2×β , (d) EvSOM-5×5 comα = 9×β . EQM(%) =
{0,137, 0,144, 0,165, 0,629}, respectivamente.
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4 EvSOM-IR: Extensão do Algoritmo
EvSOM para Registro de Imagem

O registro de imagens é um problema relevante em processamento de imagem e visão
computacional com uma vasta gama de aplicações. Neste capítulo o algoritmo EvSOM é usado
como base para construir um novo algoritmo de registro de imagens médicas, o qual é avaliado
em três problemas padrões.

4.1 Registro de Imagens - Definição e Conceitos

Registro de imagem é o processo de emparelhar (casar) alguns ou todos os pontos de
interesse entre duas imagens de uma mesma cena. Essas imagens podem ter sido

tomadas em momentos diferentes, possivelmente com sensores diferentes e de posições
diferentes. Como consequência, elas estão sujeitas à translação, rotação ou mudança de escala
relativas, além de outras possíveis transformações geométricas. Dessa forma, o processo de
registro requer procedimentos para alinhamento espacial ede intensidade [Likar & Pernus
1999]. Registro de imagens encontra aplicações em sensoriamento remoto [Guestet al.
2001], análise de imagens médicas [Laliberte & Sheng 2008, Zitova & Flusser 2003] e visão
computacional [Zhang & Huang 2006].

Se as imagens sendo registradas se originam de um mesmo tipo de equipamento, e.g.,
tomografia computadorizada (CT -computerized tomography), o registro é dito sermonomodal;
em caso contrário, se as imagens provem de equipamentos diferentes, e.g, uma imagem de CT
e outra de tomografia por emissão de pósitrons (PET -positron emission tomography), então o
registro é chamadomultimodal. O registro também pode serrígido ou não rígido. No registro
rígido, apenas transformações lineares são utilizadas para registrar uma imagem sobre a outra.
Já no registro não rígido, uma classe de transformações não lineares é utilizada no mapeamento
entre as imagens. Por exemplo, deformação de cizalhamento pode ser mapeada neste último
caso e não no primeiro. Cada estrutura presente nas imagens também pode ser considerada
rígida ou deformável se sua mudança de aparência pode ser modelada por transformações
lineares ou não linerares. Entretanto, mesmo estruturas deformáveis podem ser registradas por
transformações rígidas, com bons resultados, para pequenas deformações [Sonka, Hlavac &
Boyle 2008]. Registro rígido é a modalidade de registro presente na maioria dos equipamentos
comerciais atuais [Markaki, Asvestas & Matsopoulos 2009].

Segundo Zitova & Flusser (2003), os métodos usados para registrar duas imagens podem ser
agrupados em quatro categorias principais: (i) baseados em pontos, (ii ) baseados em superfície,
(iii ) baseados em intensidade e (iv) baseados em modelo. Métodosbaseados em pontos
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realizam a identificação de pontos correspondentes nas duasimagens, para em seguida executar
o procedimento de registro. A identificação dos pontos pode ser feita por um procedimento
automático ou manual (mais comum), caso no qual torna-se lento e susceptível a erros. Métodos
baseados em superfícierequerem um passo prévio de segmentação, o qual adiciona tempo
ao processo e introduz nova fonte potencial de erro. Entretanto, quando as imagens exibem
estruturas bem definidas, tal como em imagens de ressonânciamagnética (MRI -Magnetic
Resonance Imaging) do cérebro, essa técnica é mais adequada que o registro baseado em
pontos [Chetverikov & Stepanov 2002]. Técnicasbaseadas em intensidadetornam-se cada
vez mais utilizadas, em parte porque a necessidade de passosde pré-processamento manual,
uma etapa lenta exigida para a marcação de pontos, é reduzidaou completamente evitada.
Entretanto, essas técnicas exigem otimização iterativa, aqual consiste na repetição sucessiva
de dois passos até a convergência: Passo 1 - aplicar uma transformação em uma das imagens;
e Passo 2 - medir a similaridade entre as imagens. Esses passos podem ser lentos. Métodos
baseados em modelosapresentam potencial para produzir registros mais precisos em certas
aplicações, por exemplo, na modelagem da deformação de tecidos durante uma cirurgia.
Entretanto, as transformações não paramétricas exigidas em muitas das técnicas baseadas em
modelo demandam considerável esforço computacional e, em geral, exigem conhecimento das
características físicas dos objetos nas imagens, para fins de construção do modelo.

No emparelhamento de imagens, notadamente no registro de estruturas deformáveis, a
preservação de topologia é uma restrição global forte que assegura que estruturas que estão
conectadas numa imagem permaneçam conectadas e que o relacionamento de vizinhança
entre estruturas seja mantido. A preservação da topologia também previne o desaparecimento
de estruturas existentes ou o aparecimento de novas, inexistentes. Estas propriedades estão
relacionadas à continuidade e à invertibilidade da deformação. Com a imposição deste tipo
de restrição, o espaço de soluções possíveis fica limitado a deformações que satisfazem
restrições próprias do contexto do problema. Emparelhamento com preservação de topologia
é particularmente interessante para registro de imagens médicas entre órgãos, desde que as
estruturas anatômicas tenham a mesma topologia para quaisquer indivíduos (pelo menos nos
casos não-patológicos).

Outro tema importante quando tratando do registro de imagens médicas é a correspondência
de intensidade entre estruturas anatômicas. O problema surge mesmo no caso de registro
monomodal (mesmo processo de aquisição, MRI, p.e.) já que um mesmo dado tecido do
organismo pode não ter a mesma intensidade nas duas imagens,especialmente quando a
aquisição das imagens foi realizada por equipamentos distintos.

Em registro de imagem baseado em superfície ou intensidade,o problema consiste em
encontrar uma transformação espacial ótima ou uma boa transformação subótima entre dois
conjuntos de características. Entretanto, este tipo registro é uma tarefa desafiadora por duas
razões. Primeiro, devido ao ruído inerente aos processos deaquisição das imagens e de extração
das características. A presença de ruído implica que os pontos não se emparelharão exatamente.
Segundo, devido à existência de pontos discrepantes (outliers), podem existir muitos pontos
em um conjunto de dados sem os pontos correspondentes no outro. O processo de registro
deve ter a capacidade de rejeitar esses pontos. Finalmente,as transformações geométricas
utilizadas devem realizar mapeamento não-rígido de dados de alta dimensão para levar em conta
deformações nos conjuntos de pontos. Consequentemente, um algoritmo geral de registro deve
tratar todos esses temas. Ou seja, deve resolver o problema de correspondência entre dois
conjuntos de pontos, rejeitaroutlierse determinar uma boa transformação não-rígida que possa
mapear um conjunto de pontos no outro. Este capítulo exploraa propriedade de preservação de
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vizinhança de mapas topologicamente ordenados para construir um procedimento eficiente de
registro de imagens médicas.

4.2 Trabalhos Relacionados

Na literatura encontram-se poucas aplicações de mapas auto-organizáveis ou variantes no
registro de imagens médicas. Em Matsopoulos et al. (2004) é apresentada uma rede de Kohonen
modificada para obter transformações locais não-afins entreimagens baseadas no contexto da
vizinhança dos pontos. Em Coppini, Diciotti & Valli (2004) a correspondência entre pontos
é obtida aplicando o procedimento de aprendizagem do algoritmo SOM a um par de imagens
representadas porGabor wavelets. Em Markaki, Asvestas & Matsopoulos (2009), um algoritmo
de correspondência de pontos visando ao registro de imagensmultimodais da retina é descrito
e avaliado. Este algoritmo é também baseado no algoritmo SOMde Kohonen e requer a
extração de pontos de interesse, geralmente bifurcações dos vasos sanguíneos, apenas em uma
das imagens.

As propriedades de robustez aoutliers e a menor suscetibilidade à parada em mínimos
locais por ser baseado em técnicas de otimização global, aliadas a um controle flexível da
preservação de topologia, tornam o algoritmo EvSOM apropriado para utilização em registro
de imagens. Este capítulo estende e especializa o algoritmoEvSOM ao problema de registro
de imagem e avalia o seu desempenho quando a relação entre a imagem de referência (Ir )
e a imagem livre (I f ) pode ser aproximada por uma transformação afim. Os resultados são
comparados com três outras estratégias: registro de imagembaseado emiterative closest point
(ICP) [Besl & McKay 1992] e registro de imagem baseado emtemplate matching(TM) [Sonka,
Hlavac & Boyle 2008] e registro manual com o apoio datoolboxde processamento de imagens
do Matlab (IMT) [Gonzalez, Woods & Eddins 2004]. Os resultados experimentais usando
imagens em escala de cinza e imagens segmentadas da retina e também imagens sintéticas
conhecidas comoShepp-Logan head phantom(crânio do fantasma), comumente usados na
literatura especializada, indicam a eficácia da abordagem proposta.

4.3 Formulação do Problema

O processo de registro é tratado como um problema de casamento de pontos de interesse
(keypoints) entre as duas imagens. Um ponto de interesse é um ponto na imagem que possa
ser facilmente distinguido de outros pontos similarmente extraídos da mesma ou de outra
imagem. Além disso, idealmente, o mesmo ponto deve ser detectado quando a imagem em conta
passa por mudanças devidas à iluminação, ponto de vista ou ruído aleatório. Frequentemente,
em registro de imagens médicas, um ponto de interesse pode ser definido também pela sua
relevância para a aplicação. SejaPT = {r i = (xi ,yi), i = 1,2, . . .N}, N pontos de interesse
definidos sobre a imagem de referênciaIr . É também assumido que uma pequena vizinhança
Ai do ponto (umpatch), Ai = [xi −R,xi +R]× [yi −R,yi +R], de(2R+1)2 pixels, centrada na
posição do ponto, é definida junto com o ponto. Tomando oskeypointsselecionandos como
vértices, umtemplatena forma de um grafo não orientado é construído sobre a imagem(veja a
Figura 23). Taltemplateé construído estabelecendo arestas entre alguns doskeypoints, as quais
impõem relações significativas entre oskeypoints. Embora as arestas possam ser arbitrárias,
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relações de distância e vizinhança entre oskeypointsdevem ser consideradas para definir as
arestas. Os vértices dotemplatesão interpretados como as coordenadas de umarranjo não
regular definindo um arranjo de saída do MTO. Formalmente, umtemplate Té definido como
uma tuplaT = {V,E,A,µ,ν} na qualV é um conjunto de pontos de interesse, A é um conjunto
de patchescentrados nos pontosv ∈ V, E ⊆ V ×V é um conjunto de arestas entre pontos de
interesse,µ : A→V é um mapeamento depatches Ai ∈ A em vérticesvi ∈V e ν : E → R é um
mapeamento que associa uma distância entre pontos de interesse a∀e∈ E.

Em geral, as imagens a serem registradas passam por um pré-registro e o problema mais
crítico é o refinamento do alinhamento das imagens. Usualmente, o processo de registro de
imagens envolve os seguintes 5 passos [Goshtasby 2005]:

1. Pre-processamento: etapa na qual as imagens são preparadas para a extração de
características marcantes (features). Operações comuns nesta etapa são filtragem de ruído
e ajustes grosseiros de escala.

2. Seleção das características marcantes: as características aqui selecionadas serão usadas
como pontos de referência para obtenção da transformação que vai registrar uma imagem
para a geometria da outra. Características marcantes comumente utilizadas são linhas,
curvas, cruzamentos, cantos-L ou outras regiões (patches) distintivas da imagem.

3. Casamento das características marcantes: pode ser feita selecionando características
na imagem de referência (Ir ) e pesquisando por correspondentes na imagem livre (I f ),
segundo algum critério de otimalidade. As coordenadas dos pontos correspondentes serão
usadas para obter os parâmetros da transformação.

4. Determinação da transformação: uma dada classe de transformações matemáticas,
caracterizando o tipo de registro, é utilizada para obter a transformação específica que
será usada no registro.

5. Registro: a transformação escolhida é aplicada à imagem livre para obter a imagem
registrada (Ireg).

Do exposto, o problema do registro de imagem pode ser assim formalizado [Sonka, Hlavac
& Boyle 2008]. SejaIr uma imagem de referência eI f uma imagem livre a ser registrada.
Assuma que tais imagens estão relacionadas por uma transformação globalT. O problema do
registro procura pela melhor transformaçãoT que sobrepõeI f a Ir . T é encontrada minimizando

e(T) = min
T

ρ(Ir ,T(I f )), (4.1)

ondeρ é uma função custo que avalia a qualidade do casamento entre as duas imagens. O valor
mínimo atingidoe(T) pode ser utilizado para avaliar a qualidade do registro. No contexto desta
tese, a classe de transformações paraT é a classe das transformações afins, representadas por

x′ = Ax+b (4.2)
(

x′

y′

)

=

(
s·cosθ s·sin θ
−s·sin θ s·cosθ

)(
x
y

)

+

(
bx

by

)

(4.3)

onde a matrizA ∈ R
2×2 codifica transformação de escala e rotação, comθ sendo o ângulo

de rotação es um fator de escala, enquantox = (x,y), x′ = (x′,y′) e b = (bx,by) denotam,
respectivamente, as posições dos pixels original e transformado, e o vetor de translação.
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Figura 23: Um arranjo de saída típico do algoritmo EvSOM-IR (template) definido nos pontos
de interesse de uma imagem de referência.

4.4 EvSOM para Registro de Imagem

O método de registro de imagens introduzido neste capítulo ébaseado em intensidade
dos pixels das imagens e requer a extração de pontos de interesse apenas numa das imagens.
A estratégia de registro de imagem baseada no algoritmo EvSOM consiste basicamente em
definir um templatesobre a imagem de referência como arranjo de saída, pesquisar por um
templatesobre a imagem livre que melhor se encaixa com otemplatedefinido sobre a imagem
de referência, e então estimar a transformação global procurada. Esta Seção detalha o modelo
e o procedimento.

4.4.1 Sobre a Grade de Saída do Algoritmo EvSOM

Conforme descrito na Seção 2.1, o algoritmo SOM é uma rede neural de aprendizagem
competitiva não-supervisionada cujos neurônios são dispostos regularmente espaçados em uma
grade (arranjo geométrico) de saída. Esse arranjo geométrico associado com uma função
vizinhança de base radial define vizinhos com a mesma distância em qualquer direção. Nesse
aspecto, o algoritmo EvSOM é mais flexível.

Utilizando CCP como medida indutora do ordenamento topológico, o EvSOM permite
definir arbitrariamente quais nós, e com que distâncias, sãoos vizinhos de cada nó na grade.
Desta forma, grades de saída irregulares podem ser construídas no interesse do problema em
estudo. De fato esta representa uma forma de incluir, na função de aptidão, informação a priori
sobre o problema. As abordagens utilizando SOM para registro de imagens apresentadas em
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Figura 24: Uma grade irregular definida sobre a imagem de referênciaIr projetada pelos vetores
w j sobre a imagem livreI f .

Coppini, Diciotti & Valli (2004) e em Matsopoulos et al. (2004) são não evolucionárias e
utilizam grades regulares.

O primeiro passo é definir a topologia da grade do EvSOM. Para tanto, um conjunto de
pontos de interesse na imagem de referência são considerados como neurônios no arranjo de
saída (veja a Figura 23). Uma região na vizinhança de cada ponto de interesse define umpatch
com o ponto de interesse no centro. O conjunto de pontos de interesse juntamente com algumas
das relações geométricas (distâncias e vizinhança) entre eles recebe o nome detemplate. Este
template, de fato, define a topologia da grade do EvSOM, pois oskeypointscorrespondem às
coordenadasr j , j = 1, ...,N, dos neurônios que compõem o arranjo de saída.

O vetor de pesos doj-ésimo neurôniow j = p j =
(

b( j)
x ,b( j)

y ,θ ( j),s( j)
)

representa os

parâmetros de uma transformação afim local que projeta as coordenadas doj-ésimokeypoint
da imagem de referência sobre a imagem livre (veja a Figura 24). Cada transformação fornece
o mapeamento entre os pontos de umpatchde interesse da imagem de referência para os seus
correspondentes na segunda imagem. Os parâmetros da transformação local são calculados
por um procedimento de otimização iterativo. A atualizaçãodos parâmetros da transformação
visa otimizar o casamento entre ostemplates, centrados nos pontos de interesse, e suas versões
transformadas na segunda imagem. Ao final do procedimento, os parâmetros da transformação
global são obtidos fazendo a média dos parâmetros das transformações locais. Para uma grade
comN neurônios, a transformação global é dada por

w = p =
1
N

N

∑
j=1

p j = (bx,by,θ ,s) . (4.4)



4.4 EvSOM para Registro de Imagem 75

4.4.2 Procedimento de Otimização Iterativo

Para avaliar o grau de similaridade entre regiões da imagem de referência (Ir ) e da imagem
livre (I f ), uma medida de casamento (MoM -measure of matching) entre duas imagens deve ser
definida. A medida poderia ser qualquer critério de similaridade entre duas imagens, tais como a
raiz quadrada do erro quadrado médio (RMSE -root-mean-square error) [Markaki, Asvestas &
Matsopoulos 2009], a informação mútua (MI -mutual information) [Gao, Gu & Lin 2008] ou o
quadrado do coeficiente de correlação (SCC -squared correlation coefficient) [Zitova & Flusser
2003]. Nos experimentos deste trabalho foi usada a soma das diferenças absolutas (SAD -sum
of the absolute differences) [Chen, Chen & Chen 2003] por ser aquela com menor demanda
computacional entre as citadas:

SAD= ∑
i

∑
j

∣
∣Ir(i, j)− I f (i, j)

∣
∣ , (4.5)

ondeIr(i, j) e I f (i, j) são, respectivamente, as intensidades dos níveis de cinza nas imagens de
referência e livre. Esta medida de casamento (MoM) é então inserida na função de aptidão do
algoritmo EvSOM para tornar-se

Aptidão(W) = α ·CCP(W)−β ·MoM(W). (4.6)

O procedimento iterativo de otimização consiste em construir um conjunto finito de
keypointsna imagem livre (com os seuspatchesassociados), no entorno da posição de cada
ponto de interesse na imagem de referência, e então realizaruma pesquisa evolucionária pelo
templatemelhor casado, de acordo com a função de aptidão, com otemplatede referência.
A construção da nuvem depatchescandidatos em torno de cadakeypointé feita por busca
aleatória. Permanecem no conjunto todos ospatchespara os quaisSADj ≤ λth em queλth é um
limiar de semelhança entrepatches, sendo ajustável.

4.4.3 O Algoritmo EvSOM-IR

O objetivo geral do algoritmo EvSOM assim estendido é determinar iterativamente os
parâmetros da transformação afim local que melhor mapeia cada patchem torno do ponto de
interesse da imagem de referência nopatchcorrespondente na segunda imagem (imagem livre).
O mapeamento é determinado otimizando-se conjuntamente o índice MoM (SAD, neste caso) e
o índiceCCPo qual, nesta aplicação, é uma medida da correlação entre as distâncias dos pontos
de interesse das duas imagens. O pseudocódigo do algoritmo de registro de imagem baseado na
metaheurística EvSOM é dado abaixo. Neste algoritmo os parâmetrosFITbest, FITmax e Gmax

denotam, respectivamente, o melhor valor de aptidão para a geração atual, o valor máximo de
aptidão encontrado até a geração atual e o número máximo de gerações.

O papel desempenhado pelo índiceCCPnesta aplicação é o de restrição estrutural, ou seja,
de manter, na solução encontrada, certas relações de distância e vizinhança entre os pontos
de referência escolhidos para guiar o registro. Sem essas restrições os pontos ficam livres
para comporem um todo estruturalmente conectado e eventualmente evoluem para soluções
independentes as quais são mínimos locais em cadapatch.

A Figura 23 mostra uma imagem típica com cincopatchescentradas em pontos de interesse
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Algoritmo 4.1 Algoritmo de registro de imagem baseado na metaheurística EvSOM

1: Manualmente extraia umtemplatecom N keypointse L arestas na imagem de referência.
Este é otemplatede referência.

2: Faça o número de neurônios do EvSOM igual ao número dekeypointsdo template
de referência, com as coordenadas doskeypointsatribuídas como coordenadasr j dos
neurônios no arranjo de saída. Então, atribua aos vetores depesos do algoritmo EvSOM os
valoresw j = p j = (0,0,0,1), j = 1,2, ...,N;

3: Realize uma busca aleatória na imagem livre, na vizinhança daposição doj-ésimo neurônio
de referência, de modo a encontrar um conjuntoC j contendo no máximoM j patches
candidatos os quais devem satisfazerSADj ≤ λth, para j = 1, ...,N. A vizinhança do

j-ésimo neurônio é definida como∆p j = (∆b( j)
x ,∆b( j)

y ,∆θ ( j),∆s( j)). Para ok-ésimopatch

candidato associado com oj-ésimo neurônio, armazene seu vetor de transformaçãop( j)
k e

seu valor deSAD( j)
k , parak= 1, ...,M j e j = 1, ...,N.

4: Construa a população detemplatescandidatos tomando aleatoriamente umpatchcandidato
de cada conjuntoC j , j = 1, ...,N, e calcule sua aptidão.

5: enquantoFITbest≤ FITmax egeneration≤ Gmax fazer
6: Gere os descendentes e calcule seus valores de aptidão;
7: Construa a próxima geração e calcule seus valores de aptidão;
8: fim enquanto
9: Calcule a transformação globalw(r j ,p j) = w

(

r j ,b
( j)
x ,b( j)

y ,θ ( j),s( j)
)

, registre a imagem

livre, calcule o índice de qualidade do registro e apresentea solução.

manualmente selecionados com o arranjo de saída do EvSOM sobreposto. É intuitivo que a
preservação da topologia representa uma restrição global forte que assegura que as estruturas
conectadas permenecerão conectadas e que as relações de vizinhança entre os pontos de
interesse serão mantidas.

4.5 Simulação Computacional

Esta seção relata a aplicação e a avaliação do algoritmo EvSOM-IR em três experimentos
de registro de imagens. As imagens foram submetidas a transformações de translação, rotação
e mudança de escala. Para os testes foram usadas as imagens “crânio do fantasma” de Shepp
& Logan (1974), frequentemente usada na literatura comobenchmarking, imagens binárias
da retina e imagens na escala de cinza da retina. O desempenhodo algoritmo EvSOM-IR é
comparado com três outros métodos: registro de imagem baseado no método ICP (iterative
closest point, registro de imagem baseado emtemplate matching(TM) e registro de imagem
manual com o apoio da toolbox de processamento de imagens do Matlab (IMT).

ICP é um método de mínimos quadrados para casamento entre nuvens de pontos, baseado
em aproximação por gradiente estocástico e assim sujeito a paradas em mínimos locais. Os
pontos na imagem de referência foram os nós dotemplatee as nuvens de pontos pesquisados
na imagem livre foram os mesmos pontos dospatchesusados pelo algoritmo EvSOM-IR. Toda
a imagem é registrada pela transformação bilinear1 que mapeia entre os pontos na imagem de

1A interpolação bilinear faz uma média ponderada dos quatropixelsvizinhos do ponto para o qual o resultado
é calculado.
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referência e os pontos retornados pelo ICP.

TM é um método simples de registro tomando um únicopatchcomotemplatee procurando
pelo melhor casamento segundo algum índice adotado. Os parâmetros da transformação afim
entre ostemplatescom melhor casamento são retornados e toda a imagem é registrada por essa
transformação.

Para medir e comparar a qualidade do registro de imagens do algoritmo EvSOM-IR com as
outras técnicas foi utilizado ocoeficiente de correlação normalizado(NCC -Normalized Cross
Correlation coefficient) definido em Briechle & Hanebeck (2001) como

NCC=
∑i, j(Ir(i, j)− Īr)(Ireg(i, j)− Īreg)

√

∑i, j(Ir(i, j)− Īr)
√

∑i, j(Ireg(i, j)− Īreg)
, (4.7)

ondeĪr e Īreg são, respectivamente, as intensidades médias dos níveis decinza nas imagens de
referência e registrada.

Um pseudocódigo para ICP pode ser encontrado em Sonka, Hlavac& Boyle (2008).
Implementações para ICP são amplamente disponíveis em C++ [MRPT 2011] e em Matlab
[Mian 2011]. Nesta tese foi usada uma adaptação do código icp2.m disponível em Mian (2011).
O código paraTM foi implementado em Matlab usandoSAD como medida de casamento.
O código do método IMT está disponível na toolbox Images do Matlab [Gonzalez, Woods
& Eddins 2004]. Todos os experimentos relatados foram desenvolvidos em Matlab, versão
R2009a, executando em Microsoft Windows Vista, em um PC desktop com Processador Intel
Core 2 Duo, com relógio de 1.8GHz e 4GB de RAM .

4.5.1 Resultados para a Imagem Crânio do Fantasma

Para gerar as imagens do crânio do fantasma foi usada a funçãoda toolbox de
processamento de imagens do Matlab. Os pontos de interesse foram manualmente selecionados
e ospatchesem torno de cada ponto de interesse são subimagens de 21× 21 pixels. Foram
realizadas 16 rodadas e para cada rodada foram selecionadoscinco pontos de interesse, um
número pequeno comparado com outros estudos existentes (veja, por exemplo, Zitova & Flusser
2003). Os resultados da Tabela 4 são os valores médios das 16 execuções. Em todas as tabelas
a linhaNCC′ representa o valor deNCCantes do registro.

O experimento consistiu em tomar a imagem original, provocar uma transformação de
escala (s), translação (bx) ou rotação (θ ) e registrá-la usando o algoritmo EvSOM-IR. Observe
que, desde que os componentes do vetor de pesosw j = p j , j = 1, ...,N, são números reais,
as projeções dos pontos das manchas da imagem registrada (Ireg) para a imagem de referência
(Ire f ) leva a novos pontos com coordenadas de valor real. Sendo queas coordenadas dos pontos
numa imagem devem ser valores inteiros, é necessário quantizar e interpolar os valores das
coordenadas dos pontos projetados para os valores inteirosmais próximos. Neste trabalho
foi usado interpolação bilinear. As observações deste parágrafo são válidas também para os
experimentos seguintes neste capítulo. A Figura 25 mostra exemplos de registros realizados
com o algoritmo EvSOM-IR.

Uma análise dos resultados da Tabela 4 revela duas conclusões gerais. Primeiro, o
registro manual apoiado por computador superou todos os demais algoritmos para as três
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Tabela 4: Resultados do registro de imagens para os algoritmos EvSOM-IR, ICP, TM e IMT
para imagens do fantasma em níveis de cinza.

Translação
bx -12 -8 -4 0 4 8 12
NCC’ ,743 ,864 ,901 1,000 ,902 ,845 ,779
NCC(EvSOM) ,995 ,998 ,998 1,000 ,998 ,997 ,997
NCC(TM) ,985 ,989 ,992 1,000 ,991 ,990 ,987
NCC(ICP) ,981 ,985 ,988 1,000 ,989 ,986 ,986
NCC(IMT) ,997 ,997 ,998 1,000 ,998 ,998 ,997
Rotação
θ -12 -8 -4 0 4 8 12
NCC’ ,789 ,888 ,926 1,000 ,925 ,853 ,799
NCC(EvSOM) ,984 ,989 ,994 1,000 ,994 ,985 ,981
NCC(TM) ,965 ,985 ,988 1,000 ,989 ,976 ,966
NCC(ICP) ,971 ,979 ,993 1,000 ,992 ,985 ,976
NCC(IMT) ,998 ,998 ,998 1,000 ,999 ,998 ,998
Escala
s ,80 ,85 ,90 ,95 1,0 1,05 1,10
NCC’ ,585 ,762 ,731 ,875 1,000 ,878 ,816
NCC(EvSOM) ,934 ,958 ,986 ,989 1,000 ,984 ,979
NCC(TM) ,911 ,937 ,959 ,982 1,000 ,976 ,972
NCC(ICP) ,915 ,955 ,972 ,991 1,000 ,988 ,971
NCC(IMT) ,996 ,998 ,998 1,000 ,998 ,997 ,996

transformações analisadas (s, θ e bx). Nota-se que os valores registrados foram os melhores
valores conseguidos por tentativa e erro, e que o método Matlab oferece facilidade de ampliação
e focalização (zoom) das regiões da imagem onde os pontos serão marcados e que a marcação
dos pontos de registro é realizada pelo operador nas duas imagens (no algoritmo EvSOM-IR os
pontos são marcados apenas numa das imagem). Segundo, o algoritmo EvSOM-IR apresenta
desempenho médio consistentemente superior aos dos outrosdois métodos avaliados (i.e. ICP
e TM).

4.5.2 Resultados para Imagem Binária da Retina

As imagens foram obtidas no repositório do projeto DRIVE (Digital Retinal Images for
Vessel Extraction) [Staalet al. 2004]. Os pontos de interesse foram manualmente selecionados
e as manchas em torno de cada ponto de interesse são subimagens de 21×21 pixels. Foram
usadas 16 imagens e com cada imagem foram realizadas cinco corridas usando diferentes pontos
de interesse. Para cada corrida foram selecionados cinco pontos de interesse. Os resultados da
Tabela 5 são os valores médios de 16× 5 = 80 rodadas. A Figura 26 mostra exemplos de
registros realizados com o algoritmo EvSOM-IR.

A análise desta tabela mostra que as duas conclusões gerais anteriores se mantêm. O melhor
registro manual por tentativa e erro supera os demais e o algoritmo EvSOM-IR supera, em
média, os outros dois algoritmos. Em algumas poucas entradas, entretanto, TM superou o
algoritmo EvSOM-IR. Estes foram os casos para transformações de escala coms= 1,05 e
s= 1,10.
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Tabela 5: Resultados do registro de imagens para os algoritmos EvSOM-IR, ICP, TM and IMT
para imagens binárias da retina.

Translação
bx -12 -8 -4 0 4 8 12
NCC’ ,735 ,841 ,912 1,000 ,917 ,838 ,719
NCC(EvSOM) ,998 ,999 ,998 1,000 ,998 ,999 ,997
NCC(TM) ,988 ,991 ,996 1,000 ,995 ,990 ,990
NCC(ICP) ,993 ,996 ,998 1,000 ,999 ,996 ,992
NCC(IMT) ,996 ,996 ,998 1,000 ,999 ,997 ,997
Rotação
θ -12 -8 -4 0 4 8 12
NCC’ ,795 ,838 ,911 1,000 ,911 ,838 ,795
NCC(EvSOM) ,983 ,988 ,992 1,000 ,991 ,986 ,984
NCC(TM) ,953 ,973 ,982 1,000 ,989 ,967 ,955
NCC(ICP) ,964 ,977 ,992 1,000 ,990 ,976 ,964
NCC(IMT) ,997 ,997 ,999 1,000 ,999 ,998 ,997
Escala
s ,80 ,85 ,90 ,95 1,0 1,05 1,10
NCC’ ,580 ,676 ,742 ,825 1,000 ,828 ,745
NCC(EvSOM) ,925 ,961 ,975 ,985 1,000 ,982 ,974
NCC(TM) ,904 ,934 ,965 ,979 1,000 ,983 ,977
NCC(ICP) ,921 ,956 ,969 ,985 1,000 ,978 ,957
NCC(IMT) ,996 ,998 ,999 1,000 ,999 ,997 ,996

4.5.3 Resultados para Imagem em Níveis de Cinza da Retina

Também neste experimento, as imagens foram obtidas no repositório do projeto
DRIVE [Staal et al. 2004]. O procedimento foi o mesmo que o das imagens binárias,
ou seja, os pontos de interesse foram manualmente selecionados e as manchas em torno de
cada ponto de interesse são subimagens de 21× 21 pixels. Foram usadas 16 imagens e com
cada imagem foram realizadas cinco corridas usando diferentes pontos de interesse. Para
cada corrida foram selecionados cinco pontos de interesse.Os resultados da Tabela 6 são os
valores médios de 16×5 = 80 rodadas. A Figura 27 mostra exemplos de registros realizados
com o algoritmo EvSOM-IR. Uma vez mais os resultados são consistentemente favoráveis ao
algoritmo EvSOM-IR.

4.6 Discussão e Conclusão

Este capítulo estendeu o algoritmo EvSOM básico para o problema de registro de imagens
e comparou seu desempenho com outros dois algoritmos encontrados na literatura: ICP
e TM. Para estabelecer parâmetro de comparação, foram também incluídos os melhores
resultados obtidos com registro manual apoiado por computador. Este procedimento superou
em acurácia do registro os três algoritmos testados. Isso seexplica pela facilidade oferecida
para a manipulação das imagens, tais como ampliação e foco (zoom) associado ao uso de
conhecimento do domínio embutido no procedimento de análise pelo operador. A limitação
do método é ser lento, resultado do procedimento de tentativa e erro realizado pelo operador
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Tabela 6: Resultados do registro de imagens para os algoritmos EvSOM-IR, ICP, TM and IMT
para imagens da retina em níveis de cinza.

Translação
bx -12 -8 -4 0 4 8 12
NCC’ ,726 ,852 ,901 1,000 ,835 ,815 ,734
NCC(EvSOM) ,998 ,999 ,998 1,000 ,998 ,999 ,997
NCC(TM) ,985 ,987 ,992 1,000 ,991 ,983 ,982
NCC(ICP) ,993 ,996 ,998 1,000 ,999 ,996 ,992
NCC(IMT) ,995 ,996 ,997 1,000 ,997 ,997 ,997
Rotação
θ -12 -8 -4 0 4 8 12
NCC’ ,773 ,824 ,931 1,000 ,932 ,872 ,791
NCC(EvSOM) ,981 ,987 ,991 1,000 ,991 ,985 ,985
NCC(TM) ,953 ,973 ,982 1,000 ,989 ,967 ,955
NCC(ICP) ,971 ,972 ,983 1,000 ,989 ,971 ,964
NCC(IMT) ,996 ,997 ,998 1,000 ,998 ,997 ,997
Escala
s ,80 ,85 ,90 ,95 1,0 1,05 1,10
NCC’ ,602 ,634 ,689 ,855 1,000 ,831 ,711
NCC(EvSOM) ,916 ,934 ,955 ,990 1,000 ,985 ,981
NCC(TM) ,906 ,912 ,951 ,974 1,000 ,976 ,976
NCC(ICP) ,921 ,936 ,962 ,982 1,000 ,978 ,977
NCC(IMT) ,993 ,995 ,997 1,000 ,997 ,997 ,995

humano.

Os resultados dos três métodos foram comparados entre si usando o índice NCC calculado
entre as imagens de referência e registrada, sobre a imagem inteira. Os resultados mostram
desempenho equivalente ou superior para o algoritmo EvSOM-IR, para a maioria dos pares
de imagens. Um testet-estatístico de comparação das médias, supondo normalidade com
variâncias iguais desconhecidas, com a hipótesesH0 : µEvSOM> µICP num caso, eH0 :
µEvSOM> µTM no outro, com 2% de significância, calculado sobre todas as execuções, mostrou,
com pequena margem, não haver razão para rejeitar as hipóteses H0, comvalor− p= 0,0342
num caso evalor− p= 0,0294 no outro.
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(i)

(ii)

(iii)

(iv)

(a) (b) (c)

Figura 25: Exemplos do registro da imagem do crânio do fantasma de Shepp e Logan [Shepp
& Logan 1974] submetida a transformações afins. A coluna (a) refere-se a uma rotação rígida
(θ = 8o), a coluna (b) ilustra uma transformação afim com rotação rígida (θ = 8o), translação
uniforme (bx= by= 10pixels) e fator de escala uniforme (s= 0,90), e a coluna (c) mostra a
mesma transformação de (b) com um ruído uniforme adicionado(amplitude = 0,1). As imagens
transformadas são as mostradas na linha (I), e na linha (II) estão as imagens recuperadas pelo
algoritmo. A linha (III) mostra a diferença entre a imagem original e as imagens transformadas
e na linha (IV) a diferença entre a imagem original e a imagem recuperada.
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(i)

(ii)

(iii)

(iv)

(a) (b) (c)

Figura 26: Exemplos do registro de imagens binárias da retina submetidas a transformações
afins. A coluna (a) refere-se a uma rotação rígida (θ = 8o), a coluna (b) ilustra uma
transformação afim com rotação rígida (θ = 8o), translação uniforme (bx= by= 10 pixels)
e fator de escala uniforme (s= 0,90), e a coluna (c) mostra a mesma transformação de (b) com
um ruído uniforme adicionado (amplitude = 0,1). As imagens transformadas são as mostradas
na linha (I), e na linha (II) estão as imagens recuperadas pelo algoritmo. A linha (III) mostra a
diferença entre a imagem original e as imagens transformadas e na linha (IV) a diferença entre
a imagem original e a imagem recuperada.
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(i)

(ii)

(iii)

(iv)

(a) (b) (c)

Figura 27: Exemplos do registro de imagens da retina em escala de cinzas submetidas a
transformações afins. A coluna (a) refere-se a uma rotação rígida (θ = 8o), a coluna (b) ilustra
uma transformação afim com rotação rígida (θ = 8o), translação uniforme (bx= by= 10pixels)
e fator de escala uniforme (s= 0,90), e a coluna (c) mostra a mesma transformação de (b) com
um ruído uniforme adicionado (amplitude = 0,1). As imagens transformadas são as mostradas
na linha (I), e na linha (II) estão as imagens recuperadas pelo algoritmo. A linha (III) mostra a
diferença entre a imagem original e as imagens transformadas e na linha (IV) a diferença entre
a imagem original e a imagem recuperada.
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5 EvSOM-VT: Extensão do Algoritmo
EvSOM para Rastreamento Visual de
Objetos

Este capítulo estende e especializa a metaheurística EvSOMpara um algoritmo de
rastreamento visual de objetos em seqüências de vídeo. O rastreamento pode ser visto como
um procedimento sequencial de registros, com algumas propriedades, restrições e operações
próprias. O desempenho do algoritmo proposto é avaliado utilizando filmes sintéticos e filmes
reais. Avalia-se também a robustez da extensão do algoritmoEvSOM quanto à presença de
outliers, e em situações de oclusão e auto-oclusão parcial do objeto rastreado.

5.1 Rastreamento Visual de Objetos em Vídeo

Uma seqüência de vídeo é um conjunto indexado de quadros ou imagens1. Rastreamento
visual refere-se ao ato de consistentemente localizar, em uma sequência de vídeo,

uma região de cada imagem que casa com um dado objeto [Yilmaz,Javed & Shah 2006].
É um passo crítico em muitas aplicações de visão de máquina, tais como vigilância
eletrônica [Greiffenhagenet al. 2001], sistemas de assistência a motoristas [Jia & Challa
2008], sensoriamento remoto para sistemas de defesa [Dawoud et al. 2006], e interação
homem-computador [Pentland 2000].

O problema do rastreamento visual é tratado como um problemade casamento de pontos de
interesse (keypoints) entre quadros sucessivos. Ponto de interesse denota um ponto na imagem
que é suficientemente diferente dos seus vizinhos tal que possa ser facilmente distinguido de
outros pontos similarmente extraídos da mesma ou de outra imagem. Além disso, idealmente,
o mesmo ponto deve ser detectado quando a imagem em conta passa por mudanças devidas
à iluminação, ponto de vista, ruído aleatório, confusão ambiental ou compressão. É também
assumido que uma pequena vizinhança do ponto (patch) é também movida junto com o ponto
e, portanto, uma pequena mancha da imagem em torno do ponto, chamadapatch modeloé
considerada para análise.

Usualmente, o problema do rastreamento visual de objetos é formulado em uma das
duas abordagens seguintes:rastreamento bayesianoou rastreamento baseado em detecção.
Em rastreamento bayesiano, um modelo dinâmico do movimento do objeto deve ser
antecipadamente conhecido e o algoritmo de rastreamento é composto de dois passos: um passo
de predição da posição do objeto um quadro à frente, seguido de um passo de atualização da

1No contexto desta tese não há diferença entre um quadro de vídeo e a imagem nele contida.
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predição, baseado na medição de sensores, utilizando o teorema de Bayes. Entre os algoritmos
típicos utilizados nesta abordagem estão o filtro de Kalman [Comaniciu, Ramesh & Meer 2003],
o filtro de Kalman estendido [Zivkovic, Cemgil & Kröse 2009] e Filtros de Partículas [Gilholm
& Salmond 2005]. A segunda abordagem,baseada em detecção, não requer que um modelo
do movimento seja especificado com antecedência. Ao contrário, ela realiza a detecção e o
reconhecimento do objeto em cada quadro baseada em características ou modelo do objeto que
tornem possível distingui-lo do fundo e de outros objetos irrelevantes para o problema. Nesta
abordagem, métodos de extração de características assumemimportância decisiva.

Um método de extração de características usado em muitos estudos e também como
benchmarkingé o SIFT (scale-invariant feature transform) [Lowe 2004]. Rastreamento visual
usando vetores de descritores SIFT, calculados a partir de histogramas locais de gradientes,
mostra-se robusto e discriminante o suficiente mesmo quandoatrelado com um método de
reconhecimento simples (e.g., o método do vizinho mais próximo) e com poucos vetores
disponíveis [Mikolajczyk & Schmid 2005]. O poder discriminante do SIFT é resultado do uso
de informação fortemente localizada e de características relativas à distribuição de gradientes. O
uso de intensidades relativas e de orientações de gradientes também reduz erros de localização
devidos a variações de espaço e escala, e aos efeitos das mudanças fotométricas.

O descritor SURF (Speeded Up Robust Features) [Bay, Tuytelaars & van Gool 2006] é
baseado em propriedades similares àquelas do SIFT mas com complexidade computacional
reduzida. O método SURF é implementado em dois passos. O primeiro passo consiste em
determinar uma orientação reproduzível baseada na informação extraída de uma região circular
no entorno do ponto de interesse. Após isso, o método constrói uma região quadrada alinhada
com a orientação selecionada e extrai o descritor SURF desta região.

Árvores randomizadas (Randomized Trees- RTs) [Lepetit & Fua 2006] aplicam técnicas
de aprendizado estatístico para modelar o conjunto das possíveis aparências de umapatchna
imagem. Uma vez que o conjunto depatchespossíveis em torno de um ponto de interesse
tenha sido obtido, através de variações na perspectiva e nascondições de iluminação, elas
formam uma classe. Com isso é possível treinar RTs para reconhecer pontos de interesse
utilizando amostras das classes. Essa abordagem é rápida e efetiva no reconhecimento de
objetos planares. Note que, ao contrário do problema de classificação tradicional, essa
abordagem não requer classificação quase perfeita. É suficiente reconhecer com sucesso
algumas características e usar um estimador robusto, por exemplo, o algoritmo RANSAC
(Random Sample Consensus) [Fischler & Bolles 1981], para detectar o objeto. Entretanto,
quando o número de pontos de interesse torna-se muito grande(tipicamente> 400) o
desempenho das RTs tende a se deteriorar.

Os métodos acima mencionados pertencem à categoria de métodos baseados em
características (feature-based methods). Eles consistem em primeiramente extrair um conjunto
de características discriminantes de cada imagem, separadamente, e então recuperar e analisar
suas correspondências de modo a determinar o movimento do objeto. O métodos diretos, isto é,
baseados em pixel (pixel-based), ao contrário daqueles, recupera os parâmetros do movimento
do objeto a partir de quantidades calculadas para cada pixel, tais como o brilho ou a correlação
cruzada do brilho, entre outras [Irani & Anandan 2000]. A maior limitação desta abordagem
é que informação estrutural, tais como relações geométricas e topológicas entre os pontos de
interesse, não são utilizadas. A idéia de usar informação estrutural para melhorar a detecção de
pontos de interesse foi utilizada com sucesso por muitos autores. Veja, por exemplo, Schmid
& Mohr (1997), Tell & Carlsson (2002), Tissainayagama & Suterb (2005), Tang & Tao (2005),
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Veeraraghavan et al. (2006), Ozuysal et al. (2007), Graciano et al. (2007), Tang & Tao (2008)
e Hashimoto & Cesar-Jr (2009).

O trabalho de Schimd & Mohr (1997) utiliza restrição geométrica para refinar a
classificação dos pontos de interesse, enquanto o trabalho de Tell & Carlsson (2002) obtém
substancial melhoria de resultados ao usar restrições topológicas. Um esquema de modelagem
probabilística é proposto em Ozuysal et al. (2007), no qual pequenos grupos de pontos com
propriedades relevantes são considerados, formando estruturas não hierárquicas referidas como
ferns, para classificar manchas nas imagens, utilizando o classificadornaiveBayes. Cadafern
consiste de um pequeno conjunto de testes binários e retornaa probabilidade de que a parte
pertença a alguma das classes que foram aprendidas durante uma fase de treinamento. Estas
respostas são então combinadas usandonaiveBayes. Assim como em Lepetit & Fua (2006),
o classificador é treinado sintetizando-se múltiplas visões dos pontos de interesse extraídos de
uma imagem de treinamento obtidas por variações sob diferentes perspectivas e mudanças de
escala.

Considerando que grafos são objetos matemáticos naturalmente utilizados para modelar
relações, alguns estudos utilizam grafos construídos a partir dos pontos de interesse para
detectar objetos. Os trabalhos de Tang & Tao (2005,2008) vãoalém da abordagem
de classificação e tentam resolver o problema aplicando casamento de grafos. Estes
autores chegam a resultados promissores aplicando grafos dinâmicos definidos sobre pontos
caracterizados por vetores de características SIFT. Em Graciano et al. (2007), os autores
utilizam grafos relacionais com atributos (ARG -attributed relational graphs) para representar
os objetos, os quais carregam informações tanto local como relacional entre os pontos. O
reconhecimento do objeto é realizado por casamento inexatode grafo, o qual consiste em
encontrar um homomorfismo aproximado entre os ARGs obtidos naimagem modelo e na
imagem alvo.

Na abordagem de Hashimoto & Cesar-Jr (2007) o problema é reduzido à classificação
supervisionada, a qual é mais eficiente que casamento de grafos. Em vez de classificar pontos
de interesse individuais, os autores classificam conjuntosde pontos usando tanto informação de
aparência como informação estrutural. As entidades são grafos de pontos de interesse referidos
como keygraphs. A maior limitação desta abordagem é quekeygraphssão dependentes da
aplicação e difíceis de serem construídos.

Finalmente, um método adaptativo baseado em máscaras (templates) geométricas para a
recuperação robusta dos movimentos das características é proposto em Veeraraghavan et al.
(2006). Uma máscara geométrica consiste de nós contendo características salientes do objeto,
por exemplo, cruzamentos de linhas. A configuração espacialdesses nós é modelada usando
árvores de cobertura. Os autores propõem um método iterativo de associação de dados para
estimar a estrutura da máscara juntamente com as características individuais dos nós. A máscara
é deformada com o movimento do alvo e sua estrututra é alterada, isto é,adaptada, sempre que
novas características são adicionadas ou removidas do objeto alvo.

Redes neurais auto-organizáveis foram aplicadas em Suganthan (2000,2002) na tarefa de
casamento de ARGs. A aplicação em foco é a indexação de formas para a recuperação de
imagens em bases de dados. Neste método, cada forma é representada por segmentos de linhas.
Para cada par de segmentos de linhas são extraídas características invariantes à escala, rotação
e translação numa certa vizinhança. O algoritmo em Suganthan (2002) é baseado na rede SOM
de Kohonen e em Suganthan (2000) é baseado na rede Neural Gas.A principal limitação de
ambos é que a construção do ARG requer intenso pré-processamento para a segmentação e
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extração das características da imagem, o que reduz a aplicação potencial destes algoritmos em
rastreamento.

Neste capítulo é proposta uma estratégia que consiste em usar representações simples
para cadapatchde imagem centrada num ponto de interesse e medidas computacionalmente
eficientes de casamento para compararpatches. Para este propósito, é construído um MTO
sobre o objeto na imagem modelo com os nós localizados nos pontos de interesse, usando
relações de distância e vizinhança para conectá-los. Um conjunto de pontos de interesse, com
ospatchesde imagem centradas nestes pontos e as relações de vizinhança impostas, formam um
templateou, de forma equivalente, um MTO do objeto. Um fenômeno comumem rastreamento
baseado em casamento depatchesé o desvio ou deriva acumulativa dos pontos nos quadros
sucessivos. As relações de vizinhança impostas pelo mapa topográfico impõem restrições
que previnem a deriva dos pontos. Nesta abordagem a qualidade de uma solução leva em
conta o casamento simultâneo de todas as manchas assim como acorrelação das distâncias
entre os pontos de interesse, os quais são os centros das manchas. Ao contrário de outras
abordagens [Tang & Tao 2005, Tang & Tao 2008, Hashimoto & Cesar-Jr. 2009, Graciano,
Cesar-Jr & Bloch 2007], que constroem classes de pequenos grafos sobre diferentes regiões
do objeto, a abordagem proposta constroi apenas um MTO para rastrear a evolução do objeto
quadro a quadro. É importante destacar que também na abordagem proposta, casamento
perfeito não é exigido para rastrear o objeto.

5.2 A Abordagem Proposta

Existem três grandes temas no rastreamento visual de objetos baseado em características
(feature-based): 1) como representar um objeto de interesse de uma forma queele possa
efetivamente ser discriminado do fundo e de outros objetos não relevantes; 2) como localizar
e reconhecer o objeto em cada quadro de uma sequência de quadros; e 3) como atualizar a
representação para levar em conta as mudanças na estrutura ena aparência do objeto devidas
a modificações de aparência no objeto e no entorno do objeto rastreado. Embora existam
várias abordagens para tratar cada uma destas tarefas separadamente, elas estão fortemente
relacionadas, de tal forma que a escolha de uma representação do objeto limita as medidas
de casamento usadas para localização e reconhecimento, e osmecanismos de atualização
apropriados. As seções seguintes detalham a representaçãodo objeto usada neste trabalho e
a proposta de solução conjunta para os problemas de localização do objeto e atualização de sua
representação quadro a quadro.

5.2.1 Definição Formal do Problema

Defina ostemplatesde referência, atual e candidato da seguinte forma. SejaI = {I0, I1, .., Ii}
uma sequência de imagens indexadas eT0, ..,Ti as intensidades de níveis de cinza dostemplates
definidos sobre estas imagens. Otemplate(oupatch) definido no primeiro quadro,T0, é referido
como template de referência(ou patchde referência). Quando rastreando do quadroi para o
quadroi +1, o quadroi será referido comoquadro atual, e o templateneste quadro,Ti, como
template atual. O quadroi +1 é referido comoquadro alvo, e um template neste quadro,Ti+1,
comotemplate candidato.

Adicionalmente, seja a soma das diferenças quadradas (SSD –Sum of Squared Differences)
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a medida de casamento entretemplatesa ser usada. Também, sejax∈T0 um ponto característico
no templatecorrespondente. Assim, o problema de encontrar o vetor de parâmetrosp da
transformação entreT0 eTi usando SSD é formulado como

p̂ = argmin
p ∑

x∈T0

[
Ti(x′)−T0(x)

]2
, (5.1)

= argmin
p ∑

x∈T0

[Ti(w(x,p))−T0(x)]
2 , (5.2)

ondex′ = w(x,p) é a projeção do ponto característicox ∈ T0 sobre o quadro atuali.

O problema de rastreamento baseado em SSD pode assim ser definido como a tarefa cujo
objetivo é selecionar e rastrear pontos de interesse da imagem I0 à imagemIi+1. Assumindo
que a transformaçãow(x, p̂) do quadro 0 ao quadro atuali é conhecida, o problema se reduz
a encontrar um incremento∆p para o vetor de parâmetros da transformação entreTi e Ti+1,
através de um método iterativo, que resolva

∆p̂ = argmin
∆p

∑
x′∈Ti

[
Ti+1(w(x′,∆p))−Ti(x′)

]2
. (5.3)

Então, por composição de funções, a transformação inteira para o ponto de interessex ∈ T0

do quadro 0 (referência) ao quadroi+1 (alvo) é dada por

x∗ = w(x′,∆p̂)◦w(x, p̂) (5.4)

em que o ponto de interessex′ pertence ao quadro atuali (i.e. x′ ∈ Ti).

A transformaçãow : R2 → R
2 é a funçãowarp correspondendo à transformação cujos

parâmetros compõem o vetorp. Usualmente,w consiste em uma transformação afim:

x′ = Ax+b (5.5)
(

x′

y′

)

=

(
s·cosθ s·sin θ
−s·sin θ s·cosθ

)(
x
y

)

+

(
bx

by

)

(5.6)

onde a matrizA ∈R
2×2 codifica uma transformação de escala e rotação, comθ sendo o ângulo

de rotação es um fator de escala, enquantox = (x,y), x′ = (x′,y′) e b = (bx,by) denotam,
respectivamente, as posições original e transformada, e o vetor de translação.

Formulando o problema de rastreamento como na Eq. (5.1), assume-se que o objeto está
executando um movimento suave cuja evolução de um quadro para o seguinte é representada
por transformações afins cujos vetores de parâmetros sãop = (bx,by,θ ,s). Esta condição é
aproximadamente satisfeita quando o objeto é rígido, a câmera é estacionária e o movimento
do objeto é lento em relação a taxa de quadros do vídeo. Sob essas condições, a localização,
velocidade escalar e direção do movimento mudam pouco de um quadro para o seguinte. A
despeito dessas hipóteses simplificadores, este cenário é representativo de uma ampla faixa de
aplicações em vigilância eletrônica, interação humano-máquina e servo controle visual.



5.2 A Abordagem Proposta 89

 patch  modelo

distância entre
pontos de interesseponto de interesse

Figura 28: Umtemplatena forma de “pipa” com 5patchese 8 arestas.

5.2.2 Representação do Objeto

Embora diversos métodos para extrair pontos de interesse emimagens tenham sido
desenvolvidos [Mikolajczyk & Schmid 2004,Gupta & Mittal 2007], neste trabalho os pontos são
manualmente marcados pelo usuário sobre a imagem do objeto no primeiro quadro. Exemplos
de pontos de interesse usados frequentemente com sucesso são junções-T, cantos-L, pontos
brancos em fundo preto, entre outros.

Tomando oskeypointsselecionados como vértices, umtemplatena forma de um grafo não
orientado é construído para representar o objeto (veja a Figura 28). Taltemplateé construído
estabelecendo arestas entre alguns doskeypoints, as quais impõem restrições significativas
sobre a aparência do objeto. Embora as arestas possam ser arbitrárias, relações de distância
e vizinhança entre oskeypointsdevem ser consideradas para definir as arestas. Os vértices do
templatepodem ser interpretados como as coordenadas de umarranjo não regulardefinindo
um MTO que representa o objeto. Os vetores de pesos de cada nó no arranjo de saída são
atualizados por um algoritmo evolucionário e usados para localizar o objeto quadro a quadro.
Para este exemplo hipotético, foram definidos cincokeypoints(e portanto, cincopatches) e oito
arestas para construir o MT.

É importante enfatizar as razões por trás do uso do termoarranjo não regular. Para a rede
SOM padrão, o arranjo de saída é regular, no sentido de que temuma estrutura geométrica bem
definida, por exemplo, retangular, cilíndrica ou toroidal.Além disso, as coordenadas dos nós
estão localizadas em posições igualmente espaçadas, tal que as distâncias entre coordenadas
vizinhas são iguais. Na abordagem proposta, as coordenadasdos nós correspondem às posições
doskeypoints, os quais não necessariamente estarão igualmente espaçados entre si. A única
restrição é que, uma vez que as coordenadas doskeypointstenham sido escolhidas, as relações
de vizinhança (i.e. quem é vizinho de quem) entre elas devem ser preservadas.

A Figura 29 mostra aspectos típicos e posições que otemplatena forma de “pipa” mostrado
na Figura 28 pode assumir quando submetido a transformaçõesafins. Estetemplatesintético
será usado nos experimentos para representar o objeto a ser rastreado.

5.2.3 Localização do Objeto e Atualização da Representação

Esta seção introduz um algoritmo de rastreamento visual de objeto que usa uma variante do
algoritmo EvSOM para atualizar otemplatedo objeto. Um vetor de parâmetros é associado a
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Figura 29: Aspectos típicos que umtemplatena forma de “pipa” pode assumir durante o
problema de rastreamento. (a)templatenormal, (b)templateparcialmente ocluso, (c)template
com auto-oclusão parcial, e (d)templatecomoutliers.

Região de busca   − pontos de interesse do quadro  i

  − pontos de interesse do quadro  i+1

 j −ésimo  patch  modelo

Figura 30: Região de pesquisa dopatchcandidato na vizinhança de umpatchmodelo.

cada nó do arranjo de saída, o qual projeta opatchmodelo correspondente do quadroi sobre o
quadro alvoi +1. Uma estratégia possível para a pesquisa evolucionária por uma solução do
problema de rastreamento é pesquisar pelo melhor valor da função de aptidão em alguma faixa
de valores no espaço do vetor de parâmetrosp. Uma abordagem similar é utilizada em Maia et
al. (2010), Coppini et al. (2004) e Matsopoulos et al. (2004) para tratar o problema de registro
de imagem médica. Este capítulo, entretanto, desenvolve uma abordagem em dois estágios,
para a qual a suposição de um movimento suave entre quadros é uma suposição importante.

A entrada para cada estágio de rastreamento é otemplateatualizado resultante do estágio
anterior. Estetemplatede fato define a topologia do EvSOM-VT, isto é, oskeypoints
correspondem as coordenadasr j , j = 1, ...,N, do nós que compõem o arranjo de saída. O

vetor de pesosw j = p j =
(

b( j)
x ,b( j)

y ,θ ( j),s( j)
)

representa os parâmetros de uma transformação

afim que projeta as coordenadas doj-ésimokeypointdo quadro atual sobre o próximo quadro.
As coordenadas doskeypointsprojetados correspondem às novas coordenadas dos nós que vão
compor o arranjo de saída do algoritmo EvSOM-VT para o próximo quadro.
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No primeiro estágio, o algoritmo seleciona um conjunto depatchescandidatos em cada
keypoint. Estespatchescandidatos são pesquisados aleatoriamente no quadro atual(isto é, no
quadroi) na vizinhança doj-ésimopatchmodelo do quadroi (veja a Figura 30). Assim, para
um templatecom N keypoints, o resultado do processo de pesquisa éN conjuntos depatches
candidatos. É importante apontar que o primeiro estágio do algoritmo proposto concentra-se
em transformar o espaço de pesquisa em um conjunto finito de soluções candidatas. Por uma
“solução candidata” entenda-se um novo conjunto de coordenadas de nós para o algoritmo
EvSOM-VT, o qual é equivalente às novas posições para otemplatedekeypoints.

O número máximo depatchescandidatos porkeypoint é um valor pré-especificado.
Adicionalmente, cadapatchcandidato e o correspondentepatchmodelo deve satisfazer uma
medida de casamento cujo valor deve ser menor que um dado limiar λth. Por exemplo,
assumindo que o número depatchescandidatos porkeypointsejaM (todos eles satisfazendo
o limiar de casamento requerido), então paraN keypointsexistirãoMN soluções potenciais.

No segundo estágio, o procedimento proposto trata da tarefaconjunta da localização do
objeto e da atualização da sua representação quando evolui oalgoritmo EvSOM-VT de um
quadro para o seguinte. Para o quadro inicial (quadro 0), oskeypointsdo templateinicial
manualmente selecionados definem as coordenadas dos nós do algoritmo EvSOM-VT para o
quadro 0. Do quadro 1 em diante, as coordenada dos nós do algoritmo EvSOM-VT para o
quadroi +1 são obtidas a partir das coordenadas dos nós do algoritmo EvSOM-VT do quadro
i. Em cada quadro, o conjunto completo depatchescandidatos define um espaço de pesquisa
discreto no interior do qual a melhor solução será pesquisada.

Por evoluir o algoritmo EvSOM-VT do quadroi entenda-se pesquisar, usando um algoritmo
evolucionário, pelo vetor de pesos ótimo doj-ésimo nó que codifica os parâmetros da
transformação afim que mapeia as coordenadas daquele nó do quadro i para o quadroi + 1.
É importante perceber que aprender o mapeamento doskeypointsdo quadroi para oskeypoints
do quadroi+1 é equivalente a localizar o objeto (rastrear) móvel.

5.2.4 A Função de Aptidão para a Metaheurística EvSOM-VT

Para avaliar o grau de similaridade entre regiões de duas imagens, uma medida de
casamento entre opatchde referência e opatchcandidato é necessária para compor a função de
aptidão. Em princípio, esta medida poderia ser qualquer medida de (dis-)similaridade entre duas
imagens, tais como a raiz do erro quadrado médio [Markaki, Asvestas & Matsopoulos 2009],
a informação mútua [Gao, Gu & Lin 2008], o coeficiente de correlação quadrado [Zitova &
Flusser 2003] ou a soma das diferenças absolutas [Chen, Chen & Chen 2003]. Nesta tese, foi
utilizado o índiceSSD, definido como

SSD= ∑
k

∑
j
[Ti+1(k, j)−Ti(k, j)]2 , (5.7)

ondeTi+1(k, j) andTi(k, j) são, respectivamente, as intensidades de níveis de cinza dos pixels de
coordenadas (k, j) nostemplatesalvo e atual. Introduzindo o índiceSSDna função de aptidão
do EvSOM (Equação 3.3), resulta

Aptidão(W) = α ·CCP(W)−β ·SSD(W). (5.8)
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Em resumo, o objetivo do algoritmo de rastreamento EvSOM-VTé determinar
iterativamente otemplatecandidato que melhor represente a evolução do objeto do quadro atual
para o alvo. O mapeamento é determinado otimizando conjuntamente o índiceSSDe o índice
CCP. O índiceCCP é uma medida de correlação para as distâncias entre pontos deinteresse
vizinhos nas duas imagens. O pseudo-código do algoritmo de rastreamento EvSOM-VT é dado
pelo Algoritmo 4.1 a seguir. Neste algoritmo os parâmetrosFITbest, FITmax e Gmax denotam,
respectivamente, o melhor valor de aptidão para a geração atual, o valor máximo de aptidão
encontrado até a geração atual e o número máximo de gerações.

Algoritmo 5.1 Algoritmo de rastreamento visual de objetos EvSOM-VT

1: Façai = 0. Então, manualmente extraia umtemplatecomN keypointseL arestas. Este é o
templateatualizado para o quadro 0.

2: para todo quadro i + 1fazer
3: Faça o número de nurônios do EvSOM-VT igual ao número dekeypointsdo template

atualizado no quadroi, com as coordenadas doskeypointsatribuídas como coordenadas
r j dos neurônios no arranjo de saída, seguindo as restrições topológicas estabelecidas
pelas distâncias das arestas. Então, atribua aos vetores depesos do EvSOM-VT os
valoresw j = p j = (0,0,0,1), j = 1,2, ...,N;

4: Realize uma busca aleatória na vizinhança doj-ésimo neurônio, de modo a encontrar
um conjuntoC j contendo no máximoM j patchescandidatos os quais devem satisfazer
SSDj ≤ λth, para j = 1, ...,N. A vizinhança doj-ésimo neurônio é definida como∆p j

= (∆b( j)
x ,∆b( j)

y ,∆θ ( j),∆s( j)). Para ok-ésimopatchcandidato associado com oj-ésimo

neurônio, armazene seu vetor de transformaçãop( j)
k e seu valor deSSD( j)

k , parak =
1, ...,M j e j = 1, ...,N.

5: Construa a população detemplatescandidatos tomando aleatoriamente umpatch
candidato de cada conjuntoC j , j = 1, ...,N, e calcule sua aptidão.

6: enquantoFITbest≤ FITmax egeneration≤ Gmax fazer
7: Gere os descendentes e calcule seus valores de aptidão;
8: Construa a próxima geração e calcule seus valores de aptidão;
9: fim enquanto

10: Para evitar a deriva dotemplate, atualize cadap j , j = 1, ...,N, resolvendo a Eq. (5.2) pelo
algoritmohill-climbing.

11: Calcule as transformaçõesw(r j ,p j) = w
(

r j ,b
( j)
x ,b( j)

y ,θ ( j),s( j)
)

, calcule o valor do

RMSE resultante e apresente a solução.
12: fim para

Neste ponto, quatro comentários são necessários. Primeiro, a principal propriedade do
algoritmo EvSOM-VT é que ele leva em conta de um modo muito natural as restrições
topológicas dotemplateusado para rastrear o objeto de interesse. Isso não é facilmente realizado
nos métodos de rastreamento tradicionais, como mencionadona introdução. Isso torna-se
natural para o algoritmo EvSOM-VT porque ele é baseado em umarede neural auto-organizável
com preservação de topologia. Estas restrições topológicas são levadas em conta via o índice
CCP incluído na função de aptidão mostrada na Equação (5.8). Se tal restrição topológica não
estiver presente, o algoritmo não funciona adequadamente.Isso pode ser facilmente verificado
removendo o índiceCCPda função de aptidão e tentando otimizar apenas o índiceSSD.

Como foi enfatizado no terceiro parágrafo da Subeção 4.2.2, oarranjo de neurônios que
compõe o algoritmo de rastreamento EvSOM-VT é não regular, ao contrário, por exemplo, do



5.3 Resultados e Discussão 93

arranjo regular da rede SOM, uma vez que as distâncias entre neurônios não são iguais. No
entanto, as aresta entre os neurônios definem suas relações de vizinhança (isto é, topológicas), e
devem ser preservadas quando o rastreamento prossegue. A este respeito o algoritmo proposto
difere consideravelmente das estruturas de redes auto-organizáveis padrões, tais como a rede
SOM [Kohonen 2001] ou a redeTRN(Topology-Representing network) [Martinetz & Schulten
1994], seja pelo uso do arranjo irregular dos nós de saída, seja pelo estabelecimento de arestas
no espaço de saída (e não no espaço dos dados, como na redeTRN).

Um outro ponto importante em rastreamento de objetos é o problema da atualização do
template. A deriva dotemplatedevido ao erro acumulado em cada estágio é combatida pela
inclusão de algum tipo de memória sobre o objeto na regra de atualização dotemplate. Em
Matthews et al. (2004) é proposta uma estratégia de atualização dotemplateno quadroi +1
resolvendo a Eq. (5.2) usando minimização de gradiente descendente, começando do valor do
vetor de parâmetrosp no quadroi e então usando uma regra heurística para decidir sobre o
uso ou não do resultado. Este trabalho resolve a Eq. (5.2), para cadap j , através de pesquisa
hill-climbing com um número fixo de iteraçõesNhc. O templateresultante é então considerado
como otemplateatualizado.

Finalmente, uma vez que os componentes do vetor de pesosw j = p j , j = 1, ...,N, são
números reais, as projeções doskeypointsdo quadroi para o quadroi+1 leva a novoskeypoints
com coordenadas de valor real. Sendo que as coordenadas doskeypointsna imagem devem ser
valores inteiros, é necessário quantizar e interpolar os valores das coordenadas doskeypoints
projetados para os valores inteiros mais próximos. Nesta tese foi usado interpolação bilinear.

5.3 Resultados e Discussão

Esta seção relata os experimentos com um filme sintético e dois filmes reais usados
para avaliar a metaheurística EvSOM-VT para o rastreamentode objeto. O desempenho do
algoritmo proposto é comparado com o método de Rastreamento Direto descrito em Silveira
& Malis (2010) e Silveira et al. (2008). Para todos os experimentos descritos na próxima
seção, os parâmetros da função de aptidão foram ajustados para α = β = 1, com os valores
dos índicesCCP e SSDnormalizados para o intervalo[0,1]. Para o cálculo dos valores de
RMSE, as trajetórias de referência (ground-truth) dos objetos de interesse foram manualmente
estabelecidas. Todos os experimentos relatados foram desenvolvidos em Matlab, versão
R2009a, executando em Microsoft Windows Vista, em um PC desktop com Processador Intel
Core 2 Duo, com relógio de 1.8GHz e 4GB de RAM.

5.3.1 Experimentos com um Filme Sintético

No primeiro conjunto de experimentos, para prova de conceito, foi usado um filme sintético
de 15 segundos de duração, chamado filme 1, com taxa de 30 quadros por segundo, com cada
quadro no tamanho de 256×256 pixels. Esta subseção apresenta o desempenho do algoritmo
no rastreamento em ambiente ruidoso. Na próxima subseção, ocomportamento frente à oclusão
parcial, auto-oclusão eoutliersé avaliado.

Aqui, a tarefa do algoritmo é rastrear umtemplategeométrico na forma de ’pipa’ (veja
Figura 28), o qual move-se suavemente ao longo de uma trajetória composta de dois arcos de
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Figura 31: Exemplo de rastreamento bem sucedido realizado pelo algoritmo proposto. Os
pontos (’.’) denotam a trajetória real do centróide do objeto, enquanto o sinal de mais (’+’)
denota a trajetória rastreada.

seno com períodos diferentes. Os parâmetros utilizados no algoritmo foram os seguintes:∆p
= ([−10, 10] , [−10, 10], [−5, 5], [0,98, 1,02]), N = 5, M = 32 e λth = 0,05. Ospatches
candidato e modelo foram de 15×15pixelspara todos os experimentos com este filme.

A Figura 31 mostra a trajetória real do centróide do objeto durante seu movimento e a
trajetória (sinal de ’+’) estimada pelo algoritmo EvSOM-VT. Para ambas as figuras, o objeto
segue uma trajetória do tipo arco de seno (bx,by) e executa uma rotação com taxa constante de
dois graus por quadro (θ ) sobre um fundo com ruído irregular em escala de cinza. Os resultados
mostrados são para os primeiros 180 quadros.

A Figura 32 mostra instantâneos superpostos do rastreamento durante o movimento do
objeto e a imagem utilizada como ruído de fundo. O retângulo em linha tracejada em cada
instantâneo representa a decisão tomada pelo algoritmo sobre a localização do centróide objeto.
O propósito do ruído de fundo é verificar qualitativamente a sensibilidade do algoritmo a
mudanças no padrão da imagem na qual o objeto se move. Observeque o objeto entra e sai
da região ruidosa sem alteração perceptível de desempenho.

A Figura 33 mostra o desempenho de uma execução do algoritmo EvSOM-VT em
valores de RMSE para o filme 1, comparado com o desempenho do método de rastreamento
direto. Os valores de RMSE são calculados entre oskeypointsverdadeiros e estimados para
toda a sequência de quadros. Pode-se notar que o desempenho do algoritmo proposto foi
consistentemente melhor que o método direto durante quase todo o filme. O método proposto
atingiu um valor de RMSE médio de 1,74 com desvio padrão de 1,35, enquanto o método direto
atingiu um valor de RMSE de 2,94 com um desvio padrão de 2,12.

O desempenho médio sobre 30 execuções foi estatisticamenteavaliado. As médias e
desvios padrões resultantes do RMSE foramµEvSOM= 1,515, σEvSOM= 0,754, µrd = 2,80
e σrd = 1,921, para os algoritmos EvSOM e rastreamento direto (rd), respectivamente. Um
teste t-estatístico de comparação das médias, supondo normalidade com variâncias iguais
desconhecidas, com a hipóteseH0 : µEvSOM< µrastreamento direto, com 2% de significância,
calculado sobre todas as execuções, mostrou não haver razãopara rejeitar a hipótese H0, com
valor− p= 0,0424.
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Figura 32: Instantâneos sobrepostos para um rastreamento com sucesso realizado pelo
algoritmo proposto.
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Figura 33: Avaliação dos valores de RMSE entre oskeypointsverdadeiros e estimados para
cada quadro do filme 1 para os algoritmos EvSOM-VT e de rastreamento direto.

5.3.2 Oclusão Parcial, Auto-oclusão e outliers

Adicionalmente, foi realizada a avaliação empírica do algoritmo EvSOM-VT em situações
de oclusão parcial, auto-oclusão parcial e na presença deoutliers. Oclusão parcial (Figura 29b)
ocorre quando uma parte dotemplateé escondido na imagem por um obstáculo. Auto-oclusão
parcial (Figura 29c) ocorre quando o própriotemplateesconde um ou mais dos seuskeypoints
durante o movimento. E poroutliers(Figura 29d), entenda-se a existência depatchescandidatos
com aparência similar à dopatch modelo, geralmente gerada pelo fundo da imagem na
vizinhança de cada região de pesquisa.Outliers provocam decisões erradas pelo algoritmo
de rastreamento. A consequência mais séria de longas oclusões e de erros repetidos devidos a
outliersé o desvio acumulado da trajetória correta, o qual pode levara perda da capacidade de
rastreamento pelo algoritmo.

O experimento utilizado para avaliar a resiliência do algoritmo de rastreamento proposto
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Figura 34: Recuperação da trajetória pelo algoritmo EvSOM-VT na presença deoutlierspor 20
quadros.

a oclusões parciais consistiu em cruzar um obstáculo escurocom a trajetória dotemplatede
forma que 40% doskeypoints(neste caso, 2keypoints) permaneçam escondidos durante 10
quadros. O experimento sobre auto-oclusão parcial envolveu a rotação dotemplatesobre
si de tal forma a esconder 40% doskeypoints. Já no terceiro experimento,outliers foram
introduzidos artificialmente no fundo da imagem, na região de pesquisa dospatchescandidatos.
Os outliers utilizados foram reproduções de cadapatch modelo no espaço de pesquisa dos
patchescandidatos. Este tipo de teste é conservador uma vez que ele assegura que ospatches
“outliers” individuais terão o melhor casamento possível. O efeito dosoutliers é observado
como uma distorção dotemplatee um desvio na trajetória. A robustez da abordagem proposta
é confirmada quando ela é capaz de re-rastrear a trajetória quando o objeto deixa a região de
incerteza resultante da presença dosoutliers.

Para medir quantitativamente a robustez aoutliers foi utilizada a taxa de falsos positivos
(FP), a qual mede a percentagem de todos oskeypointsverdadeiros que foram erroneamente
tomados poroutliers. Para este experimento, foi obtido

100× 8 outliersdetectados
5 keypointspor quadro×10 quadros

= 16%. (5.9)

A percentagem deoutlierspresentes nos dados foi de 20% dos dados. A Figura 34 ilustra
o efeito e a resiliência do algoritmo aoutliers. Os valores máximos do RMSE resultantes
dos experimentos foram 27,5% (experimento com oclusão parcial), 39,1% (experimento com
auto-oclusão) e 21,4% (experimento comoutliers). Ruído aleatório com distribuição uniforme
de 6% da amplitude máxima da escala de níveis de cinza aplicado a 5% dos pixels da imagem
não afetou significativamente os resultados aqui apresentados.

A Figura 35 mostra um exemplo no qual o algoritmo perde a capacidade do rastreamento.
Neste caso, a velocidade do objeto foi aumentada em 5 vezes com relação àquela do
experimento anterior. Os valores dos outros parâmetros foram mantidos. A perda da capacidade
de rastreamento ocorre essencialmente porque, na medida emque a velocidade aumenta,
os keypointscomeçam a se aproximar das fronteiras da vizinhança de pesquisa dospatches
candidatos. Nesta situação, o desempenho do rastreamento pode ser melhorado aumentando a
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Figura 35: Um caso em que o algoritmo EvSOM-VT perde a capacidade de rastreamento
quando a velocidade do objeto é aumentada em 5 vezes.

região de vizinhança da pesquisa. Uma consequência imediata seria, entretanto, um aumento
na demanda computacional do algoritmo.

5.3.3 Experimentos com Filmes Reais

A fim de avaliar o desempenho do algoritmo EvSOM-VT em situações mais complexas,
foi realizado um segundo conjunto de experimentos utilizando filmes reais. Para isso, foram
escolhidos dois filmes, denominados filme 2 (200 quadros) e filme 3 (362 quadros). Cada
quadro tem 480×640pixelspara o filme 2 e 512×512pixelspara o filme 3. Os parâmetros
do algoritmo foram os seguintes:∆p = ([−15, 15] , [−10, 10], [−5, 5], [0,98; 1,02]), N = 5,
M = 32 eλth = 0,15 (filme 2) ouλth = 0,20 (filme 3). Ospatchesmodelo e candidato foram de
tamanho 21×21 pixelspara todos os experimentos relatados nesta seção. A Figura 36 mostra
o templateinicial para os filmes 2 e 3. O filme 2 foi produzido pelo autor, enquanto o filme 3
está publicamente disponível na internet2.

A Figura 37 mostra uma sequência de quatro quadros dos filmes 2e 3, nos quais um
retângulo delimita a região correspondendo a decisão do algoritmo sobre a localização dos
objetos de interesse (um homem e uma cortiça). Para o filme 2 é importante notar que o objeto
que está sendo rastreado (o homem) não é um objeto rígido (estritamente falando) uma vez que a
cabeça, os braços e as mãos movem-se consideravelmente de umquadro para o seguinte. Assim,
a seleção adequada dotemplateinicial é essencial para um bom desempenho do algoritmo.
Neste caso, oskeypointsdo templateforam selecionados em uma área do torso, menos variável
neste filme. Além disso, o fundo do filme 2 é muito ruidoso o que acrescenta dificuldade
adicional para a escolha da solução ótima em cada estágio. Tais dificuldades são minimizadas
levando em conta as restrições topológicas no procedimentode localização do objeto. Para
o filme 3, deve ser enfatizado que o objeto de interesse experimenta mudanças consideráveis
no nível de iluminação durante o seu movimento. A despeito detais mudanças, o algoritmo
EvSOM-VT esteve apto a rastrear o objeto com sucesso.

A Figura 38 mostra o desempenho de uma execução do algoritmo EvSOM-VT em

2website: http://esm.gforge.inria.fr/ESMdownloads.html.
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valores de RMSE relativos aos filmes 2 e 3, comparados com o desempenho do método de
rastreamento direto. Pode-se notar que para ambos os filmes aabordagem aqui desenvolvida
consistentemente supera o método direto em média. Para o filme 2 (3), o método proposto
atingiu o valor médio de RMSE de 1,61 (3,63) com desvio padrão de 1,01 (3,11), enquanto
que para o método direto os valores médios de RMSE foram 2,56 (4,54) com desvio padrão de
1,88 (3,63). A conclusão que pode ser tirada destes resultados é que a informação estrutural,
presente na abordagem via EvSOM-VT, mas não presente no método direto, de fato melhora o
desempenho do rastreamento.

O desempenho médio sobre 30 execuções foi estatisticamenteavaliado para os dois filmes
reais. As médias e desvios padrões resultantes do RMSE para o filme 2 foramµEvSOM= 1,65,
σEvSOM= 0,92, µrd = 2,55 eσrd = 1,84, e para o filme 3 foramµEvSOM= 2,95, σEvSOM=
2,08, µrd = 4,89 e σrd = 2,84. Um teste t-estatístico de comparação das médias, supondo
normalidade com variâncias iguais desconhecidas, com a hipóteseH0 : µEvSOM< µrd, com 2%
de significância, calculado sobre todas as execuções, mostrou não haver razão para rejeitar a
hipótese H0 nos dois casos, comvalor− p= 0,0315 para o filme 2 evalor− p= 0,0286 para
o filme 3.

Como comentário final, os tempos médios de processamento do algoritmo proposto, por
quadro, implementado em código Matlab não otimizado, foram13ms (filme 1), 27ms (filme
2) e 46ms (filme 3), excluindo o tempo de carga das imagens. Considerando que o algoritmo
proposto envolve o treinamento de uma rede neural auto-organizável utilizando um algoritmo
evolucionário, estes tempos são notavelmente reduzidos. Isto pode ser explicado pelo fato de
que, em cada execução, a solução inicial para a posição dotemplatejá é muito próxima da
solução final uma vez que a taxa de quadros é muito maior que a velocidade do objeto. Com
a otimização adequada do código estes tempos de processamento podem ser reduzidos ainda
mais.

5.4 Conclusão

Este capítulo desenvolveu uma extensão do algoritmo EvSOM para aplicação em
rastreamento visual de objetos. A principal característica da proposta é a inclusão de restrições
geométricas ou topológicas na determinação dos parâmetrosdas transformações afins que
mapeiamkeypointsde um quadro para o seguinte. A escolha dotemplategeométrico, ou seja,
dos pontos de interesse relevantes, juntamente com as relações de distância e vizinhança entre
alguns deles, representa de fato uma forma de codificação de conhecimento do objeto na função
de aptidão.

Os resultados de simulação utilizando um filme sintético e dois filmes reais mostraram
que a abordagem proposta consistentemente iguala ou superao método de rastreamento direto,
com o qual foi comparado, mesmo em situações que incluem mudanças limitadas no nível de
iluminação do objeto de interesse ou quando o objeto apresenta não rigidez limitada. Avaliação
qualitativa em situações que incluem oclusão parcial, auto-oclusão parcial e quando sujeito a
outlierstambém apresentaram desempenho satisfatório.
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(a)

(b)

Figura 36:Templatesiniciais para os filmes reais usados nos experimentos de rastreamento de
objeto. (a) filme 2, e (b) filme 3.
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frame 000 frame 070 frame 144 frame 225

frame 000 frame 075 frame 150 frame 200

Figura 37: Sequências de 4 quadros para os filmes reais com os objetos de interesse sendo
rastreados. Figura superior: filme 2 (objeto rastreado: um homem). Figura inferior: filme 3
(objeto rastreado: uma cortiça).
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−−−  EvSOM tracking, av. = 3.9183, sd = 3.1085
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Figura 38: Avaliação dos valores de RMSE entre oskeypointsverdadeiros e estimados para
cada quadro dos filmes estudados. Figura superior: filme 2, figura inferior: filme 3.
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6 Conclusão

O objetivo principal desta tese foi revisitar o problema da formação de mapas
topologicamente ordenados (MTOs), pela abordagem de otimização evolucionária. O

tema não era inédito, mas os poucos trabalhos publicados eram incipientes e os autores
pararam nos primeiros experimentos diante da explosão do espaço de busca gerado pelo
problema. A racionalidade da investigação esteve calcada na premissa de que as metaheurísticas
evolucionárias têm como seus principais argumentos de aplicação exatamente a sua capacidade
de explorar grandes espaços de busca gerados por funções custo não convexas, e pela capacidade
de contornar mínimos locais.

A pesquisa percorreu três etapas, muito embora na prática tenha acontecido de forma
iterativa, voltando e evoluindo cada uma delas na medida em que o conhecimento e a maturidade
no tema avançavam: uma revisão e classificação fundamentadados conceitos e algoritmos de
formação de MTOs (Cap.1), o desenvolvimento e avaliação de umalgoritmo proposto para a
formação de MTOs, o EvSOM (Cap.2), e o desenvolvimento e a avaliação de algoritmos para
duas aplicações relevantes, o registro de imagens médicas,EvSOM-IR, e o rastreamento visual
de objetos em sequências de vídeo, EvSOM-VT, baseados no algoritmo EvSOM básico.

As contribuições científicas desta tese são:

• Uma revisão do estado da arte dos conceitos, propriedades e algoritmos para a formação
de mapas topologicamente ordenados. Foram analisadas as propriedades de quantização
vetorial, ordenamento topológico, fator de magnificação, convergência, ordenamento
e funções energia. Especificamente, foi proposta uma classificação dos algoritmos
existentes com base no mecanismo utilizado para criar a correlação entre os espaços de
entrada e de saída.

• Foi proposto e analisado um algoritmo para a formação de mapas topologicamente
ordenados baseado em otimização evolucionária de uma função de aptidão, o EvSOM,
cujas principais propriedades são: flexibilidade de adaptação ao problema do usuário
pela ponderação relativa entre os fatores quantização vetorial e ordenamento topológico,
e maior resiliência aoutliersquando comparado ao algoritmo SOM de Kohonen.

• O algoritmo EvSOM foi estendido e especializado ao problemade registro de imagens
médicas, gerando o algoritmo EvSOM-IR. Testes qualitativose quantitativos com
imagem sintética (crânio do fantasma) e com imagens reais (imagens binárias da retina e
imagens em escala de cinza da retina) mostraram desempenho satisfatório. A avaliação
comparativa com outros algoritmos publicados na literatura (ICIP, TM e IMT) mostrou
desempenho favorável ao algoritmo proposto.

• O algoritmo EvSOM foi também estendido e especializado ao problema de rastreamento
visual de objetos em vídeo, gerando o algoritmo EvSOM-VT. Testes qualitativos e
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quantitativos com filmes sintéticos e reais mostraram desempenho satisfatório. A
avaliação comparativa com outro algoritmo publicado na literatura, o Método Direto
(direct method), mostrou desempenho favorável ao algoritmo proposto.

A pesquisa deixa um número substancial de caminhos abertos para sua continuação e para
outras pesquisas derivadas desta. Aquelas vislumbradas deforma mais imediata são:

• O critério de classificação dos algoritmos de formação de MTOs proposto é novo na
literatura. Embora os principais algoritmos tenham sido classificados nesta tese, há um
número de outras propostas ainda não analisadas e classificadas segundo esse critério.
Um surveymais exaustivo dos algoritmos existentes incluindo, por exemplo, quantização
vetorial com restrições e estimação de densidade com preservação de topologia, é um
esforço de pesquisa ainda a ser empreendido.

• Embora o EvSOM encontre viabilidade prática num certo nichode aplicações, sua
principal limitação é a demanda computacional superior ao algoritmo SOM de Kohonen
quando o problema consiste em construir o MTO a partir de uma solução inicial aleatória.
Sendo o EvSOM um algoritmo evolucionário, sua estrutura é baseada nos seguintes
elementos: representação das soluções, função de aptidão,operadores evolucionários
e operadores especializados. Em cada um destes elementos hámargem para pesquisas
posteriores no sentido de melhorar o desempenho computacional. Duas dessas linhas
são:

– Embora nos estágios iniciais desta pesquisa tenham sido testadas diversas funções
de aptidão variando a medida de correlação e a forma funcional, ainda há margem
para investigar novas combinações. Entre as variantes já investigadas estão funções
multiplicativas e sigmóides e medidas de correlação tais como entropia empírica e
correlação cruzada normalizada (NCC). Novas composições de formas funcionais
e de medidas de qualidade topológica com novos operadores evolucionários podem
gerar variantes interessantes do EvSOM.

– Há um grande espaço de investigação na busca de operadores evolucionários e
especializados que levem a um melhor desempenho computacional do EvSOM.
Especificamente, a metaheurísticaEvolução Diferencialparece promissora como
primeira opção de investigação.

• Em um grande número de situações o registro de imagens médicas é uma operaçãooffline
ou quase tempo real. Assim, a demanda sobre os algoritmos de registro de imagens
médicas é maior quanto à precisão do que quanto ao desempenho. A pesquisa pela
melhoria do EvSOM-IR pode tomar duas direções imediatas comvista à melhoria da
precisão do registro: a utilização de características (features) mais sofisticadas e/ou o
registro não-rígido.

– EvSOM-IR utiliza o casamento das intensidades de níveis de cinza de umpatch
simples para pesquisar pela função de mapeamento afim que melhor representa
a transformação entre as imagens. Conforme indicações da literatura, a precisão
do registro pode ser substancialmente melhorada se forem usadas características
(features) mais sofisticadas extraídas das regiões no entorno dos pontos de
interesse, tais como, transformadas de Gabor, DWT (discrete wavelet transform)
ou transformada de Hough [Sonka, Hlavac & Boyle 2008]. Essa é uma extensão
natural do EvSOM-IR que pode ser testada quase imediatamente.
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– O registro realizado pelo EvSOM-IR é rígido ou afim: uma função afim global é
utilizada para mapear toda a imagem. Em registro não rígido,o mapeamento de
uma imagem sobre a outra é realizado por alguma classe de funções não lineares.
Um princípio muito geral para isso, utilizado em algumas abordagens, consiste
em identificar funções de mapeamento locais em regiões relevantes da imagem e
interpolar uma função suave não linear global retirada de alguma classe de funções
pré-especificada. A extensão do EvSOM-IR para essa abordagem é também um
passo natural considerando que o EvSOM já executa o primeiropasso, que é aquele
de encontrar as transformações locais.

• O tempo entre quadros para filmes de 15 quadros por segundo é de66ms, e é de 33ms
para filmes de 30 quadros por segundo. O EvSOM-VT processou umquadro a cada
46ms, em média, sem contar o tempo de carga da imagem, que depende do sistema de
aquisição. Ou seja, o EvSOM-VT está no limite para processarfilmes de 15 quadros
por segundo mas requer melhoria para processar em tempo realfilmes de 30 quadros
por segundo. Qualquer melhoria no desempenho do EvSOM básico se refletirá em
melhoria no EvSOM-VT. Pesquisa por melhorias no EvSOM-VT pode ser buscada em
duas direções: precisão do rastreamento e desempenho.

– Assim como na aplicação de registro de imagens, espera-se que a precisão do
rastreamento seja substancialmente melhorada se, ao invésde usar umpatch
simples de intensidade de níveis de cinza, forem usadas características (features)
mais sofisticadas extraídas das regiões no entorno dos pontos de interesse, tais
como, transformadas de Gabor, DWT (discrete wavelet transform) ou transformadas
de Hough. No entanto, uma consequência imediata é o aumento do tempo de
processamento. Se processamento em tempo real não for o requisito, esta melhoria
do EvSOM é imediata para ser implementada. Se desempenho e precisão forem
os requisitos, esse maior processamento deve ser compensado e superado por uma
melhoria do desempenho em outras operações.

– A maior concentração de esforço computacional do EvSOM estáno cálculo
da função de aptidão (principalmente a SSD) e no número de soluções
candidatas pesquisadas em cada iteração. Pesquisar por funções de aptidão
computacionalmente mais leves é uma abordagem que também tem amplo espaço
para investigação, embora não seja independente do subitemanterior.
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